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Résumé vii

Une nouvelle politique d’exécution de simulations stochastiques fondée sur
des principes de partitionnement, de sélection et de clonage.

Résumé
Les simulations stochastiques sont utilisées dans de nombreux domaines pour lesquels on
ne dispose pas de lois déterministes permettant de prédire l’état futur du système étudié.
Les résultats de telles simulations étant par nature variables, il est donc nécessaire de
répliquer l’exécution des simulations afin d’obtenir expérimentalement la distribution
des événements ou solutions possibles et ainsi estimer leurs probabilités. Dans le cas
général, la méthode de Monte-Carlo (MC) est classiquement utilisée. Néanmoins, si les
ressources de calcul sont limitées ou si les événements d’intérêt sont rares, MC peut se
révéler inefficace.
Dans cette thèse, nous proposons une nouvelle politique d’exécution de simulation basée
sur le partitionnement, la sélection et le clonage de l’état des réplications, dont l’objectif
est d’améliorer la qualité des résultats par rapport à MC pour un même coût de calcul
tout en restant le plus générique possible. L’idée générale de cette nouvelle politique est
de contraindre l’évolution des réplications en sélectionnant et en clonant périodiquement
celles pouvant conduire à des résultats intéressants pour le décideur.
La politique proposée est d’abord validée sur des modèles multi-agents académiques
simples (modèles proies-prédateurs et de transmission d’un virus), puis expérimentée
sur une simulation de transport routier plus complexe. Une extension probabiliste de
cette politique est également présentée.

Mots clés : simulation stochastique, simulation multi-agents, exploration de l’espace
des solutions, efficacité

LGI2A
Technoparc Futura – 62400 Béthune – France



viii Résumé

A new simulation execution policy based on clustering, selection and cloning
principles.

Abstract
Stochastic simulations are widely used in application domains where no deterministic
laws can be used to predict the futur state of the system. The results of such simulations
being variable by nature, it is then mandatory to replicate the simulation execution in
order to retreive exeprimentally the distribution of possible eventes and then obtain
their probabilities. In the general case, the Monte-Carlo method is classically used.
Nevertheless, if computing resources are limited or targeted events are rare, MC can be
inefficient.
In this thesis, we introduce a new simulation execution policy based on the clustering,
selection and cloning of replications states, in order to improve the result quality for a
fixed computing cost while being as generic as possible. The general idea of this policy
is to constraint the evolution of the replications by periodically selecting and cloning
those potentially leading to interesting results for the decision maker.
The policy is validated on simple academic agent-based models (prey predator, and virus
transmission), then experimented on a more complex traffic simulation. A probabilistic
variant of the policy is finally presented.

Keywords: stochastic simulation, multi-agent based simulation, solution space explo-
ration, efficiency
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Introduction

Lorsque l’on souhaite étudier un système, l’une des méthodes les plus simples
consiste à réaliser des expérimentations sur ce dernier. Cependant, les coûts d’une
expérience réelle peuvent être colossaux pour des raisons matérielles (e.g. stabilité
d’une éolienne flottante) ou des conséquences sérieuses (e.g. essai nucléaire). S’il
peut être parfois possible de travailler sur un modèle réduit du système (e.g. bassin
pour étudier la houle [7] ou fourmilière artificielle pour étudier le comportement
des fourmis [63]), la solution la moins coûteuse reste la simulation numérique [88],
un outil permettant d’étudier des systèmes naturels ou artificiels, sans effectuer
d’expérience dans la vie réelle.

La simulation numérique repose sur une représentation abstraite du système à
étudier que l’on appelle modèle. Celui-ci est représenté par son comportement et
son état, qui décrit tous les aspects quantitatifs et qualitatifs de ce système à un
instant t. Le moteur de simulation a pour rôle de faire évoluer un état quelconque
sur une durée ∆t afin d’obtenir l’état à l’instant t+∆t. Le terme simulation désigne
de façon générique l’exploitation d’un modèle numérique. Par exemple, l’objectif
d’une simulation peut être de prédire l’état futur d’un système, d’expliquer son
fonctionnement ou encore de former des utilisateurs à son utilisation.

Deux types de modélisations peuvent être distingués : une modélisation déter-
ministe et une modélisation stochastique. La première est souvent utilisée lorsque
nous possédons des lois physiques décrivant les phénomènes que nous souhaitons
étudier (e.g. la déformation d’un objet élastique), tandis que la seconde est plus
particulièrement appliquée en sciences de la vie ou sociales, où les phénomènes
sont souvent exprimés par des probabilités pour représenter l’incertain.

La variabilité inhérente à un modèle stochastique impose d’obtenir plusieurs
réalisations afin que les résultats soient statistiquement représentatifs. Les résultats
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d’une simulation stochastique sont donc calculés à partir d’un ensemble de réalisa-
tions aussi appelées réplications. Si l’on s’intéresse à des évènements fréquents, la
méthode Monte Carlo (MC) [52] est généralement appliquée. Elle consiste à exé-
cuter un nombre suffisant de réplications pour obtenir de bonnes estimations des
résultats possibles. Si en revanche on s’intéresse à des évènements plus rares [71],
la méthode MC nécessite un très grand nombre de réplications et n’est donc pas
adaptée. Dans ce cas, le défi est de réduire le coût de calcul en maintenant le plus
possible la qualité des estimations.

Dans cette thèse, nous proposons une nouvelle politique d’exécution de simu-
lations stochastiques dont l’objectif est d’explorer de manière efficace les différents
évènements possibles, notamment rares, afin de mieux les caractériser. Plus préci-
sément, nous cherchons, pour un coût de calcul fixe, à déterminer si un évènement
particulier est possible ainsi que sa probabilité d’apparition. Nous nous intéres-
sons particulièrement au domaine de systèmes multi-agents car les applications
présentent souvent un cadre parfait pour cette étude (stochasticité, temps de cal-
cul coûteux).

Les idées principales qui sous-tendent l’approche proposée sont : 1) chaque
réplication d’une simulation stochastique peut être échantillonnée dans le temps
et ainsi découpée en plusieurs morceaux, 2) cette dernière peut être, à chaque pas
de temps, clonée, 3) parmi les différentes réplications, il est possible, à intervalle
régulier, de regrouper les plus similaires et de sélectionner les plus intéressantes
pour explorer au mieux l’ensemble des solutions possibles.

Cette thèse est composée de deux parties : la première comporte un état de
l’art sur la modélisation stochastique qui présente notamment différentes poli-
tiques existantes ainsi que la notion de simulation multi-agents (chapitre 1). Cette
partie est ensuite complétée par des méthodes de partitionnement de données per-
mettant de traiter les données produites par les réplications (chapitre 2). Dans la
seconde partie, nous présentons la nouvelle politique d’exécution de simulations
stochastiques que nous proposons (chapitre 3). Cette politique est ensuite évaluée
sur des modèles multi-agents académiques (chapitre 4) et un modèle multi-agents,
plus complexe, dans le domaine du transport routier (chapitre 5). Puis, une ex-
tension probabiliste de la politique d’exécution est proposée (chapitre 6). Enfin,
nous terminons en résumant les travaux réalisés et en identifiant des perspectives
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8 CHAPITRE 1. Modélisation et simulation stochastique

1.1 Introduction

La simulation stochastique est une branche importante de la simulation numéri-
que [4]. Elle vise à comprendre, expliquer et prédire le comportement de systèmes
réels complexes à l’aide d’une modélisation sous forme d’enchaînement de tirages
de nombres aléatoires. Les résultats étant par nature variables, l’objectif est bien
souvent de déterminer les probabilités d’obtention des différentes solutions pos-
sibles.

Dans le cadre de cette thèse, nous nous intéresserons plus spécifiquement à des
simulations multi-agents stochastiques. Elles représentent en effet un cas d’étude
parfaitement adapté à notre problématique étant généralement :
• gourmandes en ressources computationnelles et nécessitant donc un temps

d’exécution important compliquant l’estimation de grandeurs statistiques,
• impossibles à résoudre analytiquement.
Nous allons, dans la section 1.2, rappeler les fondements de la simulation sto-

chastique. Nous aborderons ensuite la méthode classique Monte-Carlo et ses points
faibles dans la section 1.3. Des méthodes spécifiques dédiées à la recherche d’évè-
nements rares seront alors exposées dans la section 1.4. Enfin, nous introduirons
dans la section 1.5 la notion de simulation multi-agents ainsi que Similar, le méta-
modèle qui sera utilisé pour concevoir et implémenter les modèles utilisés dans la
suite de cette thèse.

1.2 Généralités

L’objectif d’une simulation stochastique est d’étudier un système sujet à des
phénomènes aléatoires que nous ne pouvons pas représenter sous forme de lois
physiques. Le coeur d’une telle simulation est un modèle stochastique du système
étudié. Ce modèle est paramétré et permet de faire évoluer un état initial du
système sur une durée donnée.

L’utilisateur n’est généralement pas intéressé par l’état même du système, qui
contient des informations très détaillées (souvent au niveau microscopique), mais
plutôt par des résumés (souvent au niveau macroscopique), appelés observables,
de ces informations. Ces aspects sont illustrés par la figure 1.1 et l’exemple 1.1.
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Modèle
stochastique

État initial

Jeu de paramètres

Observables

∆t

Figure 1.1 – Illustration d’une simulation stochastique en temps discret.

Exemple 1.1 (Système proies prédateurs) Considérons les interactions entre
des populations de proies se nourrissant de la végétation présente dans l’environ-
nement et de prédateurs chassant ces dernières. Une simulation stochastique d’un
tel système peut être caractérisée ainsi :

Modèle : Modèle multi-agents décrivant les comportements stochastiques des
proies et des prédateurs, vus comme des agents, ainsi que la topologie et
la dynamique de l’environnement.

Paramètres : Ensemble des paramètres relatifs aux comportements des agents
(déplacement, reproduction, décès, prédation) et à la croissance de la végé-
tation.

État du système à l’instant t : Caractéristiques (position, type, comportement,
âge, énergie, etc.) des agents et de l’environnement (distribution spatiale de
la végétation).

État initial : État du système à t = 0. Les positions des agents sont initialisés
aléatoirement. Les autres caractéristiques sont fixées par l’utilisateur.

Observables : Le nombre de proies et de prédateurs présents dans le système.

1.2.1 Estimation de la probabilité d’une solution

Pour un modèle stochastique donné, nous pouvons représenter les observables
à l’instant t par un vecteur aléatoire X t. On note D le domaine du vecteur X t.
Nous nous intéressons plus spécifiquement à des ensembles de valeurs particulières
que le vecteur X t peut prendre. Chacun de ces ensembles constitue une solution
S qui est simplement un sous-ensemble du domaine D, i.e., S ⊆ D.
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Exemple 1.2 Considérons à nouveau l’exemple 1.1 (système proies prédateurs).
Dans ce cas, X t = (Xt,1, Xt,2) représente les nombres de proies (Xt,1) et de préda-
teurs (Xt,2), et D = N× N. Les solutions intéressantes seront :

• S1= {(0, 0)} : extinction des proies et des prédateurs ;

• S2= {N>0 × {0}} : extinction des prédateurs ;

• S3= {N>0×N>0} : les 2 espèces cohabitent, l’évolution des populations étant
quasi périodique.

L’objectif d’une simulation stochastique est de déterminer la probabilité P(X t ∈
S) = θS de la solution S au temps t (en général le pas de temps final de la si-
mulation). Or, sachant qu’il est difficile voire impossible d’obtenir la distribution
du vecteur X t sous une forme analytique, l’étude de la probabilité θS consiste
à construire un estimateur θ̂S permettant d’estimer θS en se basant sur un en-
semble de réplications exécutées. Nous donnerons dans la section 1.3 un exemple
d’estimateur fréquemment utilisé.

1.2.2 Cas d’utilisation de simulations stochastiques

Nous présentons dans cette section quelques cas d’utilisation classiques de si-
mulations stochastiques.

Prédiction La prédiction d’un état final à partir d’un état initial constitue l’une
des utilisations les plus courantes et les plus évidentes de la simulation numérique.
Un modèle bien calibré (voir ci-après) est indispensable pour obtenir des prédic-
tions correctes.

Calibration d’un modèle Si nous disposons de données issues d’expériences
réelles, nous pouvons fixer les mêmes conditions initiales que dans celles-ci afin de
déterminer un jeu de paramètres pour lequel les simulations produisent les mêmes
résultats (e.g., probabilité qu’une solution S soit atteinte) que les expériences
réelles. Cette démarche est appelée calibration d’un modèle.
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Analyse de sensibilité L’objectif de l’analyse de sensibilité est de déterminer
l’impact de la variation des variables d’entrée du modèle (paramètres du modèle et
conditions initiales) sur les résultats de simulation. Elle permet ainsi d’identifier les
variables d’entrée les plus influentes, et réciproquement les moins influentes, afin
de mieux comprendre le système modélisé et de simplifier le modèle par le principe
de parcimonie. Il existe différentes méthodes pour établir un plan d’expérience afin
de réaliser une analyse de sensibilité (méthodes locales, FAST [47], etc.).

Résolution de problèmes inverses L’objectif des problèmes inverses est de
déterminer les principales causes d’un phénomène observé [84]. La résolution de
problèmes inverses consiste à approximer au mieux l’état initial et éventuellement
les paramètres du modèle qui permettent de reproduire le phénomène d’intérêt
(l’état final connu).

Synthèse Nous remarquons que la capacité à estimer précisément et efficacement
la probabilité d’une solution S est essentielle pour ces différents cas d’utilisation
et de validation. Améliorer cette capacité sans ressource supplémentaire permet
d’accélérer l’exécution d’une simulation.

1.2.3 Génération de nombres pseudo-aléatoires

Les simulations stochastiques reposent sur des générateurs de nombres pseudo-
aléatoires (PRNG) pour représenter les différents processus aléatoires. Un tel gé-
nérateur doit posséder les caractéristiques suivantes :

• à la différence d’un générateur cryptographique, il doit être prévisible, i.e.,
produire la même suite de nombres pseudo-aléatoires à partir d’une graine
(état initial du générateur) donnée afin de pouvoir reproduire des simulations
à l’identique,

• il doit être de plus de bonne qualité, c’est-à-dire avoir une période suffi-
samment longue avec une distribution de nombres générés la plus homogène
possible. La qualité d’un PRNG peut être évaluée à l’aide de tests dédiés
comme PractRand [18] ou TestU01 [42].
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Des PRNGs classiquement utilisés en simulation incluent Mersenne Twister [51],
XorShift* [48] ou des variantes de ce dernier comme xoshiro* ou xoroshiro* [81],
[82].

Dans le cadre des expérimentations réalisés durant cette thèse, les PRNGs xoro-
shiro128** (pour les modèles jouets) et xoshiro256** (pour le modèle de transport)
ont été utilisés.

1.3 Méthode de Monte-Carlo (MC)

La méthode Monte-Carlo (MC) [52] consiste à répliquer une simulation un
grand nombre (N) de fois de façon indépendante. Les résultats de ces N réplica-
tions exécutées peuvent donner une vision globale sur la distribution du vecteur
aléatoire X t ainsi que des estimations de la probabilité d’apparition des différentes
solutions. Nous présentons par la suite un estimateur classique puis une approche
permettant de déterminer le nombre N satisfaisant une qualité d’estimation sou-
haitée.

Estimation de la probabilité d’une solution L’estimateur basé sur le prin-
cipe du maximum de vraisemblance est le plus utilisé afin d’évaluer les réalisations
d’expériences. Pour N réplications exécutées (i.e. N échantillons X1

t , . . . ,X
N
t du

vecteur aléatoire X t), il est possible de construire un estimateur θ̂S de la proba-
bilité P(X t ∈ S) = θS par :

θ̂S = 1
N

N∑
i=1

1S(X i
t) (1.1)

où 1S est la fonction caractéristique de la solution S.

Calcul du nombre de réplications à simuler Soit Xt,i un composant du
vecteur aléatoire X t, Si une solution liée à Xt,i et θ̂Si l’estimateur de la probabilité
P(Xt,i ∈ Si) = θSi défini par

θ̂Si = 1
Ni

Ni∑
i=j

1Si(X
j
t,i) (1.2)
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avec Xj
t,i le i-ème composant de l’échantillon Xj

t du vecteur aléatoire X t.

Généralement nous savons, par la loi des grands nombres, que plus le nombre
Ni est grand, meilleure sera la qualité de l’estimation. Néanmoins, exécuter une
infinité de réplications n’est pas réaliste. Aussi, il s’agit de déterminer la valeur
minimale de Ni pour que les résultats soient statistiquement significatifs, c’est-à-
dire, étant donné une erreur relative voulue ε et un niveau de confiance 1−α, nous
souhaitons satisfaire l’inéquation suivante :

P( |θ̂Si − θSi |
θSi

≤ ε) ≥ 1− α. (1.3)

Pour ce faire, l’algorithme suivant est généralement appliqué [4, p. 449 ] :

1. Exécuter n0 réplications (n0 observations X1
t,i, . . . , X

n0
t,i ).

2. Calculer
Ni = d(

Z1−(α2 ) · si
ε ·X t,i

)2e (1.4)

où Z1−(α/2) est le 100(1−α/2) ième quantile de la distribution normale centrée
réduite, si l’écart type de ces n0 échantillons et X t,i la valeur moyenne de
ces n0 échantillons. Les valeurs généralement utilisées pour n0, ε et α sont
respectivement 150, 0.05 et 0.05.

Nous pouvons ensuite déduire le nombre N satisfaisant l’équation (1.3) pour
chaque composant de X t :

N = max
i
Ni (1.5)

Notons qu’il s’agit là d’une méthode heuristique basée sur une hypothèse forte :
la normalité des observables. Dans le cas général, cette hypothèse n’est que rare-
ment vérifiée. Un exemple d’utilisation de cette méthode sur un modèle de proies
prédateurs (voir l’exemple 1.1) est présenté dans le tableau 1.1. Nous obtenons le
nombre nécessaire N = 3600 avec les valeurs classiquement utilisées pour n0, ε et
α (n0 = 150, ε = 0.05 et α = 0.05). Cependant, si nous souhaitons obtenir un
estimateur plus précis (e.g. avec α = 0.005), nous obtenons un N = 7249285
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Tableau 1.1 – Détermination du nombre nécessaire de réplications pour le modèle
de proies prédateurs implémenté sur la plateforme Similar. Nous avons X t =
(Xt,1, Xt,2) avec Xt,1 le nombre de proies et Xt,2 le nombre de prédateurs. Les
paramètres utilisés sont n0 = 150, ε = 0.05 et α = 0.05.
.

i si X t,i Ni

1 697.83 783.77 1219
2 196.95 128.67 3600

1.4 Recherche de solutions rares

Une solution peut être rare mais avoir des conséquences dramatiques si elle
survient : pandémie [19], accident industriel, crise financière [13], blocage du canal
de Suez, disparition d’une espèce dans un écosystème [43]... Il peut donc être
intéressant d’estimer sa probabilité d’apparition [12].

La méthode MC décrite dans la section précédente est-elle applicable pour
estimer les probabilités d’apparition de solutions rares ? En théorie oui, mais cela
suppose une puissance de calcul considérable [40]. Des méthodes plus intelligentes
ont donc été développées. Deux d’entre elles (Splitting et Importance Sampling)
sont présentées dans les sections suivantes.

1.4.1 Splitting

La technique dite de splitting est utilisée pour calculer la probabilité qu’un évé-
nement rare survienne dans une simulation d’un modèle de Markov [35], [83]. Nous
présentons succinctement dans la suite le principe ainsi qu’une implémentation de
cette technique.

1.4.1.1 Principe de la méthode

Le principe de la technique de splitting est le suivant. Tout d’abord, nous
préparons une fonction indicatrice h qui prend en argument le vecteur aléatoire X t

à un instant t puis retourne un niveau de rareté. Cette fonction h doit également
vérifier la propriété que la borne supérieure supXt∈D h(X t) de l’image de h est
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atteint uniquement par la solution rare cible S :

h−1( sup
Xt∈D

h(X t)) = S (1.6)

Pour une réplication donnée, la fonction h est donc une fonction qui dépend sim-
plement du pas de temps t. Ensuite, nous considérons n valeurs strictement crois-
santes, représentant autant de niveaux de rareté :

h1 < h2 < · · · < hn = sup
Xt∈D

h(X t)

La technique de splitting consiste à estimer progressivement la probabilité d’at-
teindre ces différents niveaux de rareté (h1, h2, . . . , hn). Nous commençons par es-
timer la probabilité qu’une réplication puisse atteindre h1 avant le temps final
tf :

P(∃t ∈ [0, tf ], h(t) > h1) = θ(1), (1.7)

puis estimer récursivement la probabilité d’atteindre le prochain niveau sachant
que le niveau actuel est déjà atteint :

P(∃t∗ ∈ [t, tf ], h(t∗) > hi+1 | ∃t ∈ [0, tf ], h(t) > hi) = θ(i+1|i) (1.8)

La probabilité de la solution rare P(X t ∈ S) = θS peut donc finalement être
estimée par le produit de toutes les probabilités conditionnelles :

θS = θ(1)

n−1∏
i=1

θ(i+1|i) (1.9)

1.4.1.2 Implémentation

Nous allons maintenant construire des estimateurs de θ(1) et θ(i+1|i). Nous com-
mençons comme la méthode MC en lançant n réplications. Disons que n1 réplica-
tions parmi n exécutées ont atteint le niveau h1, nous pouvons donc estimer θ(1)
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par :

θ̂(1) = n1

n
. (1.10)

Ensuite, nous allons cloner (étape de splitting) ces n1 réplications au moment où
le niveau h1 est atteint 1 puis exécuter ces clones jusqu’au temps final tf (illustré
par la figure 1.2). Si nous notons nc1 le nombre total de clones, et n2 réplications
parmi ces nc1 clones ont atteint le niveau h2, nous pouvons en déduire l’estimateur
pour la probabilité conditionnelle :

θ̂(2|1) = n2

nc1
. (1.11)

En répétant ce processus de splitting, nous obtenons donc un estimateur final :

θ̂S = θ̂(1)

n−1∏
i=1

θ̂(i+1|i) (1.12)

t0
t

tf

h

h1

h2

Figure 1.2 – Exemple d’application de la technique de splitting. Les réplications
sont représentées par des trajectoires entre t0 et tf . Elles sont colorées en noir si
le niveau de rareté souhaitée est atteint et en bleu pointillé sinon.

1. Ces n1 réplications sont bien clonées chacune à un pas de temps différent.
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1.4.2 Importance sampling (IS)

L’échantillonnage préférentiel (Importance Sampling – IS) est un outil très
puissant et élégant basé sur le changement de variable pour estimer l’espérance
d’une fonction g : Ef (g(Y )) où Y est une variable aléatoire suivant une fonction de
densité f [41]. Dans le cas où Y prend rarement des valeurs dans le support de g,
l’estimation de l’espérance nécessite un grand nombre d’expériences. La méthode
IS consiste à construire une nouvelle fonction de densité f̃ telle que la variable
aléatoire correspondante Ỹ prenne plus souvent des valeurs dans le support de la
fonction g. L’espérance de g peut alors être réécrite par :

Ef (g(Y )) =
∫
g(y)f(y)dy =

∫
g(y)f(y)

f̃(y)
f̃(y)dy

=
∫
g(y)L(y)f̃(y)dy = Ef̃ (g(Ỹ )L(Ỹ )) (1.13)

avec L = f/f̃ le ratio de vraisemblance de la densité f par rapport à la densité
f̃ . Comme la fonction de densité f̃ donne souvent des valeurs dans le support de
la fonction g, nous pouvons obtenir l’estimation de E(g(Y )) en calculant l’espé-
rance du produit gL suivant la densité f̃ avec peu de réalisations. Un exemple
d’application est illustré dans la figure 1.3.

Si nous considérons g la fonction indicatrice de l’appartenance de la solution
S du vecteur aléatoire X t, l’espérance d’intérêt représente alors la probabilité
P(X t ∈ S) = θS . L’estimateur θ̂S peut être construit à l’aide de IS pour réduire
l’ensemble de réplications à exécuter.

1.4.3 Discussion

Limites des approches existantes Malgré les avantages des méthodes de split-
ting et IS, elles sont difficiles à appliquer lorsqu’il s’agit d’un modèle de système
complexe. La technique de splitting nécessite une connaissance sur la succession
d’évènements menant à la solution rare recherchée S. L’inconvénient est que ces
phénomènes successifs sont généralement inconnus et sont souvent l’objectif des
études. La méthode IS nécessite non seulement la manipulation des aspects fonda-
mentaux du modèle comme la distribution d’une variable aléatoire, mais aussi la
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Figure 1.3 – Exemple d’application de la technique de l’échantillonnage préféren-
tiel. L’espérance de la fonction g est difficilement estimée en faisant des réalisations
d’une variable aléatoire suivant la fonction de densité f . L’introduction d’une nou-
velle fonction de densité f̃ permet de réduire le nombre de réalisations nécessaires.

maîtrise parfaite de la solution recherchée S dont le support de g est généralement
inconnu. De plus, ces méthodes ciblent une seule solution donnée là où l’utilisateur
est généralement intéressé par un ensemble de solutions.

Estimation versus détection Nous allons montrer ici que bien détecter une
solution possible S (i.e., déterminer une valeur de θ̂S > 0) ne signifie pas néces-
sairement bien estimer sa probabilité d’apparition. Au contraire, un bon taux de
détection peut être associé à des estimations de mauvaise qualité. Ce problème est
ici illustré à l’aide d’un exemple simple.

Considérons ainsi une simulation possédant une solution S rare mais possible,
i.e., dont la probabilité d’apparition Pref (S) est faible mais supérieure à 0, par
exemple : Pref (S) = 0.01. Puis une métrique évaluant la précision d’estimation :
Err(S) = |P̂ (S)−Pref (S)|, avec P̂ (S) la probabilité estimée de S par une politique
d’exécution de la simulation.

On exécute 5 lots de réplications à l’aide de deux politiques différentes. La pre-
mière politique ne détecte jamais la solution S (i.e. aucune des réplications de ces
5 lots ne l’atteint). Ainsi, les probabilités estimées par cette politique sont toujours
0 et l’erreur absolue d’estimation moyenne vaut 0.01. La seconde politique détecte
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systématiquement S (i.e. au moins une réplication l’atteint pour chacun des lots)
mais surestime sa probabilité d’apparition. Par exemple : 0.02, 0.01, 0.02, 0.02, 0.04
qui donne en moyenne une erreur absolue de 0.012.

Quel estimateur préférer ? Le premier est plus précis du point de vue de la
métrique considérée (l’erreur moyenne) mais considère S comme impossible alors
que le second considère systématiquement S comme possible et lui assigne une
probabilité proche de Pref (S) bien que surestimée. La réponse à cette question
dépend bien sûr des objectifs de l’utilisateur mais de façon générale, il n’est pas
possible de dire que le premier estimateur est meilleur que le second.

1.5 Simulation multi-agents

Le domaine de la simulation multi-agents est apparu à la fin du XXe siècle [21],
[62]. Il se positionne à l’intersection de multiples disciplines dont les deux plus
importantes sont l’Intelligence Artificielle Distribuée et la simulation numérique [3],
[6]. La première porte sur la résolution distribuée de problèmes, alors que la seconde
cherche à comprendre et reproduire le fonctionnement d’un système réel.

La simulation multi-agents est généralement utilisée pour étudier des systèmes
complexes où de multiples entités interagissent engendrant des phénomènes émer-
gents. Cette approche a été appliquée à de nombreux domaines comme l’astrophy-
sique [79], la finance [8], [17], la logistique portuaire [75] ou l’épidémiologie [66].

Dans un premier temps, nous présenterons brièvement le concept fondamental
lié à la simulation multi-agents et issu de l’Intelligence Artificielle Distribuée : les
Systèmes multi-agents (SMA) puis nous aborderons le lien entre SMA et simu-
lation. Enfin, nous formaliserons plus précisément la notion de simulation multi-
agents à travers l’étude du méta-modèle utilisé dans le cadre de cette thèse :
Similar, basé sur le principe influences/réaction.

1.5.1 Système multi-agents

Le concept de Système Multi-Agents (SMA) a été défini de multiples façons
dans la littérature [23], [89]. Il est donc difficile d’en donner une définition univoque,
valable dans tous les contextes. Nous nous concentrons ici sur une présentation
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générique.
Formellement, un SMA peut être caractérisé de façon minimale par :

• un environnement, discret ou continu, souvent défini comme un espace mé-
trique ou topologique dans lequel les agents interagissent ; fréquemment né-
gligée, cette notion est pourtant fondamentale [24], [50], [85],

• un ensemble dynamique d’agents situés dans l’environnement et capables de
modifier celui-ci via leurs interactions.

Un agent peut lui-même être défini de façon minimale, comme une entité in-
formatique autonome capable de percevoir localement son environnement et éven-
tuellement d’établir une représentation symbolique de celui-ci et d’agir, c’est-à-dire
de modifier l’état de l’environnement [23].

Cette définition se voulant minimale, elle peut sembler lacunaire et demanderait
à être précisée (On pourrait ainsi évoquer les différentes architectures d’agents, le
rôle et les modèles de communication entre agents, etc.). Elle demeure néanmoins
suffisante en première analyse et sera formalisée dans le cadre du méta-modèle
Similar dans la section 1.5.3.

1.5.2 SMA et simulation

Une simulation multi-agents peut donc être définie comme un SMA visant à
modéliser un système réel et exécuté par un moteur de simulation. Ce dernier
constitue la brique logicielle prenant en charge l’ordonnancement de la simulation
(activation des fonctions de perception, mémorisation et décision des agents, dyna-
mique de l’environnement) et des probes, i.e., des outils permettant d’observer et
de contrôler celle-ci [50]. Dans la suite, nous appellerons modèle de simulation, un
modèle initialisé, i.e., décrivant comment générer l’état initial de la simulation (fi-
gure 1.4).

Le fonctionnement d’un moteur de simulation est intimement lié au méta-
modèle utilisé pour modéliser le système étudié. On peut ainsi citer les approches
"classique" (qui assimilent action et modification de l’environnement) [57], "orien-
tées interaction", qui, comme leur nom l’indique, se concentrent sur les interactions
entre agents [39], [67], basées sur les événements discrets (et plus spécifiquement
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DEVS) [9], [10], [60], ou encore fondées sur le principe influences/réaction [53],
[54], [59].

Figure 1.4 – Schéma illustrant le fonctionnement d’un simulateur multi-agents.

Une simulation multi-agents est souvent exécutée dans le cadre d’une plate-
forme de simulation multi-agents, c’est-à-dire un logiciel permettant de faciliter
la conception et l’exécution des simulations via l’utilisation d’un méta-modèle et
d’une méthodologie spécifiques.

De nombreuses plateformes de simulation multi-agents comme GAMA [29],
NetLogo [87], Turtlekit [55], MASON [44] ou eMuLSion [65] sont aujourd’hui dis-
ponibles pour un usage générique ou lié à une application particulière. Dans le
cadre de cette thèse nous utiliserons la plateforme Similar2Logo 2 basée sur le
méta-modèle Similar [58], [59] et qui a été développée au sein de notre labora-
toire.

1.5.3 Similar

Similar est un méta-modèle visant à formaliser la conception de simulations
multi-agents basées sur le principe influence/réaction introduit par [25] dans le
cadre des SMA et adapté à la simulation par [56]. Comparativement aux ap-
proches existantes basées sur influence/réaction, Similar permet de définir des
simulations multi-niveaux [59] et intègre un moteur de simulation efficace, pou-
vant être facilement parallélisé sur une architecture multi-coeurs ou une grille de
calcul [58].

2. https://github.com/gildasmorvan/similar2logo

https://github.com/gildasmorvan/similar2logo
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Le principe influence/réaction définit l’action d’un agent non comme une modi-
fication directe de l’environnement mais comme l’émission d’influences qui seront
intégrées par une fonction de réaction qui calculera l’état du système au pas de
temps suivant.

Dans Similar, les agents peuvent percevoir l’état d’autres niveaux et/ou y
émettre des influences.

Le méta-modèle est décrit formellement dans la suite de cette section.

Spécification des niveaux et de leurs interactions Unmodèle multi-niveaux
est défini par un ensemble de "niveaux" L et une spécification de leurs interactions.
Deux types d’interaction sont définis dans Similar : une relation d’influence (les
agents situés dans un niveau l peuvent produire des influences dans un niveau
l′ 6= l) et une relation de perception (les agents situés dans un niveau l peuvent
percevoir l’état d’un niveau l′ 6= l). Ces relations sont spécifiées par des graphes
dirigés dénotés respectivement < L,EI > et < L,EP >, où EI et EP sont deux
ensembles d’arêtes, i.e., des paires ordonnées d’éléments de L.

Les voisinages entrants et sortants dans < L,EI > (respectivement < L,EP >)
sont dénotés N−I et N+

I (resp. N−P et N+
P ) et sont définis comme suit :

∀l ∈ L,N−I (l) (resp. N−P (l)) = {l} ∪ {l′ ∈ L : l′l ∈ EI (resp. EP )}, (1.14)

∀l ∈ L,N+
I (l) (resp. N+

P (l)) = {l} ∪ {l′ ∈ L : ll′ ∈ EI (resp. EP )}, (1.15)

Population d’agents et environnements L’ensemble des agents existants
dans le système au temps t est dénoté par A(t). Pour tout niveau l dans L,
l’ensemble des agents appartenant au niveau l et au temps t est dénoté par
Al(t) ⊆ A(t). Un agent appartient à un niveau si et seulement si un sous-ensemble
de ses états physiques φa appartient à l’état du niveau :

∀a ∈ A(t),∀l ∈ L, a ∈ Al(t) ssi ∃φla(t) ⊆ φa(t)|φla(t) ⊆ σl(t). (1.16)

Ainsi, un agent peut appartenir à zéro, un ou plusieurs niveaux, idem pour un
environnement.

L’état d’un agent à l’instant t, Sa(t) est défini comme l’union de son état global
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(indépendant du ou des niveaux où il est situé) et pour chaque niveau auquel il
appartient son état local public (i.e., perceptibles par les autres agents) et privés
(i.e., non perceptibles par les autres agents).

Production d’influences L’état dynamique d’un niveau l ∈ L au temps t,
dénoté par δl(t) ∈ ∆l, est un tuple < σl(t), γl(t) >, où σl(t) ∈ Σl et γl(t) ∈ Γl sont
l’ensemble de propriétés environnementales et influences de l. σl(t) contient ainsi
au minimum l’ensemble des états locaux publics des agents présents dans l.

Le modèle comportemental des agents permet de prendre en compte les re-
lations d’influence et de perception entre différents niveaux. Ainsi, la fonction
Behaviorla d’un agent a ∈ Al est définie par :

Behaviorla :
∏

lP∈N+
P (l)

∆lP 7→
∏

lI∈N+
I (l)

ΓlI ′. (1.17)

Cette fonction est définie comme la composition de trois fonctions :

Behaviorla = Decisionla ◦Memorizationa ◦ Perceptionla, (1.18)

où
Perceptionla :

∏
lP∈N+

P (l)

∆lP 7→
∏

lP∈N+
P (l)

P lP
a , (1.19)

Memorizationa :
∏

l∈L|ha∈Al

∏
lP∈N+

P (l)

P lP
a × Sa 7→ Sa, (1.20)

Decisionla : Sa 7→
∏

lI∈N+
I (l)

ΓlI ′. (1.21)

La fonction Perceptionla transforme l’état "brut" de l’environnement en "per-
cepts" pouvant être traités directement par les fonctions de mémorisation et de
décision.

La fonction Memorizationa met à jour l’état global de l’agent en fonction de
ses perceptions. Elle est définie de façon générale et ne correspond pas à un niveau
particulier. En effet, nous considérons qu’un agent peut posséder de multiples
états locaux (pouvant représenter différents "corps") mais seulement un état global
(pouvant représenter la "mémoire" de l’agent), comme dans d’autres méta-modèles
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de SMA (e.g., MASQ [76]).
L’environnement ω d’un niveau l produit des influences avec la fonction :

Naturallω : ∆l 7→
∏

lI∈N+
I (l)

ΓlI ′. (1.22)

Réaction aux influences Lorsque la phase de production d’influences est ter-
minée, la réaction à ces influences peut être traitée de façon indépendante pour
chaque niveau. Ainsi, la fonction de réaction définie par :

Reactionl : Σl × Γl′ 7→ ∆l, (1.23)

où Reactionl est la fonction de réaction correspond au niveau l.
La fonction de réaction est bien souvent l’une des parties d’un modèle les

plus difficiles à développer. Dans l’implémentation développée au LGI2A 3, elle
est simplifiée par l’application d’une méthodologie stricte inspirée par l’approche
orientée interaction [39].

1.6 Conclusion

Nous avons présenté dans ce chapitre des généralités autour de la simulation
stochastique puis une introduction rapide à la simulation multi-agents, en particu-
lier via le méta-modèle Similar. La méthode MC est classiquement utilisée dans
le cadre des simulations stochastiques, toutefois elle n’est pas adaptée lorsque nous
nous intéressons aux solutions peu fréquentes.

Deux politiques d’exécution de simulations stochastiques "intelligentes" - Split-
ting et Importance Sampling - ont été introduites. Elles sont cependant diffici-
lement applicables dans le cas général et celui des simulations multi-agents en
particulier. En effet, les systèmes d’intérêt étudiés en simulation multi-agents sont
en général complexes. Il est donc difficile de manipuler le générateur de variables
aléatoires sans effectuer une analyse préliminaire. De plus, connaître la chaîne
d’événements conduisant aux phénomènes émergents est souvent l’objectif des si-
mulations multi-agents. Ces contraintes nous amènent à développer une nouvelle

3. https://github.com/gildasmorvan/similar

https://github.com/gildasmorvan/similar
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politique d’exécution qui nécessite peu (voire pas) de connaissance sur le modèle
et efficace en terme d’estimation par rapport au coût de calcul.

Nous présenterons dans le chapitre suivant les différentes techniques de parti-
tionnement, qui ont un rôle important sur la nouvelle politique d’exécution que
nous allons proposer.
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2.1 Introduction

Nous avons vu que l’état d’une simulation stochastique à un instant t est repré-
senté par un vecteur aléatoire X t. Si nous réalisons n réplications, nous obtenons
donc n points dans le domaine D du vecteur aléatoire X t. Au cours d’une si-
mulation d’un ensemble de réplications, il peut être intéressant, comme nous le
verrons dans les prochains chapitres, de sélectionner les plus intéressantes afin
d’étudier des grandes tendances. Cette sélection peut être faite via regroupement
des réplications les plus similaires, qui peut être réalisé grâce à des algorithmes de
partitionnement de données (aussi dits de clustering) [1], [34].

Dans ce chapitre, nous présenterons différentes approches existantes de parti-
tionnement de données dans un espace métrique E = (D, d) avec d une distance
associée.

2.2 Généralités sur le partitionnement de don-
nées dans un espace métrique

2.2.1 Objectif

L’objectif du partitionnement de données que nous considérons est de diviser
un ensemble de points F , dans un espace métrique E muni d’une distance d, en
plusieurs sous-ensembles (clusters) de points qui forment une partition de F . Un
exemple d’assignation des points est illustré dans la figure 2.1.

Généralement, nous souhaitons que ces clusters soient :

• homogènes, c’est-à-dire que les points situés dans un même cluster devraient
être les plus similaires possibles,

• et distinctifs, c’est-à-dire que les clusters devraient être les plus différents les
uns des autres.

Différentes approches ont été développées dans la littérature pour partitionner
un ensemble de points [1], [34]. De ces dernières, nous pouvons mettre en avant
trois familles principales classiques :
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Figure 2.1 – Illustration d’un exemple de partitionnement en 5 clusters d’un
nuage de 50 points en 2 dimensions.

• les approches orientées "centroïde" (K-means et ses variantes) où chaque
cluster possède un centre ou centroïde, représentatif du cluster avec une
différence moyenne avec tous les objets du cluster qui est minimale,

• les approches "hiérarchiques" (Clustering hiérarchique agglomératif ou par
division) basées sur la construction d’un arbre hiérarchique issu des distances
deux à deux des points à partitionner,

• les approches orientées "densité" (Clustering basé sur la densité type Mean-
shift ou DBSCAN) où un cluster est une région de points denses séparée des
autres clusters par des régions moins denses.

Ces familles classiques sont illustrées sur la figure 2.2.

2.2.2 Mesures de distance

Toutes les familles de méthodes de clustering mentionnées précédemment né-
cessitent l’emploi d’une mesure de distance. La plus utilisée dans le cas général est
la distance euclidienne définie par :

d(x, y) = ‖x− y‖2 =
√

(x1 − y1)2 + · · ·+ (xm − ym)2 (2.1)

où x = (x1, . . . , xm), y = (y1, . . . , ym) sont deux points de l’espace E.
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Figure 2.2 – Carte mentale des algorithmes classiques de partitionnement de
données.
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Dans le cas où les données sont des séries temporelles, il est possible d’utiliser
des mesures de distance plus fines comme Distance Time Warping (DTW) [73] (ou
une variante comme Soft DTW [14]) prenant en compte les éventuels déphasages
entre les séries. Néanmoins, de telles distances nécessitent un coût de calcul bien
plus important que la distance euclidienne ce qui les rend incompatibles avec l’ap-
proche que nous proposons dans le chapitre 3. Aussi, dans la suite de ce travail,
seule la distance euclidienne sera utilisée.

Une autre chose à prendre en considération lorsque l’on réalise un clustering,
est la taille de l’espace E des données à partitionner. Aussi, avant de présenter les
méthodes classiques de clustering avec plus de détails dans la suite de ce chapitre,
nous abordons dans la section suivante la question de l’extraction de caractéris-
tiques à partir de données brutes avant de réaliser le partitionnement.

2.2.3 Extraction de caractéristiques

La dimension de l’espace des données brutes E peut être très grande, ce qui
complique le partitionnement et la visualisation des données. L’objectif de l’ex-
traction des caractéristiques est alors de diminuer cette taille en déterminant les
variables ou les combinaisons de variables ayant l’impact le plus fort sur les résul-
tats du processus de clustering.

La méthode la plus simple est l’analyse en composantes principales (ACP) qui
vise à transformer la base actuelle de l’espace en une nouvelle base dans laquelle les
composantes sont moins corrélées les unes des autres [31]. Quelques composantes,
les plus importantes, suffisent souvent à faciliter les traitements. Néanmoins, Les
nouvelles coordonnées issues d’une ACP ne peuvent être qu’une combinaison li-
néaire des coordonnées de la base initiale.

D’autres méthodes comme la transformée de Fourier ou en ondelettes peuvent
également être utilisées, notamment sur des séries temporelles ou des images [26],
[45].

Auto-encodeurs Une méthode plus riche, permettant des transformations non
linéaires, est l’approche par auto-encodeurs reposant sur les réseaux de neurones
profonds [28], [72].



32 CHAPITRE 2. Partitionnement de données

L’idée fondamentale est de construire un réseau de neurones ayant une entrée
et une sortie de même dimension que les données à traiter. Le réseau possède une
couche intermédiaire cachée h de dimension réduite. Le réseau est composé de deux
parties :

• l’encodeur f : un sous-réseau du réseau principal entre l’entrée et la couche
h.

• le décodeur g : un sous-réseau du réseau principal entre la couche h et la
sortie.

L’architecture générale du réseau est illustrée dans la figure 2.3.
L’auto-encodeur doit alors pouvoir, à l’aide de l’encodeur f , extraire les ca-

ractéristiques h = f(x) d’un point x et reconstruire un point x̃ ressemblant le
plus possible au point x à partir de h à l’aide du décodeur x̃ = g(h). Afin de
calibrer les paramètres du réseau pour satisfaire le plus possible x = g(f(x)), le
processus d’apprentissage minimise une fonction de perte L(x, g(f(x))) pénalisant
la différence entre x et g(f(x)) (e.g. erreur quadratique moyenne).

Figure 2.3 – Illustration simple de l’architecture d’un auto-encodeur.

2.3 Partitionnement par centroïdes

Le partitionnement par centroïdes est une approche très simple et rapide,
consistant à déterminer les centres de nuages de points (clusters) dans l’espace
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minimisant l’inertie intra-classe W de chaque cluster :

W =
K∑
k=0

I(Ck) (2.2)

I(Ck) =
∑
xi∈Ck

wid(xi, c)2 (2.3)

où I(Ck) est l’inertie du cluster Ck, wi le poids du point xi et c le centre du cluster
Ck.

Résumé dans l’algorithme 1), ce type de partitionnement nécessite de connaître
le nombre K de clusters voulu.

Algorithme 1 : Partitionnement par centroïdes
input : DB : n points (p1, . . . , pn) ;

K ∈ N tel que 0 ≤ K ≤ n : le nombre de clusters voulu.
On assigne aléatoirement K points comme les centres de K clusters
while les assignations varient pendant l’itération do

foreach pi do
on cherche le centre le plus proche de pi puis on l’assigne au cluster
correspondant

end
on réévalue le centre pour chaque cluster

end
output : Les assignations de chaque point

Dans la suite de cette section, nous présentons les algorithmes de partitionne-
ment par centroïdes K-means et K-médoïdes, qui se distinguent par le choix du
centre.

2.3.1 K-means

Le partitionnement K-means est une méthode classique bien étudiée [1], [34],
dans laquelle le centre choisi est le barycentre minimisant l’inertie d’un cluster Ck.

Cependant, le choix initial des centres peut potentiellement impacter le résul-
tat final et la vitesse de convergence. Aussi l’algorithme est relancé généralement
plusieurs fois pour ne garder que le meilleur résultat en terme d’inertie.
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L’algorithme K-means++ [2], une amélioration de K-means, permet également
d’améliorer la vitesse de convergence et la précision des résultats obtenus en sélec-
tionnant mieux les centres de départ.

Le nombre K de clusters voulu peut aussi influencer la qualité du partitionne-
ment. Si nous ne disposons pas de connaissances portant sur le nombre de clusters
sur les données à traiter, plusieurs valeurs deK peuvent être testées afin de trouver
un meilleur partitionnement [70], [78].

2.3.2 K-médoïdes

La méthode K-means décrite précédemment est bien connue et fréquemment
utilisée. Néanmoins, à chaque itération, les centres de clusters sont déterminés
par le barycentre et sont donc, dans la plupart du temps, des points fictifs dans
l’espace. L’algorithme K-médoïdes évite cela en sélectionnant un point réel, le
médoïde, c’est-à-dire, pour un cluster donné, le point minimisant l’inertie de celui-
ci. [46].

Nous pouvons remarquer que pour déterminer le médoïde d’un cluster, il faut
d’abord parcourir l’ensemble de ses points. La complexité est donc supérieure à
celle de K-means. En contrepartie, la méthode K-médoïdes est beaucoup moins
sensible à la présence de points aberrants (outliers) car les médoïdes sont des
points réels. En revanche, l’inertie intra-classe est supérieure à celle de K-means
car le barycentre est plus performant pour réduire l’inertie des clusters.

2.4 Partitionnements hiérarchiques

Il existe deux catégories de clustering par regroupement hiérarchique selon
le sens de fonctionnement : ascendant 1 (méthode agglomérative) et descendant 2

(méthode divisive). La première se focalise sur la formation d’une hiérarchie en
construisant un arbre issu des distances deux à deux des points à partitionner.
La seconde consiste à diviser d’une manière récursive l’ensemble de points F . Le
résultat d’un tel clustering est souvent représenté par des dendrogrammes (cf.

1. bottom-up
2. top-down
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figure 2.4). Nous présentons par la suite les détails de ces deux méthodes.
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Figure 2.4 – Exemple d’une représentation de partitionnement en dendrogramme.

2.4.1 Méthode agglomérative

La méthode agglomérative (ou classification hiérarchique ascendante) consiste à
d’abord associer chaque point à un cluster (contenant donc un seul élément). Puis,
à chaque itération, le nombre total de cluster est décrémenté en regroupant les deux
clusters les plus proches jusqu’à obtenir un seul cluster contenant tous les points
(d’où le nom d’ascendant). Pour réaliser ces itérations, nous avons besoin d’une
mesure de dissimilarité inter-classe 3 permettant de déterminer la distance entre
deux clusters contenant plus d’un élément. Parmi plusieurs mesures de dissimilarité
existantes, le critère de Ward est l’un des plus utilisés. Celui-ci a pour but de
minimiser la variance des clusters fusionnés [61].

2.4.2 Méthode divisive

La méthode divisive (ou classification hiérarchique descendante) est similaire à
la méthode agglomérative mais en inversant le sens : nous commençons par un clus-
ter contenant tous les points avec pour objectif final d’avoir n clusters contenant
un seul élément. Cette méthode est plus compliquée par rapport à la précédente

3. linkage criteria en anglais
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car séparer un groupe de points en plusieurs petits groupes est également un pro-
cessus de clustering. Nous pouvons par exemple considérer la méthode K-means
pour réaliser cette étape.

2.5 Partitionnements par densités

L’idée du partitionnement par densité est de déterminer les régions les plus
denses de l’espace E. Nous présentons dans la suite deux exemples de ces méthodes
se distinguant dans la méthode de recherche de ces régions : Mean-shift [27] et
DBSCAN [22].

2.5.1 Mean-shift

La méthode Mean-shift [27] est une méthode itérative dont le but est de trouver
les zones les plus denses possibles de l’espace. En partant d’un point quelconque
x, on souhaite déterminer d’une manière itérative un point dont le voisinage est
plus dense (i.e. contenant plus de points) que le point de départ x. Pour ce faire,
il faut d’abord définir un rayon r de voisinage et une fonction noyau K(xi − x)
pour définir le poids d’un point xi qui se situe au voisinage V (x) du point x. On
peut ensuite calculer la moyenne pondérée des points dans ce voisinage :

m(x) =
∑
xi∈V (x) K(xi − x)xi∑
xi∈V (x) K(xi − x) (2.4)

La différence m(x) − x est appelée mean-shift, d’où le nom de la méthode. En
remplaçant le point de départ x par m(x), on peut répéter l’itération jusqu’à
convergence.

La méthode Mean-shift consiste à réaliser ce processus itératif sur un ensemble
de points fictifs G uniformément distribués dans l’espace. Lorsque les itérations
pour chaque points de G sont terminées, nous obtenons quelques points finaux qui
seront les centres des clusters. Les points de l’ensemble F sont donc assignés au
cluster dont le centre est le plus proche d’eux. L’avantage de cette méthode est
que le nombre de clusters K peut rester inconnu pendant le processus. Cependant,
la détermination du rayon r est plus délicat.
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2.5.2 DBSCAN

L’idée principale de la méthode DBSCAN (de l’anglais "Density-Based Spatial
Clustering of Applications with Noise") [22], [74] (résumée dans l’Algorithme 2) est
de visiter chaque point de l’espace à partitionner selon deux paramètres : un rayon
de voisinage ε et un nombre minimum de points MinPoints que doit comporter
un cluster. Pour chaque point p de l’espace, si dans son voisinage de rayon ε (ε-
voisinage) il y a au moins MinPoints points (l’ε-voisinage est alors dit dense),
alors un nouveau cluster affecté à ce point est créé (sinon le point est étiqueté
comme aberrant, il pourra par la suite être rattaché possiblement à un cluster s’il
est présent dans un ε-voisinage). Ensuite, son ε-voisinage fait également partie de
ce cluster : tous les points qui se trouvent dans le ε-voisinage de p sont ajoutés à
ce cluster, ainsi que leurs propres ε-voisinages s’ils sont également denses, et ainsi
de suite jusqu’à ce que le cluster connecté par densité soit complètement trouvé.
Lorsque tous les points sont visités, on aura plusieurs clusters et quelques points
n’appartenant à aucun cluster : les points aberrants ou outliers.

2.6 Conclusion

Nous avons décrit dans ce chapitre le fonctionnement général du processus
de partitionnement de données. Trois familles différentes d’algorithmes de parti-
tionnement ont été décrites ainsi que leurs implémentations classiques. Parmi ces
algorithmes, deux d’entre eux, K-means et DBSCAN, demeurent particulièrement
populaires en raison de leur simplicité et de certaines caractéristiques propres :

• DBSCAN permet de détecter automatiquement des anomalies comme l’exis-
tence de points aberrants et ne nécessite pas de fixer le nombre de clusters
K en amont,

• K-means est quant à lui reconnu pour son efficacité dans le cas où les clusters
sont sphériques ou convexes de tailles à peu près similaires.

Nous présenterons dans la seconde partie de cette thèse une nouvelle politique
d’exécution de simulations stochastiques mettant en œuvre un algorithme de par-
titionnement de données. Elle sera ensuite évaluée dans le cadre de simulations
multi-agents.
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Algorithme 2 : DBSCAN sur n points
input : DB : n points (p1, . . . , pn) ;

ε ∈ R : rayon ;
MinPts : le nombre minimum de points dans un cluster.

label : l’étiquette (label) de chaque point, initialisée par défaut à indéfini
foreach point p do

if label(p) 6= indéfini then continue;
N ← voisins(DB, p, ε);
if |N | < MinPts then

label(p) ← Aberrant;
end
c ← prochaine étiquette de cluster;
label(p) ← c;
S ← N \{p};
foreach q ∈ S do

if label(q) = Aberrant then label(q) ← c;
if label(q) 6= indéfini then continue;
N ← voisins(DB, q, ε);
label(q) ← c;
if |N | < MinPts then continue;
S ← S ∪N ;

end
end
output : label



Deuxième partie

Contributions





Chapitre3
Proposition d’une nouvelle politique
d’exécution de simulations stochastiques

Sommaire du présent chapitre

3.1 Introduction 41

3.2 Généralités et concepts 43
3.2.1 Proposition d’une nouvelle politique d’exécution . . . 43
3.2.2 Estimation de la probabilité de solutions . . . . . . . 44

3.3 Implémentation de SPSC 47
3.3.1 Mise en oeuvre sur la plateforme Similar . . . . . . . 47
3.3.2 Paramétrage de SPSC . . . . . . . . . . . . . . . . . 47
3.3.3 Coût de calcul . . . . . . . . . . . . . . . . . . . . . . 49

3.4 Conclusion 50

3.1 Introduction

Nous avons vu dans la section 1.4 que la méthode Monte-Carlo peut être in-
adaptée à des solutions peu fréquentes et que des alternatives existantes, comme
splitting et importance sampling, présupposent des connaissances a priori sur le
modèle (e.g., sur les distributions de probabilités) et des contraintes sur sa na-
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ture (modèle de Markov). Dans le cas général, et notamment dans les simulations
multi-agents, nous ne disposons pas nécessairement de telles connaissances et ces
contraintes sont rarement vérifiées.

Notre objectif est donc de développer une nouvelle politique d’exécution de
simulations stochastiques, qui, pour un coût de calcul fixe, permet d’estimer avec
une bonne précision les probabilités d’apparition de solutions, rares ou non, tout
en considérant les simulations comme des boîtes noires, c’est-à-dire qu’il n’est pas
nécessaire d’introduire des connaissances a priori sur le modèle ou les solutions
recherchées. L’idée générale est de contraindre l’évolution des réplications en sé-
lectionnant et en clonant périodiquement celles qui semblent les plus adaptées pour
favoriser les trajectoires pouvant conduire à des solutions d’intérêt.

Intuitivement, la méthode la plus simple pour sélectionner les réplications les
plus adaptées consiste à élaborer une fonction objectif permettant de caractériser
et d’évaluer les différentes trajectoires. Nos premiers travaux ont ainsi exploré cette
piste [32]. Néanmoins, construire cette fonction objectif nécessite des connaissances
a priori sur les solutions et peut être très complexe dans le cas général. Il se
peut également que le modélisateur n’ait aucune idée des solutions possibles. C’est
pourquoi nous avons par la suite remplacé la fonction objectif par un algorithme
d’apprentissage non supervisé [33].

La méthode que nous proposons s’inspire de différentes approches existantes
comme les techniques de splitting présentées dans la section 1.4.1 mais peut aussi
évoquer des méthodes ayant des objectifs différents comme les algorithmes géné-
tiques 1.

Néanmoins, elle en diffère sur de nombreux points :

• contrairement aux techniques de splitting, l’échantillonnage des réplications
se fait dans le temps et non dans l’espace des solutions et n’est pas non plus
conditionné par un niveau de rareté prédéfini ;

1. Rappelons que ces algorithmes, permettant d’obtenir une solution approchée à un problème
d’optimisation, reposent sur l’idée suivante : une solution peut être vue comme un individu, plus
ou moins bien adapté au problème posé, au sein d’une population. En s’inspirant de l’évolution
génétique, on peut ainsi faire évoluer itérativement une population initiale de solutions générées
aléatoirement en sélectionnant les plus adaptées, puis en croisant celles-ci et les faisant muter
avec une faible probabilité afin d’obtenir, après de nombreuses générations, une population de
solutions bien "adaptées", i.e., de bonnes qualités [30].
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• de plus, contrairement aux algorithmes génétiques, cette nouvelle politique
d’exécution n’intègre pas de fonction d’évaluation ni de mutation, l’évolution
étant dirigée par la simulation et la sélection par un algorithme d’apprentis-
sage non supervisé.

Dans la suite de ce chapitre, nous présentons tout d’abord cette nouvelle poli-
tique de façon générale, puis son implémentation.

3.2 Généralités et concepts

La politique d’exécution proposée a été nommée SPSC, selon les initiales des
différentes étapes du processus : Simulation,Partitionnement, Sélection etClonage.

3.2.1 Proposition d’une nouvelle politique d’exécution

Principe de l’approche proposée Au lieu d’exécuter les réplications de t0 à tf ,
nous proposons de découper l’intervalle temporel [t0, tf ] en S intervalles [t(i), t(i+1)],
i = 0, . . . , S − 1, tels que

[t0, tf ] =
S−1⋃
i=0

[t(i), t(i+1)] (3.1)

et

[t(i), t(i+1)] ∩ [t(j), t(j+1)] =


t(i+1) si j = i+ 1,[
t(i), t(i+1)

]
si j = i,

∅ sinon.
(3.2)

avec

t(0) = t0 et t(S) = tf . (3.3)

Ensuite, pour chaque intervalle [t(i), t(i+1)], on applique les étapes suivantes,
illustrées par la figure 3.1 :

Simulation : Faire évoluer les états de N réplications de t(i) jusqu’à t(i+1).
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Partionnement : Au pas de temps t(i+1), extraire d’abord des observables à par-
tir des états de ces N réplications, puis partitionner ces N réplications selon
ces observables en K sous-ensembles.

Sélection : Sélectionner une ou plusieurs réplications représentatives de chaque
sous-ensemble. Ensuite, éliminer les réplications non sélectionnées.

Clonage : Finalement, cloner les réplications sélectionnées pour revenir à N ré-
plications au total (afin de contrôler le coût de calcul).

Lorsque les réplications arrivent au pas de temps tf , on peut alors analyser
les résultats et notamment estimer les probabilités des différentes solutions. La
figure 3.2 représente une illustration détaillant les étapes issues des deux premiers
découpages.

Réplications

SIMULATION

PARTITIONNEMENTSELECTION

CLONAGE Réplications

boucle de t(0) à t(S)

entrer
au temps t0

au temps tf
sortir

Figure 3.1 – Diagramme de la politique d’exécution proposée.

3.2.2 Estimation de la probabilité de solutions

Comme mentionné dans la section 1.3, nous nous intéressons principalement à
l’estimation de la probabilité des solutions d’intérêt pour le modélisateur au pas
de temps final tf . Nous rappelons ici quelques notations : les observables d’une
réplication à tf sont représentés par un vecteur aléatoire X tf , la solution particu-
lière d’intérêt est dénotée par S, sa probabilité par P(X tf ∈ S) et l’estimateur de
sa probabilité par θ̂S .

L’estimateur classiquement utilisé dans le cadre de la méthode MC est celui du
maximum de vraisemblance constitué de N échantillons X1

tf
, . . . ,XN

tf
du vecteur
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aléatoire X tf (Équation (1.1)) :

θ̂S = 1
N

N∑
i=1

1S(X i
tf

)

Cependant, celui-ci ne peut pas être appliqué à la politique d’exécution que nous
proposons car certaines réplications sont éliminées en cours de simulation et rem-
placées par des clones. Nous proposons donc un estimateur adapté à notre ap-
proche, basé sur la décomposition de la probabilité d’intérêt et sa reconstruction.

Décomposition de la probabilité d’intérêt La probabilité théorique P(X tf ∈
S) peut être décomposée à l’aide de la formule des probabilités totales. En consi-
dérant un pas de temps intermédiaire j, nous pouvons réécrire cette probabilité
par :

P(X tf ∈ S) =
∑
Sj∈Pj

P(X tf ∈ S|Xj ∈ Sj)P(Xj ∈ Sj) (3.4)

où Pj est une partition de l’espace de la variable d’état Xj.
Plus généralement, en supposant que le système étudié est markovien, où X i

ne dépend que de X i−1, la décomposition peut donc être étendue :

P(X tf ∈ S) =
∑

Sm−1∈Pm−1
...

S1∈P1

m−1∏
i=0

P(X i+1 ∈ Si+1|X i ∈ Si) (3.5)

où Pi, i = 1, ...,m−1 est la partition de l’espace de la variable d’état X i, ST = S
et S0 sont les états initiaux de la simulation.

Reconstitution des estimateurs de probabilités des solutions Nous pré-
sentons ici, étape par étape, une méthode permettant de calculer l’estimateur de
P(X tf ∈ S) en s’inspirant de la décomposition de la probabilité présentée dans
l’équation (3.5) avec les éléments obtenus par SPSC.

Une fois les itérations de SPSC terminées, nous avons, pour chaque pas de
temps intermédiaire t(i), créé une partition P(i) pour l’espace de variable d’états
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X t(i) . Pour un élément S(i) de la partition P(i), après les étapes de sélection et
de clonage, ni réplications ont ainsi été clonées. Ensuite, parmi ces ni réplications
clonées, certaines d’entre elles (ni+1) vont être associées à un élément S(i+1) ∈
P(i+1) après l’étape de partitionnement au pas de temps t(i+1). Les nombres ni
et ni+1 peuvent donc être utilisés pour approximer la probabilité conditionnelle
P(X t(i+1) ∈ S(i+1)|X t(i) ∈ S(i)) par :

P̂ (X t(i+1) ∈ S(i+1)|X t(i) ∈ S(i)) = ni+1

ni
(3.6)

Finalement, nous pouvons définir un nouvel estimateur θ̂S pour P(X tf ∈ S)
par une décomposition similaire à l’équation (3.5) à l’aide de l’équation (3.6) :

θ̂S =
∑

S(m−1)∈P(m−1)
...

S(1)∈P(1)

m−1∏
i=0

P̂ (X t(i+1) ∈ S(i+1)|X t(i) ∈ S(i)) (3.7)

où S(m) = S et S(0) = S0.

t(1)t(0)

délégué de

la partition#1

délégué de

la partition#2

délégué de

la partition#3

t(2)

délégué de

la partition#4

délégué de

la partition#5

délégué de

la partition#6

PartitionnementRéplication
initiale

Clonage Sélection PartitionnementClonage

Figure 3.2 – Détail du processus pour le premier et le deuxième découpage
[t(0), t(2)].
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Interface utilisateur
Python

Jpype

Moteur de 
simulation Similar

Environnement 
de modélisation 
Similar2Logo 

ServeurClient web

Figure 3.3 – Architecture de l’application développée.

3.3 Implémentation de SPSC

3.3.1 Mise en oeuvre sur la plateforme Similar

L’implémentation de SPSC développée dans le cadre de cette thèse a été conçue
pour s’interfacer avec le moteur de simulation Similar. Elle est codée en Python
afin de bénéficier des bibliothèques avancées d’apprentissage automatique dispo-
nibles dans ce langage comme Scikit-learn [64] ou Keras [11]. Par ailleurs, d’un
point de vue génie logiciel, la séparation stricte entre l’interface utilisateur, l’implé-
mentation de SPSC et le moteur de simulation permet d’envisager son utilisation
dans le cadre d’autres plateformes de simulation. L’architecture de l’application
développée est illustrée dans la figure 3.3.

3.3.2 Paramétrage de SPSC

Les paramètres principaux de la politique d’exécution SPSC sont :

1. N le nombre total de réplications utilisées dans la simulation.

2. la période de découpage temporel.

3. les paramètres des méthodes de clustering (comme le nombre K de clusters).

Outre ces paramètres principaux, l’approche SPSC dépend de différentes pro-
cédures qui seront décrites dans les sections suivantes.
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3.3.2.1 Méthodes d’extraction des caractéristiques

Nous avons vu dans la section 2.2.3 que si les données issues des réplications
sont de grande dimension, il peut être nécessaire d’extraire leurs caractéristiques
préalablement à l’étape de partitionnement afin que celle-ci soit plus efficace. Deux
méthodes seront utilisées ici :

1. utilisation des données brutes,

2. transformation des données brutes à l’aide d’un auto-encoder afin d’obtenir
un vecteur de dimension réduite [28].

3.3.2.2 Méthodes de partitionnement

L’objectif de l’étape de partitionnement est de regrouper ces N réplications en
K ensembles. Pour atteindre cet objectif, nous pouvons appliquer un clustering sur
les caractéristiques extraites des N réplications. Nos expérimentations reposent
sur des implémentations existantes des méthodes de clustering décrites dans le
chapitre 2. Elles sont résumées dans le tableau 3.1.

Tableau 3.1 – Implémentations des méthodes de clustering utilisées.

méthode implémentation
K-means

[64]Agglomérative
DBSCAN
K-médoïdes [36]
ts-K-means 2 [77]

3.3.2.3 Méthodes de sélection

Lorsque l’étape de partitionnement est achevée, les N réplications sont séparées
en une partition P à K éléments. Pour chaque élément de la partition P, nous
sélectionnons une réplication déléguée pour représenter l’ensemble des réplications

2. ts-K-means est une variante de K-means adaptée aux séries temporelles.
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de cet élément. Les différentes méthodes de sélection de délégués mises en oeuvre
ici sont les suivantes :

Centroïde : Nous calculons le centre d’un cluster (i.e. la moyenne des points
appartenant au cluster). Ensuite nous sélectionnons le point le plus proche
du centre.

Médoïde : Méthode propre au K-médoïdes. Nous sélectionnons directement le
médoïde.

3.3.2.4 Méthodes de clonage

A l’issue de l’étape de sélection, chaque élément de la partition P possède
un délégué. Seuls ces K délégués seront conservés pour la suite de simulation.
Afin de maintenir un coût de calcul fixe, les délégués sont clonés afin d’obtenir
un nombre de N réplications au total. La méthode équilibre, appelée ainsi car elle
vise à obtenir des nombres de clones les plus égaux possibles pour chaque délégué,
a été utilisée ici :

Équilibre Chaque délégué est cloné bN
K
c fois pour avoir au total N réplications.

Dans le cas où N ne divise pas K, certains délégués, choisis aléatoirement,
seront clonés bN

K
c+ 1 fois.

3.3.3 Coût de calcul

Dans la suite de cette thèse, nous comparons les performances de MC et SPSC
pour un même nombre total de réplications N . Il est à noter que SPSC implique
des coûts supplémentaires pour exécuter l’algorithme de clustering et cloner des
réplications comme illustré dans la figure 3.4). Néanmoins, ces coûts supplémen-
taires sont souvent négligeables par rapport au temps de calcul nécessaire à la
simulation de systèmes complexes.

A titre d’exemple, nous présentons dans le tableau 3.2 une comparaison de ces
coûts de calcul 3 pour un modèle académique simple (proies prédateurs) qui sera
présenté en détail dans le chapitre 4.

3. Calculs réalisés sur un ordinateur portable Apple Macbook pro début 2015 avec les carac-
téristiques suivantes : CPU Intel Core i5 bicoeur à 2,7 GHz et 8 Go de mémoire vive. Librairies
de microbenchmarking utilisées : JMH (simulation et clonage) et timeit (5-means, 15-means).
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MC
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Clonage
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Overhead

Figure 3.4 – Comparaison des coûts de calcul et des étapes de clonage et de
partionnement de SPSC.

Tableau 3.2 – Temps de calcul des différentes étapes de SPSC pour un modèle
multi-agents proies prédateurs.

temps de calcul
Simulation d’une réplication (100 pas de temps) 270± 16 ms/op
Clonage d’une réplication 2± 1 ms/op
Partitionnement (N = 50, K = 5, K-means) 19.9± 0.475 ms/op
Partitionnement (N = 50, K = 15, K-means) 42.8± 1.41 ms/op

3.4 Conclusion

Nous avons introduit dans ce chapitre une nouvelle politique d’exécution de
simulations stochastiques appelée SPSC. Nous avons tout d’abord présenté son
fonctionnement général puis son implémentation sur la plateforme Similar. Un
estimateur de probabilité permettant d’analyser les résultats obtenus a également
été proposé et comparé à celui de la méthode MC.

La politique SPSC, telle que présentée dans la section 3.2.1, reste abstraite et
générique, ce qui donne donc la possibilité d’envisager différentes implémentations
pour les étapes de partitionnement et de sélection. Pour la première, plusieurs al-
gorithmes de partitionnement classiques ont été considérés. Pour la seconde, nous
n’avons retenu que la plus évidente pour des raisons de simplicité. Néanmoins,
d’autres implémentations plus sophistiquées peuvent être envisagées selon l’ob-
jectif poursuivi : estimer avec une bonne précision les probabilités des différentes
solutions (rares ou non), exploration de différentes solutions, etc.

Dans le chapitre suivant, nous évaluerons SPSC sur des modèles multi-agents,
du plus simple au plus complexe.
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4.1 Introduction

Nous avons proposé dans le chapitre précédent une nouvelle politique d’exé-
cution de simulations stochastiques appelée SPSC. Dans le présent chapitre, nous
allons l’appliquer sur différents modèles afin d’évaluer ses performances compara-
tivement à l’approche classique MC.

Ce chapitre est organisé de la manière suivante : nous allons tout d’abord pré-
senter différents indicateurs permettant d’évaluer les performances d’une politique
d’exécution. Ensuite, nous présenterons les résultats de deux expériences réalisées
sur des modèles multi-agents académiques afin de mesurer les gains de performance
de SPSC par rapport à MC.

4.2 Mesures de performance

Dans cette section, nous introduisons des mesures de performance permettant
d’évaluer et de comparer différentes politiques d’exécution à partir des résultats
obtenus.

Dans un premier temps nous introduisons des indicateurs mesurant ces perfor-
mances pour une simulation (i.e. un lot de réplications). Ensuite, pour comparer
deux politiques différentes, nous nous intéressons aux gains moyen de ces métriques
pour deux ensembles de simulations.

4.2.1 Évaluation d’une simulation

Nous présentons ici les mesures dédiées aux résultats obtenus pour une simu-
lation (un lot de N réplications).

Détection de solutions Étant donné une solution particulière S, nous nous
intéressons à la présence de cette solution parmi les N réplications exécutées.
Nous considérons un simple indicateur booléen B :



4.2. Mesures de performance 53

B(S) =

 1 si une des réplications atteint S
0 sinon.

(4.1)

Si un ensemble de solutions S est considéré, nous nous intéressons également au
cas où un certain nombre n ≤ Card(S) de solutions sont atteintes simultanément :

Bn(S) =

 1 si ∃ S ⊂ S tel que ∀S ∈ S,B(S) = 1 et Card(S) ≥ n,

0 sinon.
(4.2)

Erreur d’estimation Pour évaluer l’estimateur P̂ de la probabilité d’une solu-
tion S donnée, nous considérons l’erreur absolue :

Err(S) = |P̂ (S)− Pref (S)| (4.3)

où Pref (S) est la probabilité de référence de la solution S.

Si un ensemble de solutions S est considéré, afin d’avoir un point de vue plus
général sur la qualité des estimations sur chacune des solutions, nous considérons
l’erreur relative globale suivante :

Err(S) =
∑
S∈S
| P̂ (S)− Pref (S)

Pref (S) | (4.4)

Exemple 4.1 Considérons à nouveau l’exemple 1.1 (système proies prédateurs)
avec les probabilités de référence suivantes :

Pref (S1) = 0.005;Pref (S2) = 0.185;Pref (S3) = 0.81

Supposons que l’exécution d’un lot de 5 réplications avec MC nous donne les
résultats suivants :

S3,S3,S2,S3,S3



54 CHAPITRE 4. Applications : Modèles multi-agents académiques

Nous pouvons calculer les mesures de détection suivantes :

B(S1) = 0,B(S2) = 1,B(S3) = 1,B(S) = 0

Les estimations de la probabilité de ces trois solutions données par MLE sont
donc :

P̂ (S1) = 0, P̂ (S2) = 0.2, P̂ (S3) = 0.8

d’où les erreurs suivantes :

Err(S1) = 0.005, Err(S2) = 0.015, Err(S3) = 0.01, Err(S) = 1.206

4.2.2 Comparaison de deux politiques d’exécution

Nous souhaitons comparer deux politiques d’exécution différentes (e.g. SPSC et
MC). Nous exécutons donc, pour chaque politique, plusieurs lots de N réplications.
Puis nous évaluons les valeurs moyennes des mesures obtenues sur ces lots par
politique, ces valeurs étant notées Bpolitique et Errpolitique afin de représenter le
taux de détection et le niveau de précision obtenus par la politique d’exécution
utilisée. Ainsi, la comparaison est donnée sous forme de gain relatif de ces valeurs :

Gain relatif du taux de détection L’un des objectifs de SPSC est de favoriser
l’obtention des différentes solutions. Ainsi, nous considérons le gain relatif du taux
de détection :

GDétect = BSPSC − BMC

BMC

× 100 (4.5)

Gain relatif de la précision d’estimation Nous considérons le gain relatif
de la précision d’estimation calculé à partir des erreurs d’estimation des deux
politiques :

GPrécision = (ErrMC − ErrSPSC)
ErrMC

× 100 (4.6)
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Gain relatif de la précision d’estimation sans échec Nous avons vu dans
la section 1.4.3 qu’une faible probabilité de référence peut biaiser la comparaison
de deux méthodes en faveur de celle ayant le taux de détection le plus faible.

Nous considérons donc le gain de précision G ′Précision obtenu dans le cas où les
différentes solutions sont bien détectées :

G ′Précision = (ErrMC
′ − ErrSPSC

′)
ErrMC

′ × 100 (4.7)

où Err
′ représente la moyenne des Err issues des lots de réplications vérifiant

B(S) = 1.

4.3 Proies prédateurs

4.3.1 Présentation du modèle

Nous considérons tout d’abord un exemple classique en simulation multi-agents :
le modèle proies-prédateurs. Il s’agit un modèle constitué d’agents « prédateurs »
chassant des agents « proies », eux-même se nourrissant de la végétation disponible
dans l’environnement. Les comportements des différents agents et la dynamique
de l’environnement sont décrits dans la section suivante.

4.3.1.1 Comportements des agents

Conformément au modèle influences/réaction, les comportements des agents
sont définis à deux niveaux dans le modèle : à chaque pas de temps, ils inter-
agissent localement (niveau micro) en se déplaçant dans l’environnement puis la
fonction de réaction (niveau macro) gère l’évolution globale du système (mortalité,
reproduction, croissance de la végétation, etc.).

L’environnement est discrétisé en cases carrées (1× 1) dans lesquelles une cer-
taine quantité de végétation est présente. Les agents ne peuvent interagir locale-
ment que s’ils sont situés dans une même case. La fonction de réaction agit de
manière indifférente sur tous les agents et la végétation présents dans le système.

Les différents comportements sont les suivants :
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1. Comportement des agents proies :
• Alimentation : Un agent proie peut se nourrir de la végétation présente

dans la case où il se trouve lorsque la quantité disponible est supé-
rieure à 1. L’agent gagne alors une quantité d’énergie Eproie

c (l’énergie
de l’agent ne dépassera pas sa valeur maximale Eproie

max ). La quantité de
végétation dans cette case est décrémentée de 1.

2. Comportement des agents prédateurs :
• Alimentation : Un agent prédateur a une probabilité pchasse de chasser

un agent proie situé dans la même case que lui lorsque son énergie n’est
pas maximale (strictement inférieure à Eprédateur

max ). L’agent gagne donc
une quantité d’énergie Eprédateur

c (l’énergie de l’agent ne dépassera pas
sa valeur maximale Eprédateur

max ). L’agent proie chassé est donc retiré du
système.

3. Environnement :
• Croissance de la végétation : La quantité de végétation (qv) par case

croît à chaque pas de temps avec un taux :

qv(t+ 1) = qv(t) + τ v(1− qv(t)
qmax

)

4. Comportement général de tous les agents (global) :
• Déplacement : À chaque pas de temps, tous les agents se déplacent selon

une marche aléatoire 2D (chance équiprobable de se déplacer ±1 pour
la direction x et ±1 pour la direction y)
• Vieillissement : À chaque pas de temps, l’âge de tous les agents est

incrémenté de 1 et l’énergie de tous les agents est décrémentée de 1.
• Décès : À chaque pas de temps, les agents ayant une énergie de 0 ou

ayant dépassé leur durée maximum de vie sont retirés du système.
• Reproduction : Le nombre de nouveaux agents nés par pas de temps

est déterminé par la partie entière du taux de natalité multiplié par le
nombre d’agents de même catégorie existant dans le système. Les nou-
veaux nés sont placés aléatoirement de façon équiprobable dans l’envi-
ronnement.
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4.3.2 Solutions

Nous disposons de connaissances minimales sur les régimes stationnaires pos-
sibles (figure 4.1) pour un tel modèle :

S1 : il reste 1 espèce, la végétation, extinction des proies et des prédateurs.

S2 : il reste 2 espèces, des proies et de la végétation, extinction des prédateurs.

S3 : les 3 espèces cohabitent, l’évolution des populations étant quasi périodique.
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Figure 4.1 – Dynamique de population au cours du temps pour les différentes
solutions.

Un problème souvent posé par les écologues est d’estimer les probabilités d’ap-
parition de ces différents régimes stationnaires pour un paramétrage et des condi-
tions initiales donnés. Pour résoudre ce problème, la méthode MC, mentionnée
dans la section 1.3, est généralement appliquée. La figure 4.2 illustre les résultats
de 500 réplications au pas de temps final (tf = 1000) pour un paramétrage donné.
Nous remarquons ici que seules les solutions S3 et S2 sont détectées avec cette
approche, la solution S1 est en revanche ignorée alors qu’elle a une probabilité
d’apparition non nulle et que cela peut mener à des conclusions intéressantes.
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Tableau 4.1 – Conditions initiales du modèle utilisé pour les expériences.

description valeur
nombre initial de prédateurs 200
nombre initial de proies 600
quantité initiale de végétation par case 1
énergie initiale des prédateurs 20
énergie initiale des proies 15

Tableau 4.2 – Paramétrage du modèle utilisé pour les expériences.

symbole description valeur
taille de l’environnement 50× 50

qmax quantité maximale de végétation par case 2
Eproie

max énergie maximale des proies 15
Eprédateur

max énergie maximale des prédateurs 20
τprédateur

r taux de reproduction des prédateurs 0.044
τproie

r taux de reproduction des proies 0.042
τv taux de croissance de la végétation 0.07
Eproie

c énergie obtenue par des proies après avoir consommé de la végétation 2
Eprédateur

c énergie obtenue par des prédateurs après avoir consommé des proies 4
dproie durée de vie des proies (pas de temps) 100
dprédateur durée de vie des prédateur (pas de temps) 150
pchasse probabilité qu’un prédateur tue une proie 0.2

4.3.3 Expériences

4.3.3.1 Paramétrage et conditions initiales

Au début d’une simulation, les agents sont positionnés aléatoirement dans
l’environnement et les conditions initiales appliquées sont présentées dans le ta-
bleau 4.1.

La durée de simulation est fixée à 1000 pas de temps. Nous souhaitons donc
observer les différentes solutions à cet instant puis estimer la probabilité de chaque
solution à partir de paramètres listés dans le tableau 4.2.

4.3.3.2 Résultats par MC (référence)

Avant de commencer les expériences avec l’approche proposée, nous avons be-
soin de connaître la vérité (référence) pour ce modèle. Nous avons donc effectué
750000 réplications avec la méthode MC pour estimer la probabilité de ces trois
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solutions :

Pref (S1) ≈ 0.0065

Pref (S2) ≈ 0.0126 (4.8)

Pref (S3) ≈ 0.981
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Figure 4.2 – Résultats issus de 500 réplications avec la méthode MC. Chaque
point représente l’état d’une réplication au pas de temps 1000.

4.3.3.3 Configuration de la politique SPSC

La politique d’exécution SPSC est déterminée par 3 paramètres :

1. Obtention des observables : les observables sont obtenus à partir des données
macroscopiques des réplications :

(a) nombre d’agents proies

(b) nombre d’agents prédateurs

2. Partitionnement :
Différentes méthodes de partitionnement sont considérées :

(a) K-means

(b) K-médoïdes
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(c) DBSCAN

(d) agglomérative

(e) ts-kmeans

3. Nombre de découpages temporels : Nous découpons l’horizon de simulation
en m morceaux en considérant 4 valeurs possibles : m = 1, 2, 3 et 4 corres-
pondant à une période de 500, 334, 250 et 200 pas de temps.

4.3.3.4 Comparaison des résultats obtenus par SPSC et MC

Dans cette section nous présentons les résultats obtenus pour différentes confi-
gurations de SPSC et la méthode classique MC. Pour chaque configuration, 1000
lots de réplications sont exécutés puis comparés selon les mesures mentionnées
précédemment (section 4.2.2). Les tableaux A.1, A.2 et A.3 (mis en annexe pour
ne pas altérer la lisibilité du document) présentent le taux de détection (B) et les
erreurs d’estimation pour les solutions S1, S2, S3 et S obtenues pour les différentes
configurations de SPSC testées. La figure 4.3 résume ces tableaux en représentant
les trois gains relatifs associés aux solutions générales S = {S1,S2,S3} sous la
forme de heat maps pour N = 50.

4.3.4 Robustesse de l’approche SPSC

Nous considérons le même modèle en variant légèrement le taux de reproduc-
tion des prédateurs τprédateur

r du jeu de paramètres afin de vérifier la robustesse de
l’approche SPSC. L’objectif de cette section est de tester la performance de SPSC
face à des solutions avec différentes probabilités de référence. Les configurations
de l’approche SPSC sont fixées avec N = 50 et K varie entre 5 et 15. Afin d’ob-
tenir une approximation de la vérité sur différentes solutions, nous avons effectué
750000 réplications avec la méthode MC pour estimer la probabilité de référence
des différentes solutions possibles (tableau 4.3).

Chaque jeu de paramètres est exécuté avec 1000 lots de 50 réplications pour une
politique donnée. Les résultats de comparaison obtenus avec les jeux de paramètres
1 et 2 sont respectivement représentés dans les figures 4.4 et 4.5. Étant donné
que très peu de configurations de SPSC ont réussi à détecter S1 (et parmi ces
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Figure 4.3 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de proies prédateurs avec le jeu de paramètres de base. Pour chaque
sous-figure, l’ordonnée indique le nombre de découpages m et l’abscisse représente
le couple composé de la méthode de partitionnement utilisée et la valeur de K.

Tableau 4.3 – Liste des jeux de paramètres ainsi que les probabilités de référence
des différentes solutions.

Jeu de
paramètres τprédateur

r Pref (S1) Pref (S2) Pref (S3)

1 0.0465 0.994136 0.000536 0.0038
2 0.045 0.236804 0.03474 0.619008
3 0.043 0.000004 0.000104 0.999892
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configurations, le taux de détection est très faible) pour le jeu de paramètres 3,
qui a une très faible probabilité de référence pour la solution S1, nous comparons
les gains relatifs associé à la solution S2 dans la figure 4.6.
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Figure 4.4 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de proies prédateurs avec le jeu de paramètres no 1.

4.3.5 Discussion

Considérons dans un premier temps les résultats issus du jeu de paramètres de
base (tableaux A.1, A.2 et A.3). Nous pouvons observer que dans la plupart du
temps, la méthode SPSC donne une meilleure erreur relative que MC. Cependant
l’écart type est en général plus grand. Nous pouvons en déduire que plus le nombre
de réplications N est petit, plus SPSC est performante (95% des configurations
présentent une amélioration par rapport à MC pour N = 30.) Nous pouvons éga-
lement observer que plus on découpe la simulation, moins nous arrivons à détecter
les différentes solutions. Enfin, plus K est grand, plus le taux de détection obtenu
par SPSC sera important. En effet, s’il existe quelques points intéressants mais
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Figure 4.5 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de proies prédateurs avec le jeu de paramètres no 2.
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Figure 4.6 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de proies prédateurs avec le jeu de paramètres no 3.
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proche d’un grand cluster lors d’une étape de partitionnement, une faible valeur
de K utilisée peut éventuellement assigner ces points intéressants à ce grand clus-
ter alors que l’utilisation d’une grande valeur de K pourrait réussir à assigner ces
points intéressants en un petit cluster distinct. Ce phénomène devient d’autant
plus visible que l’une des solutions est extrêmement rare (figure 4.4a et 4.6a).
En revanche, si K est suffisamment grand, SPSC semble robuste à la méthode
de partitionnement utilisée. Notons néanmoins que DBSCAN permet d’obtenir en
général les meilleurs résultats. En effet, il permet de détecter automatiquement les
outliers et de les associer à des clusters distincts. Ainsi, ceux-ci ne sont pas ignorés
lors du processus de sélection et conservés pour la suite de la simulation.

D’après la figure 4.3b, nous pouvons remarquer que la précision d’estimation
de SPSC est en général meilleure que celle de MC (gain relatif GPrécision positif).
La figure 4.3c nous montre que la précision d’estimation de SPSC, dans le cas où
les différentes solutions sont bien détectées, est généralement meilleure que celle
de MC. Les même conclusions peuvent être tirées des résultats obtenus pour les
jeux de paramètres 1 et 3 (qui ont chacun une solution rare).

Cependant, nous pouvons conclure qu’avec le jeu de paramètres 2, pour lequel
les trois solutions considérées sont toutes fréquentes, la politique SPSC n’est pas
adéquate (mauvaise précision et détection).

4.4 Virus

4.4.1 Présentation du modèle

4.4.1.1 Modèle épidémiologique

Nous considérons ici un modèle épidémiologique permettant de prédire l’évolu-
tion d’épidémies de maladies infectieuses comme les virus. Plus précisément, nous
avons implémenté une version multi-agents du modèle SIR (Susceptible, Infec-
tious, or Recovered) [37], similaire au modèle virus distribué avec la plateforme
Netlogo [86]. Dans ce modèle, les agents se déplacent librement dans l’environne-
ment suivant une marche aléatoire et peuvent être dans 3 états possibles (figure
4.7) :
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S l’agent est susceptible d’être infecté par les agents proches,

I l’agent est infecté et peut à son tour contaminer les agents proches,

R l’agent est guéri et immunisé (partiellement ou totalement).

S I R

Figure 4.7 – Présentation schématique du modèle SIR.

4.4.1.2 Dynamique de population

Le modèle démographique utilisé ici est extrêmement simple, les agents ayant
une durée de vie t` et un taux de natalité τr fixes.

4.4.1.3 Comportements des agents

Comme dans l’exemple précédent, les comportements des agents sont définis à
deux niveaux dans le modèle : à chaque pas de temps, ils interagissent localement
(niveau micro) en se déplaçant dans l’environnement puis la fonction de réaction
(niveau macro) gère l’évolution globale du système (mortalité, reproduction, etc.).

L’environnement est discrétisé en cases carrées (1× 1). Les agents ne peuvent
interagir localement (s’infecter) que s’ils sont situés dans une même case.

Déplacement :
A chaque pas de temps tous les agents se déplacent selon une marche aléatoire
2D (±1 en x et y).

Vieillissement :
A chaque pas de temps l’âge de tous les agents est incrémenté de 1.

Infection :
La probabilité d’infection d’un nouvel agent dans l’état S situé sur une case
comportant n agents malades I est déterminée par

p = 1− (1− pinf )n.
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Guérison :
Un agent malade I est guéri lorsqu’il a dépassé la durée de l’infection. L’agent
guéri passe dans l’état R et gagne une immunité qui affaiblit la probabilité
d’une ré-infection.

Ré-infection :
La probabilité de ré-infection d’un agent dans l’état R situé sur une case
comportant n agents malades I est déterminée par

p = (1− dimmu)(1− (1− pinf )n).

Naissance :
Le nombre de nouveaux agents nés par pas de temps est déterminé par la
partie entière du taux de natalité multiplié par le nombre d’agents n’étant
pas malades (états S et R)

Décès :
A chaque pas de temps, les agents âgés de plus que leur durée de vie sont
retirés du système. Par ailleurs, les agents malades I ont une chance de décès
avec la probabilité

p = pd
tinf

La liste et les valeurs des paramètres utilisés dans nos expériences sont données
dans le tableau 4.5 et les conditions initiales dans le tableau 4.4.

Tableau 4.4 – Conditions initiales utilisés dans le modèle virus.

description valeur
Taux d’infection initial 0.3
Nombre initial d’agents 600

4.4.2 Solutions

Nous disposons de connaissances minimales sur les régimes stationnaires pos-
sibles pour un tel modèle :

S1 le virus disparaît totalement de l’environnement,
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Tableau 4.5 – Paramètres utilisés dans le modèle virus.

symbole description valeur
pinf Probabilité d’infection d’un agent S par un agent I 0.05
t` Durée de vie d’un agent non infecté (pas de temps) 150
τr Taux de natalité (par pas de temps) 0.01
pd Probabilité de décéder suite à l’infection 0.05
dimmu Immunité d’un agent R 0.2
tinf Durée de l’infection (pas de temps) 20

Taille de l’environnement 20× 20

S2 le virus persiste dans l’environnement.
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Figure 4.8 – Résultats issus de 500 réplications avec la méthode MC. Chaque
point représente l’état d’une réplication au pas de temps 250.

4.4.3 Expériences

4.4.3.1 Paramétrage et conditions initiales

Au début d’une simulation, les agents sont positionnés aléatoirement dans
l’environnement et les conditions initiales appliquées sont présentées dans le ta-
bleau 4.4.
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La durée de simulation est fixée à 250 pas de temps. Nous souhaitons donc
observer les différentes solutions à cet instant puis estimer la probabilité de chaque
solution pour le paramétrage défini dans le tableau 4.5.

4.4.3.2 Résultats par MC

Avant de commencer les expériences avec l’approche proposée, nous avons be-
soin de connaître la vérité (référence) pour ce modèle. Nous avons donc effectué
250000 réplications avec la méthode MC pour estimer la probabilité de ces trois
solutions :

Pref (S1) ≈ 0.002644

Pref (S2) ≈ 0.997356 (4.9)

4.4.3.3 Liste des configurations de la politique SPSC

La politique d’exécution SPSC est déterminée par 3 paramètres :

1. Obtention des observables : les observables sont obtenus sur les données
macroscopiques des réplications :

(a) nombre d’agents infectés

(b) nombre d’agents sains (non infectés)

2. Partitionnement :

(a) K-means

(b) K-médoïdes

(c) DBSCAN

(d) agglomérative

3. Nombre de découpages temporels : Nous découpons l’horizon de simulation
en m morceaux en considérant 4 valeurs possibles : m = 1, 2, 3 et 4 corres-
pondant à une période de 125, 83, 63 et 50 pas de temps.
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4.4.3.4 Comparaison des résultats obtenus par SPSC et MC

Nous présentons dans cette section les résultats obtenus pour différentes confi-
gurations de SPSC et la méthode classique MC. Pour chaque configuration, 1000
lots de réplications sont exécutés puis comparés selon les mesures mentionnées
précédemment (section 4.2.2). Les tableaux B.1, B.2 et B.3 (mis en annexe pour
ne pas altérer la lisibilité du document) présentent le taux de détection (B) et les
erreurs d’estimation pour les solutions S1, S2 et S = {S1,S2} obtenues pour les
différentes configurations de SPSC testées. La figure 4.9 résume les tableaux B.1,
B.2 et B.3 en représentant les trois gains relatifs associés aux solutions générales
S sous la forme de heat maps pour N = 50.
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Figure 4.9 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de virus avec le jeu de paramètres de base.
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4.4.3.5 Robustesse de l’approche SPSC

Nous considérons le même modèle en variant légèrement la probabilité d’infec-
tion pinf du jeu de paramètres afin de vérifier la robustesse de l’approche SPSC.
L’objectif de cette section est de tester la performance de SPSC face à des solutions
avec différentes probabilités de référence. Les configurations de l’approche SPSC
sont fixées avec N = 50 et K varie entre 5 et 15. Afin d’obtenir une approximation
de la vérité sur différentes solutions, nous avons effectué 250000 réplications avec
la méthode MC pour estimer la probabilité des différentes solutions possibles (ta-
bleau 4.6).

Tableau 4.6 – Liste des jeux de paramètres ainsi que les probabilités de référence
des différentes solutions.

Jeu de
paramètres pinf Pref (S1) Pref (S2)

1 0.01 0.994552 0.005448
2 0.02 0.972584 0.027416
3 0.08 0.000964 0.999036

Chaque jeu de paramètres est exécuté avec 1000 lots de 50 réplications pour une
politique donnée. Les réplications issues du jeu de paramètres 1 convergent vers
S1 très rapidement, ce qui peut gêner l’usage de SPSC avec un faible nombre de
découpages (lors de la première étape de partitionnement les réplications ont déjà
toutes convergé sur S1). Nous rajoutons ainsi des valeurs supplémentaires pour le
nombre de découpages dans l’expérience (m = 9, 24) pour ce jeu de paramètres
et ses résultats sont représentés dans la figure 4.10. Les résultats de comparaison
obtenus avec les jeux de paramètres 2 et 3 sont respectivement représentés dans
les figure 4.11 et 4.12.

4.4.4 Discussion

Les résultats obtenus pour ce modèle sont similaires à ceux présentés dans la
section précédente : pour la plupart des configurations, SPSC apporte une amé-
lioration sur l’erreur relative par rapport à MC. Quant au taux de détection, la
valeur de K joue un rôle important : plus K est grand, plus le taux de détection
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Figure 4.10 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de virus avec le jeu de paramètres no 1.
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Figure 4.11 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de virus avec le jeu de paramètres no 2.
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Figure 4.12 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de virus avec le jeu de paramètres no 3.
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obtenu par SPSC sera important (figure 4.9a). Inversement, lorsque la valeur de
K est faible, un affaiblissement sur le taux de détection est observé. Cependant,
l’erreur relative obtenue par SPSC reste inférieure à celle de MC dans ce cas (fi-
gure 4.9b). Le gain G ′Précision nous montre également que les solutions sont mieux
estimées dans le cas où les différentes solutions sont bien détectées (figure 4.9c).
Les résultats obtenus en considérant différents jeux de paramètres montrent aussi
que SPSC est préférable dans le cas où les solutions sont rares (figures 4.10 et 4.12)
et n’est pas adéquate dans le cas où les solutions sont fréquentes (figure 4.11).

4.5 Conclusion

Dans ce chapitre, nous avons évalué les performances de la politique d’exécu-
tion SPSC sur deux modèles multi-agents académiques simples. Des métriques,
permettant de mesurer la capacité d’une politique à détecter des solutions pos-
sibles et à estimer précisément leur probabilité d’apparition, ont été définies afin
de quantifier le gain apporté par SPSC par rapport à la méthode classique MC.

Les résultats obtenus à l’issue de ces expérimentations suggèrent qu’une implé-
mentation de SPSC bien paramétrée serait plus efficace que MC dans le cas où les
solutions d’intérêt sont rares.

Dans le chapitre suivant, afin de conforter ces conclusions préliminaires, nous
évaluerons les performances de SPSC sur un modèle multi-agents de transport
routier plus sophistiqué. En effet, les comportements des agents y sont plus com-
plexes, les observables de grande dimension, les solutions d’intérêt multiples et le
temps de calcul relativement important.
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5.1 Introduction

Dans le chapitre précédent, nous avons appliqué SPSC sur des modèles multi-
agents académiques. Ici, nous l’évaluerons sur un modèle plus complexe et réaliste.

77



78 CHAPITRE 5. Application : Transport

Nous entendons par là un modèle pouvant générer d’avantage de solutions diffé-
rentes, comprenant plus d’agents aux comportements plus sophistiqués et induisant
un nombre important d’observables.

Les données issues des réplications étant ainsi de grande dimension, elles se-
ront pré-traitées à l’aide d’un auto-encodeur entraîné sur des données existantes.
Cette approche prend son sens lorsque l’utilisateur réalise des simulations de façon
intensive et que le coût de cette phase d’apprentissage est négligeable par rapport
au coût de l’ensemble des simulations exécutées.

Un simulateur de transport urbain a ainsi été développé dans le cadre du projet
ELSAT afin de fournir un outil d’aide à la décision destiné aux gestionnaires de
réseaux de transport. Il permet par exemple d’optimiser la configuration d’une
ligne de bus ou de tester l’impact d’un nouveau plan de circulation sur le trafic.
Dans la suite de ce chapitre nous nous concentrerons sur l’estimation de l’état du
trafic routier pour une configuration donnée.

Dans un premier temps, nous présenterons le modèle sur lequel repose le si-
mulateur développé. Puis, nous proposerons des expériences permettant d’évaluer
l’efficacité de SPSC dans ce cadre et les résultats de celles-ci. Nous considérerons
pour ce faire une configuration assez simple (et donc plus facilement contrôlable)
de ce modèle.

5.2 Présentation synthétique du modèle

Nous utilisons ici un modèle multi-agents permettant de simuler le déplacement
de véhicules (représentés par des agents) dans un réseau routier, la dynamique
exogène du réseau de transport, telle que l’arrivée de nouveaux véhicules venant
de l’extérieur ou le départ de véhicules vers l’extérieur de la zone simulée étant
quant à elle gérée par l’environnement de la simulation.

5.2.1 Comportement des agents représentant des véhicules

Un agent "véhicule" se déplace dans le réseau routier en suivant son plan,
tout en respectant les règles de circulation. Il se base pour ce faire sur un plan
de parcours (similaire aux instructions données par un assistant de navigation
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GPS) composé :

• d’une coordonnée de départ dans le réseau (pouvant se situer au milieu d’une
voie) ;

• d’une coordonnée d’arrivée dans le réseau (pouvant également se situer au
milieu d’une voie) ;

• d’un ensemble d’étapes intermédiaires identifiant les arcs et noeuds devant
être empruntés pour parvenir à l’arrivée. Un ensemble de voies utilisables est
associé à chaque étape intermédiaire, afin d’être suffisamment souple pour
permettre au véhicule de dépasser d’autres usagers sans risquer de rater une
sortie (et ainsi de se "perdre" dans le réseau).

Nous décrivons ci-dessous le comportement de ces agents et en particulier les
phases de perception et de décision.

Il est à noter que nous utilisons par la suite le terme "obstacle" pour décrire tout
élément situé devant (ou derrière) un véhicule et pouvant entraver son déplacement.
Cela peut donc autant être un objet statique qu’un autre véhicule.

Perception Pendant cette première phase, le véhicule construit une interpréta-
tion de sa situation actuelle, que l’on nomme situation relative. Elle prend la forme
d’un triplet d’ensembles :

• L’association entre chaque trajectoire possible à partir de sa voie actuelle et
l’obstacle se situant devant et derrière lui sur cette trajectoire ;

• L’association entre chaque trajectoire possible à partir de la voie à gauche
de sa voie actuelle et l’obstacle se situant devant et derrière lui sur cette
trajectoire ;

• L’association entre chaque trajectoire possible à partir de la voie à droite
de sa voie actuelle et l’obstacle se situant devant et derrière lui sur cette
trajectoire.

Pour construire cet ensemble, il :

1. identifie les obstacles et véhicules présents devant lui et derrière lui, à la fois
sur sa propre voie ainsi que sur les voies sur sa gauche et sur sa droite. Il
obtient alors une première représentation de sa situation relative.
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2. applique alors les restrictions liées à la signalisation routière et à son plan de
navigation à chaque trajectoire identifiée dans la situation relative :
• Si une voie est interdite au véhicule (e.g. voies réservées), elle est mar-

quée comme inaccessible dans la situation relative ;
• Si le changement de voie est interdit au véhicule (e.g. ligne continue),

elle est également marquée comme inaccessible dans la situation rela-
tive ;
• Si une voie ne fait pas partie du plan de navigation, elle est marquée

comme inaccessible dans la situation relative.
Pour éviter tout accident, la trajectoire courante est toujours marquée comme
accessible, même si cette dernière passe par une voie en dehors du plan de
navigation, pour que le véhicule puisse prendre en compte la situation où il
lui est impossible de changer de trajectoire ;

3. Interprète le contenu de chaque trajectoire accessible, afin de respecter diffé-
rentes règles de circulation. Cela peut l’amener à modifier la situation relative
initialement perçue :
• Afin de respecter les règles de circulation dans un carrefour, le véhicule

va percevoir dans certaines situations un obstacle à l’entrée de l’inter-
section présente dans la trajectoire étudiée :
∗ Si une trajectoire actuellement occupée par un obstacle dans l’in-

tersection intersecte la trajectoire du véhicule (i.e. il ne souhaite
pas couper la trajectoire des autres véhicule) ;
∗ Si une des trajectoires prioritaires à la trajectoire du véhicule va

bientôt accueillir un obstacle prioritaire. Pour cela, lorsque le vé-
hicule est suffisamment proche de l’intersection 1, il tente d’iden-
tifier s’il risque de couper la trajectoire d’un obstacle provenant
d’une voie prioritaire. Afin de simplifier les calculs, nous considé-
rons qu’un véhicule ne risque pas de couper la trajectoire d’un obs-
tacle si toutes les voies prioritaires à la trajectoire du véhicule ne

1. Si le véhicule atteint l’intersection dans un temps inférieur à un seuil ou s’il se situe à une
distance en mètres inférieure à un seuil. La distance en mètres est nécessaire afin de gérer les cas
où la vitesse du véhicule est très faible (s’il était à l’arrêt à l’intersection). En effet, le seuil en
temps n’est presque jamais atteint dans de tels cas.
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contiennent aucun obstacle vers l’arrière sur une distance au moins
égale à un seuil 2 ;

• La priorité relative des voies oblige à ne pas dépasser par la droite.
Pour cela, si un obstacle situé devant sur la voie gauche est suffisam-
ment proche, le véhicule verra un clone de ce dernier devant lui sur sa
propre voie. Cette règle a deux exceptions : 1) Si l’obstacle a une vitesse
faible, le véhicule considère qu’il est dans un embouteillage et qu’il peut
donc ignorer l’obstacle ; et 2) si l’obstacle situé dans la voie actuelle du
véhicule représente un danger plus grand que l’obstacle sur la voie de
gauche, il l’ignore l’obstacle de gauche moins dangereux. Pour simplifier
les calculs, cette règle n’est respectée qu’avant une intersection : nous
considérons qu’un changement de voie n’est possible après une intersec-
tion qu’après un certain délai. Par conséquent, cette règle ne s’applique
qu’au cas où une seule trajectoire possible est détectée à gauche, et que
cette dernière mène à un obstacle avant d’atteindre une intersection ;

Décision Dans cette seconde phase, le véhicule étudie la situation relative conjoin-
tement à son plan de navigation et la trajectoire qu’il suit actuellement afin de
décider :

1. S’il va changer de voie ;

2. S’il va accélérer / décélérer.

Pour cela, il commence par identifier si sa trajectoire actuelle est satisfaisante :

1. Sa voie actuelle et la voie en aval doivent faire partie de son plan de naviga-
tion ;

2. Son accélération n’augmentera pas de manière significative en changeant de
trajectoire, ou alors se rendre sur une telle trajectoire risque de causer des
accidents. Ce test est réalisé en utilisant le modèle MOBIL (voir ci-après).

Si ce n’est pas le cas, il identifie parmi les trajectoires accessibles et non dan-
gereuses celle qui est la plus intéressante à l’aide du modèle MOBIL.

Une fois la trajectoire identifiée, le véhicule :

2. Ce seuil est également mesuré avec un seuil en temps et un seuil en distance.
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• Change de voie si la trajectoire débute sur une voie qui n’est pas sa voie
actuelle ;

• Si la trajectoire diffère de la trajectoire actuelle du véhicule, elle devient sa
trajectoire actuelle ;

• Calcule sa nouvelle accélération en fonction de l’obstacle situé devant lui
dans sa nouvelle trajectoire, en utilisant le modèle IDM (voir ci-après).

MOBIL Le modèle MOBIL est un modèle général de changement de voie utilisé
conjointement à un modèle de poursuite (i.e., calculant l’accélération du véhi-
cule) comme IDM [38]. Ce modèle permet d’identifier si un véhicule va initier un
changement de voie vers la gauche ou la droite, en prenant en compte plusieurs
critères :

• la sécurité : le déplacement ne peut avoir lieu que s’il ne risque pas de causer
d’accident,

• l’incitation : le déplacement ne peut avoir lieu que s’il est suffisamment inté-
ressant. Ce critère est lui-même la conjonction de plusieurs considérations :

∗ l’amélioration de la situation personnelle du véhicule,

∗ l’amélioration de la situation de l’ancien véhicule suiveur (sur la voie
d’origine),

∗ la non-dégradation de la situation du nouveau véhicule suiveur (sur la
voie de destination),

∗ le non dépassement par la droite, à moins d’être dans une situation
congestionnée,

∗ l’usage de la voie de gauche uniquement pour le dépassement, à moins
d’être dans une situation congestionnée.

Le critère de sécurité est éliminatoire : une trajectoire ne parvenant pas à le
respecter n’est pas une candidate valable pour le changement de voie. Il consiste à
prédire, à l’aide du modèle IDM, la décélération imposée au véhicule situé derrière
sur la voie de destination si jamais le changement de voie avait eu lieu, et à com-
parer cette valeur à un seuil. Si la valeur est supérieure au seuil, le changement de
voie n’est pas possible.
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Le critère d’incitation permet d’évaluer l’attractivité d’une voie. Cette formule
utilise pour cela la projection avec le modèle IDM de l’accélération du véhicule, du
véhicule derrière sur la voie actuelle et le véhicule derrière sur la nouvelle voie dans
les deux situations où le véhicule est soit présent, soit absent de la voie actuelle ou
la voie de destination. Le changement de voie n’est envisagé que si cette évaluation
dépasse un seuil, dont la valeur varie selon la voie considérée :

• Le seuil est plus élevé pour aller vers la gauche que vers la droite, afin de
limiter l’utilisation de la voie de gauche ;

• Le seuil pour aller vers la droite peut être négatif, afin de tolérer le rabatte-
ment à droite même si cela occasionne de légers désagréments à la situation
sur la voie de droite (soit pour le véhicule suiveur, soit pour le véhicule lui
même).

La décision consiste alors à déclencher un changement vers la voie pour laquelle
le seuil est atteint, si elle existe. Si plusieurs voies l’atteignent, alors la voie ayant la
meilleure note (i.e. évaluation moins seuil) est utilisée. En pratique, cette décision
consiste donc à attribuer la note 0 à la voie actuelle, et à retenir la voie dont la
note est la plus élevée.

Dans notre modèle, MOBIL peut être utilisé tel quel dans le cas où aucune
intersection n’est détectée. Dans le cas contraire, il faut étendre l’évaluation à
toutes les trajectoires possibles identifiées :

• Le principe général reste le même, mais l’évaluation porte non pas sur les
voies, mais sur les trajectoires ;

• La comparaison des trajectoires repose sur des notes calculées de la même
manière que pour les voies ;

• Si au moins deux trajectoires sont possibles à partir de la voie actuelle, on
considère qu’une trajectoire est une alternative viable à partir du moment
où elle offre un gain pour le véhicule (l’accélération du véhicule est la seule
valeur pouvant changer entre ces trajectoires). Cela se traduit par un seuil
égal à 0.

Calcul de l’accélération d’un véhicule avec le modèle IDM Pour identifier
si un obstacle frontal est plus dangereux qu’un autre du point de vue d’un véhicule,
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nous utilisons le modèle Intelligent Driver Model (IDM) [80].

IDM permet de calculer la nouvelle accélération du véhicule (dv
dt ) en fonction de

divers paramètres, incluant d’une part des spécificités propres au véhicule (distance
de sécurité à respecter, puissance d’accélération et de décélération, etc.) et d’autre
part sa situation actuelle (distance par rapport à l’obstacle situé devant, vitesse
de l’obstacle) :

dv
dt = a

1−
(
v

v0

)δ
−
(
s∗(v,∆v)

s

)2
 , (5.1)

avec

s∗(v,∆v) = s0 + v T + v∆v
2
√
a b
, (5.2)

où ∆v représente la vitesse relative du véhicule par rapport à l’obstacle en m/s.

La signification des paramètres (v0, T, a, b, δ et s0) est donnée dans le tableau 5.1.

Tableau 5.1 – Paramètres utilisés par le modèle d’IDM.

symbole signification unité
v0 vitesse désirée m/s
T temps de sécurité s
a accélération maximale m/s2

b décélération maximale désirée m/s2

δ exposant d’accélération —
s0 distance de sécurité m

Pour mesurer la dangerosité relative de deux obstacles, le véhicule utilise le
modèle IDM pour calculer sa future accélération dans les différents cas possibles
(une par obstacle testé). L’obstacle le plus dangereux est celui imposant la plus
grande décélération au véhicule.
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5.2.2 Environnement

Le rôle de l’environnement dans la simulation est d’assurer les échanges entre
la simulation et l’extérieur. Il gère ainsi

• l’apparition de véhicules venant de l’extérieur dans le réseau,

• le départ de véhicules situés dans le réseau vers l’extérieur.

Le second cas ne nécessitant pas de traitement particulier, seul le premier
nécessite un modèle approprié. Ce comportement est implémenté en plaçant en
divers endroits du réseau routier (usuellement au niveau des nœuds marquant le
début ou la fin du réseau) des points de génération de véhicules.

Un point de génération est caractérisé par :

• un modèle de temporisation, identifiant quand générer un nouveau véhicule,

• un modèle de calcul de la vitesse initiale du véhicule en fonction de la situa-
tion du trafic en aval du point de génération,

• Un modèle de sécurité, s’assurant que le véhicule peut être inséré sans danger
dans le réseau : le véhicule situé derrière le point de génération et le véhicule
inséré ne doivent pas freiner trop brusquement ;

• Un modèle de génération de véhicules, permettant de créer le véhicule et tous
les paramètres lui étant associés (son plan de route).

5.3 Expériences

Comme annoncé dans l’introduction de ce chapitre, notre objectif premier est
d’évaluer la politique SPSC dans un cadre contrôlé. Les expériences ont ainsi été
réalisées avec une configuration du réseau simple de type grille comportant 3 routes
horizontales et 7 verticales uniformes (100m de longueur pour chaque section).
Chaque route est composée de deux voies de circulations à sens inverse, ce qui
constitue au total 104 voies dans le réseau. La vitesse maximale est limitée à 50

3.6

mètres par seconde dans tout le réseau. Ce réseau est représenté schématiquement
dans la figure 5.1.
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Figure 5.1 – Représentation du réseau routier utilisé pour les expériences.

Tableau 5.2 – Paramétrage du modèle d’IDM utilisé pour les expériences.

symbole valeur
v0

50
3.6m/s

T 1.5s
a 1.5m/s2

b 2m/s2

δ 4
s0 2m

5.3.1 Paramétrage et conditions initiales

Nous nous intéressons aux situations qui peuvent se produire après 2 heures de
trafic routier. Le pas de temps étant configuré à 0.1 seconde, le pas de temps final
est ainsi 72000.

Les véhicules calculent leur accélération suivant le modèle IDM présenté pré-
cédemment avec les paramètres définis dans le tableau 5.2.

Nous considérons ici des générateurs introduisant des véhicules dans la simula-
tion périodiquement, avec un écart stochastique. Quatre générateurs sont utilisés
pour les expériences :

• générateur I :

∗ point d’entrée : E1
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∗ point d’arrivée : S1

∗ plan de route : tout droit sans déviation (représenté par les flèches noires
dans la figure 5.2)

∗ période de génération : 25± 5

• générateur II :

∗ point d’entrée : E2

∗ point d’arrivée : S2

∗ plan de route : tout droit sans déviation (représenté par les flèches noires
dans la figure 5.2)

∗ période de génération : 25± 5

• générateur III :

∗ point d’entrée : E3

∗ point d’arrivée : S1

∗ plan de route : 7 plans possibles (représentés par les flèches rouges dans
la figure 5.2) avec différentes probabilités correspondantes (représentées
par les chiffres rouges dans la figure 5.2).

∗ période de génération : 8± 7

• générateur IV :

∗ point d’entrée : E4

∗ point d’arrivée : S2

∗ plan de route : 7 plans possibles (représentés par les flèches bleues dans
la figure 5.2) avec différentes probabilités correspondantes (représentées
par les chiffres bleus dans la figure 5.2).

∗ période de génération : 8± 7

5.3.2 Observables

Selon les plans qui peuvent être adoptés par les agents, 44 voies sont susceptibles
d’être empruntées et les 60 voies restantes resteront vides à tout moment. Ainsi,
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Figure 5.2 – Génération des véhicules dans le réseau routier avec le plan emprunté
des agents.

pour une réplication donnée, nous pouvons échantillonner les informations (e.g.
occupation de la voie, flux de trafic, ...) portées par chacune de ces 44 voies. En
omettant les deux voies situées juste avant la sortie, nous obtenons ces observables
sous forme de données spatiales multidimensionnelles (7×6×x où x est le nombre
d’informations considérées).

5.3.3 Solutions envisagées

Comme pour les exemples précédents, nous considérons des solutions potentiel-
lement intéressantes pour le décideur à partir de configurations du modèle. Nous
allons d’abord déterminer le seuil à partir duquel une voie l peut être considérée
comme congestionnée selon la valeur de sa densité dl :

dl = ol
Ll

(5.3)

où ol est l’occupation des véhicules présents dans la voie l (en m) et Ll sa longueur
(en m également). En échantillonnant expérimentalement le débit de véhicules
dans une voie l quelconque du réseau (en nombre de véhicules par s) par rapport
à la densité dl (en nombre de véhicules par m), représenté dans la figure 5.3, nous
pouvons déterminer la densité critique dc = 0.12, i.e., le seuil à partir duquel une
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voie est congestionnée :

• si dl < dc alors nous considérons que le trafic est fluide,

• sinon qu’il est congestionné.

0.0 0.1 0.2 0.3 0.4
0.00

0.25

0.50

0.75

1.00

1.25

1.50

1.75

2.00

Figure 5.3 – Échantillonnage expérimental du débit (en nombre de véhicules par
seconde) par rapport à la densité (en nombre de véhicules par mètre) afin de
déterminer la densité critique dc.

Nous divisons ensuite le réseau routier en trois secteurs : nord, centre et sud.
Chaque secteur constitue un ensemble de voies (plus exactement 2 × 7 voies, les
voies des différents secteurs sont représentées respectivement par les flèches rouges,
noires et bleues dans la figure 5.2). Le niveau de congestion d’un secteur est défini
à partir des voies qui le compose. Nous considérons ainsi deux niveaux pour un
secteur donné :

• il est fluide, i.e. la situation où au maximum 2 voies sont congestionnées,

• il est congestionné, i.e. la situation où au moins 7 voies sont congestionnées,

qui forment ici un ensemble S de 8 solutions (2× 2× 2 pour nord× centre× sud) :

• S1 : fluide × fluide × fluide

• S2 : fluide × fluide × congestionné

• S3 : fluide × congestionné × fluide

• S4 : fluide × congestionné × congestionné
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• S5 : congestionné × fluide × fluide

• S6 : congestionné × fluide × congestionné

• S7 : congestionné × congestionné × fluide

• S8 : congestionné × congestionné × congestionné

5.3.4 Résultats obtenus par MC (référence)

Comme dans les exemples précédents, nous souhaitons connaître la vérité sur
la probabilité des solutions mentionnées auparavant. 175000 réplications sont donc
exécutées par la méthode MC, donnant les estimations suivantes :

Pref (S1) ≈ 0.00692 Pref (S2) ≈ 0.00022857

Pref (S3) ≈ 0.0048 Pref (S4) ≈ 0.00114286

Pref (S5) ≈ 0.00018857 Pref (S6) ≈ 0.00021714

Pref (S7) ≈ 0.00145714 Pref (S8) ≈ 0.00437143

(5.4)

5.3.5 Configuration de la politique SPSC

La politique d’exécution SPSC est déterminée par 3 paramètres :

1. Obtention des observables : l’occupation d’une voie et la vitesse moyenne
des véhicules au sein d’une voie. Les données issues d’une réplication sont
donc de 6 × 7 × 2 = 84 dimensions (cf. section 5.3.2). La politique SPSC
reposant sur un partitionnement des données provenant des N (nombre re-
lativement faible) réplications en exécution. Réaliser un partitionnement sur
peu de données de grande dimension peut être contre-productif. C’est pour-
quoi nous réduisons le nombre de dimensions de ces données brutes à l’aide
d’un auto-encodeur avant l’étape de partitionnement. La configuration des
couches intermédiaires de cet auto-encodeur est représentée dans le tableau
5.3. Les paramètres sont appris sur les données existantes de MC.

2. Partitionnement :

(a) K-means

(b) K-médoïdes
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Tableau 5.3 – Configuration de l’auto-encodeur pour l’extraction de caractéris-
tiques.

Encodeur dimension Décodeur dimension

Entrée 6× 7× 2 Entrée 2
couche 1 3× 4× 32 couche 5 128
couche 2 2× 2× 64 couche 6 256
couche 3 128 couche 7 2× 2× 64
couche 4 256 couche 8 3× 4× 32
Encodeur 2 Sortie 6× 7× 2

(c) Agglomérative

(d) DBSCAN

3. Nombre de découpages temporels : Nous découpons l’horizon de simulation
en m morceaux en considérant 4 valeurs possibles : m = 1, 2, 3 et 4 corres-
pondant à un période de 36000, 24000, 18000 et 14400 pas de temps.

5.3.6 Comparaison des résultats obtenus par SPSC et MC

Dans cette section nous présentons les résultats obtenus pour différentes confi-
gurations de SPSC et la méthode classique MC. Pour chaque configuration, 500
lots de 50 réplications sont exécutés puis comparés selon les mesures mentionnées
précédemment (section 4.2.2). Or l’obtention simultanée de toutes les solutions est
quasiment impossible avec un lot de 50 réplications, nous considérons ainsi la mé-
trique B2(S) définie dans l’équation 4.2 pour mesurer la capacité de détection. Les
tableaux C.1, C.2, C.3, C.4 et C.5 (mis en annexe pour ne pas altérer la lisibilité
du document) présentent les taux de détection (B(S1), . . . ,B(S8) et B2(S)) et les
erreurs d’estimation pour les solutions obtenues pour les différentes configurations
de SPSC testées. La figure 5.4 résume ces tableaux en représentant les trois gains
relatifs sous la forme de heat maps.

5.3.7 Discussion

D’après la figure 5.4a, nous observons une nette amélioration de la détection
des différentes solutions par rapport à la méthode classique MC. Le rapport entre le
paramètreK et le taux de détection est identique de celui obtenu pour les exemples



92 CHAPITRE 5. Application : Transport

0 50 100 150 200 250 300 350

(K-means, 5
)

(K-means, 1
0)

(K-means, 1
5)

(K-medoids, 5
)

(K-medoids, 1
0)

(K-medoids, 1
5)

(agglomerative, 5)

(agglomerative, 10)

(agglomerative, 15)

(DBSCAN, nan)

1

2

3

4

38.4 45.7 28.4 32.2 38.3 42.0 22.8 34.6 39.5 86.4

27.5 74.1 85.2 69.5 48.1 70.4 43.0 59.3 66.7 129.6

15.1 81.5 95.1 50.8 123.5 92.6 30.6 27.2 75.3 165.4

15.1 64.2 107.4 58.6 116.5 96.3 12.0 66.7 134.6 156.8

(a) Gain relatif du taux de détection
GDétect

(K-means, 5
)

(K-means, 1
0)

(K-means, 1
5)

(K-medoids, 5
)

(K-medoids, 1
0)

(K-medoids, 1
5)

(agglomerative, 5)

(agglomerative, 10)

(agglomerative, 15)

(DBSCAN, nan)

1

2

3

4

17.0 13.7 10.8 13.2 13.6 13.0 21.2 11.1 3.9 8.5

16.8 15.6 7.6 15.3 6.0 11.3 11.7 12.4 12.5 -7.3

22.0 10.1 5.8 20.5 0.2 1.1 22.0 20.0 8.2 5.6

18.5 19.2 -1.7 1.9 -7.6 0.3 18.2 4.8 -5.9 -7.5

(b) Gain relatif de la précision d’estima-
tion en général GPrécision

(K-means, 5
)

(K-means, 1
0)

(K-means, 1
5)

(K-medoids, 5
)

(K-medoids, 1
0)

(K-medoids, 1
5)

(agglomerative, 5)

(agglomerative, 10)

(agglomerative, 15)

(DBSCAN, nan)

1

2

3

4

26.9 29.9 11.2 8.2 18.2 24.1 41.6 13.1 16.8 25.9

22.0 24.5 19.7 22.8 14.0 16.2 20.2 21.8 23.7 -2.0

34.9 19.2 11.2 29.1 9.1 18.9 26.8 24.9 18.7 27.6

22.4 25.0 8.8 -6.6 3.8 14.5 14.0 13.3 6.0 11.5

(c) Gain relatif de la précision d’esti-
mation dans le cas où les solutions sont
bien détectées G′Précision

Figure 5.4 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
sur le modèle de transport.
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académiques : plus K est grand, plus le taux de détection obtenu par SPSC est
important. Néanmoins, la relation entre le nombre de découpages temporels et le
taux de détection est différente : plus nous découpons l’intervalle temporel, plus
le taux de détection de SPSC est grand. Nous pouvons envisager deux hypothèses
non exclusives pouvant expliquer ce phénomène.

horizon de simulation : Dans les exemples académiques (tf ≤ 1000), les répli-
cations clonées n’ont probablement pas suffisamment de pas de temps pour
que leurs états divergent suffisamment avant l’arrivée de la prochaine étape
de partitionnement contrairement au modèle de transport (tf = 72000).

extraction des caractéristiques : L’utilisation d’un auto-encodeur pour extraire
les caractéristiques de l’état des réplications dans le cas du modèle de trans-
port permet sans doute un clustering plus efficace que celui appliqué sur les
données brutes (sans pré-traitement) issues des modèles académiques.

Comme les exemples précédents, les configurations ayant un bon taux de dé-
tection ont en général un gain d’estimation moins important (figure 5.4b). Cepen-
dant dans le cas où au moins 2 solutions sont détectées, le gain d’estimation est
presque toujours positif sauf dans deux configurations où il est légèrement négatif
(figure 5.4c).

5.4 Conclusion

Dans ce chapitre, nous avons évalué les performances de la politique d’exécu-
tion SPSC sur une simulation de transport routier urbain. Les résultats obtenus
permettent de conforter les conclusions du chapitre précédent sur les modèles aca-
démiques : SPSC est en général plus efficace que MC dans le contexte étudié pour
détecter et estimer la probabilité des solutions possibles. Néanmoins, des investi-
gations supplémentaires seront nécessaires pour mieux comprendre l’influence de
certains paramètres (comme le nombre de découpages temporels) sur les perfor-
mances de SPSC.

Dans le chapitre suivant, nous présenterons une extension de SPSC utilisant
un algorithme de partitionnement probabiliste.
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Chapitre6
Extension probabiliste de SPSC
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6.1 Introduction

Dans les chapitres précédents, nous avons introduit la politique d’exécution
SPSC, puis l’avons évaluée expérimentalement sur différents modèles multi-agents.
Les résultats obtenus lors de ces expérimentations démontrent l’efficacité de la mé-
thode SPSC lorsque celle-ci est bien paramétrée. Néanmoins, tels que nous les avons
présentés, SPSC et l’estimateur associé imposent, lors de l’étape de partitionne-
ment, qu’une réplication soit assignée à un et un seul cluster. Ainsi, les méthodes

95
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de partitionnement que nous avons présentées dans le chapitre 2 peuvent être qua-
lifiées de crisp (hard clustering). L’utilisation d’une méthode de partitionnement
flou (soft clustering) pourrait nous donner davantage d’informations en considérant
qu’une réplication peut être assignée à plusieurs clusters avec différentes probabi-
lités.

Ce chapitre est organisé de la manière suivante. Nous commencerons par pré-
senter l’un des algorithmes de partitionnement flou les plus connus : Fuzzy c-
means. Ensuite, nous introduirons l’extension probabiliste de SPSC afin d’utiliser
un tel partitionnement. Enfin, nous comparerons les performances obtenues par des
implémentations probabiliste et crisp de SPSC, basées respectivement sur Fuzzy
c-means et K-means.

6.2 Fuzzy c-means

La méthode de partitionnement floue la plus connue et la plus utilisée est
Fuzzy c-means. Elle a été introduite dans les années 70 en modifiant légèrement
la méthode K-means [5], [20]. L’idée générale est d’associer à chaque point x de
F des coefficients wk(x) qui représentent le degré d’appartenance aux différents
clusters et vérifient les propriétés suivantes [69] :

∀k ∈ J1 ; KK, wk(x) ∈ [0, 1] (6.1)
K∑
k=1

wk(x) = 1 (6.2)

où K est le nombre de clusters prédéfini.
Par rapport à K-means, Fuzzy c-means introduit un nouvel hyper-paramètre

m > 1 et apporte les modifications suivantes au processus de clustering :

1. Le centre ck du k-ième cluster Ck est défini par une moyenne pondérée de
tous les points de F et non plus par la moyenne des points situés au sein du
cluster Ck :

ck =
∑
xwk(x)mx∑
xwk(x)m (6.3)



6.3. Adaptation à la politique SPSC 97

2. La mise à jour de wik = wk(xi) d’un point xi :

wik = 1∑K
j=1(‖xi−ck‖‖xi−cj‖ )

2
m−1

(6.4)

L’hyper-paramètre m détermine le niveau de flou (fuzziness) de l’algorithme.
Une grande valeur dem peut potentiellement diminuer les valeurs wik d’un point xi
et il sera plus difficile de conclure à quel cluster il appartient. Lorsque m tend vers
1, les coefficients wik convergent vers 0 ou 1 et forment ainsi un partitionnement
crisp.

6.3 Adaptation à la politique SPSC

La politique SPSC présentée dans le chapitre 3 est basée sur un partitionnement
crisp. Nous envisageons une adaptation à un partitionnement flou, notamment avec
fuzzy c-means, dans l’objectif de rendre l’estimation plus intéressante.

6.3.1 Estimation de probabilité

Dans la section 3.2.2, nous avons vu qu’avec un partitionnement crisp, la pro-
babilité d’intérêt P(X tf ∈ S) pouvait être décomposée puis reconstruite. Celle-ci
repose principalement sur l’estimation de la probabilité conditionnelle entre deux
pas de temps intermédiaires consécutifs t(i) et t(i+1) (équation (3.6)) :

P̂ (X t(i+1) ∈ Ck̃′,(i+1)|X t(i) ∈ Ck̃,(i)) = ni+1

ni

où Ck̃,(i), Ck̃′,(i+1) sont des clusters issus d’un partitionnement au temps t(i), t(i+1),
ni est le nombre de clones obtenus à partir des réplications au sein de Ck̃,(i) et ni+1

le nombre de réplications qui arrivent dans le cluster Ck̃′,(i+1) parmi ces clones.
Cette équation ne peut pas être appliquée dans le cas où nous envisageons un
partitionnement non crisp car la signification du nombre ni+1 devient ambiguë.

Nous reprenons les notations suivantes dans le cadre d’utilisation de fuzzy
c-means : au temps t(i), nous clonons ni réplications à partir d’un délégué du
cluster Ck̃,(i). Selon la politique SPSC, ces clones sont exécutés simultanément
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avec d’autres (N − ni) réplications entre t(i) et t(i+1). Fuzzy c-means est appliqué
sur les états des N réplications (notés xr,t(i+1) avec r ∈ J1 ; NK) et associe donc
à chaque réplication des coefficients d’appartenance wk,t(i+1) au différents clusters
Ck,(i+1). L’équation (3.6) peut donc être modifiée par :

P̂ (X t(i+1) ∈ Ck̃′,(i+1)|X t(i) ∈ Ck̃,(i)) = Wi+1

ni
(6.5)

avecWi+1 = ∑
xt(i+1)∈R wk̃′(xt(i+1)) où R est l’ensemble des ni réplications au temps

t(i+1) provenant des ni clones. Une illustration est représentée dans la figure 6.1.
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Figure 6.1 – Illustration de l’extension probabiliste de SPSC pour le premier et
le deuxième découpage. w représente le poids d’une réplication aidant le calcul de
P̂ au long d’une simulation et W k

(i) désigne l’estimateur de la probabilité P(X t(i) ∈
Ck,(i)).

6.3.2 Sélection des délégués

Nous avons vu dans la section 3.3.2.3 qu’au sein d’un cluster crisp, les délégués
sélectionnés sont les points les plus proches du centre (ou médoïdes). De la même
manière, pour un cluster Ck̃,(i+1) donné, nous pouvons sélectionner la réplication
dont le coefficient d’appartenance au cluster Ck̃,(i+1) est maximal : argmaxxwk̃(x).
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6.4 Expériences

Nous évaluons cette extension en exécutant les même expériences que dans les
précédents chapitres sur les modèles de proies prédateurs, virus et de transport.
L’analyse des résultats obtenus est également présentée sous forme de gain par
rapport aux résultats obtenus par la méthode MC (section 4.2). Ensuite, nous
comparerons en parallèle ces résultats avec les résultats obtenus avec un parti-
tionnement crisp similaire à celui de fuzzy c-means (i.e. K-means). Les résultats
issus du modèle de proies prédateurs, de virus et de transport sont respectivement
présentés dans les figures 6.2, 6.3 et 6.4.
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Figure 6.2 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
avec K-means et Fuzzy c-means sur le modèle de proies prédateurs.

6.5 Discussion

Les gains obtenus par l’extension probabiliste de SPSC utilisant Fuzzy c-means
sont similaires à ceux obtenus par la version classique de SPSC utilisant K-means,
mais légèrement moins bons. Dans le cas du modèle de proies prédateurs, le taux
de détection est en général moins bon que celui de K-means mais aussi celui de
MC (figure 6.2a). Le gain de précision général GPrécision est au même niveau que K-
means (figure 6.2b). Dans le cas où les solutions sont bien détectées, Fuzzy c-means
n’est plus précis que K-means que pour des faibles valeurs de K (figure 6.2c).
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Figure 6.3 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
avec K-means et Fuzzy c-means sur le modèle de virus.
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Figure 6.4 – Les différents gains relatifs (GDétect, GPrécision et G ′Précision) obtenus
avec K-means et Fuzzy c-means sur le modèle de transport.
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L’utilisation de Fuzzy c-means semble avoir un effet particulièrement négatif
sur les résultats des expérimentations sur le modèle de virus, le taux de détection
étant inférieur à celui de MC pour toutes les configurations (figure 6.3a). Le gain
de précision général GPrécision est du même ordre que K-means (figure 6.3b) mais
médiocre dans le cas où les solutions sont bien détectées (figure 6.3c). Dans le cas
du modèle de transport, le taux de détection est amélioré pour K = 5 mais moins
bon pour K = 15 (figure 6.4a). Les gains de précision (figures 6.4b et 6.4c) sont
légèrement moins bons que K-means.

Les résultats montrent que, contrairement à ce que nous espérions, l’utilisation
de Fuzzy c-means n’est meilleure qu’un partitionnement crisp pour peu de confi-
gurations de SPSC. L’hypothèse suivante pourrait expliquer ce phénomène : la
sélection de délégué selon le maximum des coefficients d’appartenance n’est peut
être pas pertinent. En effet, les coefficients wk et les centres ck sont calculés sur
tous les points de l’ensemble F . S’il existe des points aberrants ou des points qui
ne sont pas facilement assignés (le maximum des wk étant faible), les délégués
sélectionnés avec ce critère ne seraient pas les meilleurs. La figure 6.5 montre un
cas d’utilisation de Fuzzy c-means et de K-means avec K = 10 sur 50 réplications
du modèle de proies prédateurs. Nous observons bien que les deux réplications iso-
lées en bas à gauche (et susceptibles de conduire aux solutions S1et S2) sont bien
associées par K-means à un petit cluster alors que Fuzzy c-means ne les considère
pas comme un cluster mais deux points ayant une faible appartenance à tous les
clusters.

6.6 Conclusion

Dans ce chapitre nous avons présenté une extension intégrant un partition-
nement flou classique (Fuzzy c-means) à la politique d’exécution SPSC. Cette
extension est appliquée sur les trois modèles de simulations présentés dans les
chapitres précédents et les résultats obtenus sont comparés avec K-means, celui-ci
étant un algorithme de partitionnement crisp. Les résultats obtenus avec ce type
de partitionnement présentent une légère diminution de performance par rapport
à un partitionnement crisp tout en restant plus efficace que la méthode classique
MC.
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Figure 6.5 – Exemple d’application de Fuzzy c-means et de K-means sur un
ensemble de 50 réplications du modèle de proies prédateurs.

Dans le chapitre suivant, nous récapitulerons les travaux effectués et les résul-
tats obtenus dans le cadre de cette thèse, puis évoquerons les perspectives princi-
pales de ce travail.
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Dans cette thèse, nous avons introduit une nouvelle politique d’exécution de si-
mulations stochastiques, SPSC, qui a pour but d’explorer l’ensemble des solutions
possibles et d’estimer leur probabilité d’occurrence étant donné des ressources
computationnelles limitées. Traitant les simulations comme des boîtes noires et
ne nécessitant pas d’information sur les solutions d’intérêt en amont, l’approche
SPSC peut être considérée comme générique contrairement aux différents travaux
évoqués dans la section 1.4 portant sur la recherche de solutions rares. La seule
contrainte opérationnelle imposée par SPSC au moteur de simulation est la capa-
cité à cloner une réplication à un pas de temps t quelconque.

Différentes configurations possibles de SPSC (méthode de partitionnement, va-
leur deK et nombre de découpages) ont été évaluées sur trois modèles multi-agents
différents implémentés dans l’environnement de simulation Similar. Ces résultats
ont montré qu’en général SPSC est plus efficace que MC en matière de détection de
solutions d’intérêt et de précision d’estimation. Certaines configurations (grande
valeur de K et faible nombre de découpages) permettent d’obtenir d’excellents
résultats sur ces deux aspects.

Les expérimentations réalisées sur le modèle de transport ont été effectuées sur
une topologie simple et réduite. Des études portant sur une configuration d’une
ville réelle sont donc souhaitées. Une telle configuration induit un très grand coût
de calcul, qui pourrait mettre en évidence davantage encore l’intérêt de SPSC.

Des études supplémentaires peuvent être envisagées afin de mieux comprendre
le fonctionnement de la politique SPSC. Par exemple, plusieurs méthodes de déter-
mination du nombre de clones pour chaque réplication sélectionnée peuvent être
envisagées. Dans le cadre de cette thèse, nous avons implémenté, pour des raisons
de simplicité, uniquement la méthode que nous avons appelé équilibre dans la sec-
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tion 3.3.2.4, pour laquelle le nombre de clones est le plus uniforme possible pour
toutes les réplications sélectionnées. Nous pouvons imaginer que si le nombre de
clones est déterminé de manière proportionnelle à la taille du cluster dont la répli-
cation provient, SPSC pourrait se rapprocher de MC en favorisant les solutions les
plus fréquentes. Au contraire, si le nombre de clones est déterminé de manière pro-
portionnelle à l’inverse de la taille du cluster, cela peut potentiellement favoriser
la détection de solutions plus rares. Des résultats préliminaires ont confirmé ces
intuitions, mais les estimations de la probabilité de solutions n’étaient pas aussi
précises que celles données par la méthode MC. Des investigations plus poussées
devront être menées afin de tirer des conclusions plus claires à ce sujet.

Les travaux concernant l’extension probabiliste de SPSC utilisant un algo-
rithme de partitionnement flou classique (Fuzzy c-means), ont été détaillés dans
le chapitre 6. Ces travaux peuvent être complétés par des investigations portant
sur le fonctionnement de Fuzzy c-means afin d’améliorer les résultats obtenus.
D’autres algorithmes de partitionnement flou (e.g. basé sur la théorie de fonction
de croyance [15], [16], [49]) peuvent être envisagés en révisant la reconstruction de
l’estimateur de probabilité ainsi que la sélection des délégués.

Par ailleurs, dans le cadre de ce travail, SPSC s’est également révélée utile
pour résoudre un problème pour lequel elle n’avait pas été conçue : identifier des
bugs dans l’implémentation d’un modèle pouvant conduire, dans des cas rares et
donc difficilement détectables, à des situations aberrantes. Ce fut notamment le
cas dans la simulation de transport routier présentée dans le chapitre 5. SPSC a
ainsi permis de mettre en évidence des erreurs de conception dans le modèle de
perception des agents véhicules pouvant conduire, dans certaines conditions, à un
non respect des priorités dans une intersection. Un bug est ainsi vu comme une
solution rare (bien que non souhaitable et à éliminer en corrigeant le modèle) de
la simulation. Néanmoins, des expérimentations complémentaires sont nécessaires
afin de démontrer la pertinence de SPSC pour résoudre ce problème dans le cas
général.

De plus, il est à noter que dans le cadre de cette thèse, nous avons avons utilisé
SPSC seulement à des fins de prédiction. Il pourrait être intéressant de mettre en
oeuvre notre méthode pour résoudre les problèmes plus complexe évoqués dans
la section 1.2.2 comme la calibration et l’analyse de sensibilité d’un modèle ou
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encore la résolution de problèmes inverses. Dans ce dernier cas, très gourmand en
ressources, SPSC pourrait se révéler particulièrement efficace par exemple pour
déterminer les conditions initiales permettant d’obtenir un état final donné ou
plus généralement explorer les paramétrages possibles permettant d’obtenir une
solution particulière.

Enfin, il pourrait être pertinent de tester SPSC sur des plate-formes de si-
mulation différentes (multi-agents ou non) et des environnement d’exploration de
modèles comme OpenMOLE [68].
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AnnexeA
Résultats du modèle de proies prédateurs

A.1 Paramétrage de référence

N méthode k m B(S1) B(S2) B(S3) B3(S)

50

K-means

5
1 0.206 0.392 1.000 0.112
2 0.218 0.253 1.000 0.038
3 0.155 0.118 1.000 0.012
4 0.055 0.129 1.000 0.006

10
1 0.248 0.390 1.000 0.108
2 0.231 0.415 1.000 0.083
3 0.197 0.271 1.000 0.073
4 0.085 0.323 1.000 0.023

15
1 0.256 0.501 1.000 0.138
2 0.278 0.518 1.000 0.141
3 0.240 0.426 1.000 0.102
4 0.143 0.426 1.000 0.051

K-medoids

5
1 0.226 0.343 1.000 0.103
2 0.202 0.236 1.000 0.044
3 0.142 0.115 1.000 0.022
4 0.069 0.153 1.000 0.008

10
1 0.258 0.518 1.000 0.147
2 0.237 0.394 1.000 0.088
3 0.227 0.311 1.000 0.076
4 0.135 0.341 1.000 0.034

15
1 0.249 0.557 1.000 0.142
2 0.280 0.443 1.000 0.115
3 0.287 0.484 1.000 0.138
4 0.193 0.432 1.000 0.076

agglomerative

5
1 0.218 0.385 1.000 0.110
2 0.202 0.275 1.000 0.039
3 0.136 0.107 1.000 0.010
4 0.059 0.128 1.000 0.005

10
1 0.232 0.433 1.000 0.105
2 0.257 0.422 1.000 0.105
3 0.227 0.270 1.000 0.063
4 0.095 0.333 1.000 0.024

15
1 0.244 0.480 1.000 0.121
2 0.273 0.469 1.000 0.117
3 0.277 0.412 1.000 0.123
4 0.154 0.464 1.000 0.071

ts-K-means

5
1 0.264 0.423 1.000 0.123
2 0.206 0.206 1.000 0.039
3 0.182 0.144 1.000 0.028
4 0.095 0.116 1.000 0.021

10
1 0.243 0.470 1.000 0.124
2 0.219 0.378 1.000 0.078
3 0.247 0.232 1.000 0.062
4 0.130 0.277 1.000 0.023

15
1 0.231 0.501 1.000 0.128
2 0.254 0.453 1.000 0.119
3 0.270 0.357 1.000 0.105
4 0.169 0.413 1.000 0.061

DBSCAN ∅
1 0.245 0.624 1.000 0.158
2 0.257 0.531 1.000 0.137
3 0.247 0.450 1.000 0.104
4 0.231 0.453 1.000 0.096

MC ∅ ∅ 0.222 0.469 1.000 0.107
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N méthode k m B(S1) B(S2) B(S3) B3(S)

30

K-means

5
1 0.121 0.279 1.000 0.045
2 0.143 0.243 1.000 0.024
3 0.114 0.094 1.000 0.017
4 0.048 0.129 1.000 0.005

10
1 0.152 0.349 1.000 0.054
2 0.157 0.330 1.000 0.047
3 0.171 0.300 1.000 0.051
4 0.087 0.273 1.000 0.026

15
1 0.152 0.359 1.000 0.063
2 0.159 0.361 1.000 0.048
3 0.179 0.357 1.000 0.066
4 0.160 0.349 1.000 0.057

K-medoids

5
1 0.141 0.304 1.000 0.054
2 0.129 0.224 1.000 0.024
3 0.132 0.151 1.000 0.018
4 0.043 0.148 1.000 0.002

10
1 0.157 0.374 1.000 0.054
2 0.173 0.300 1.000 0.053
3 0.176 0.315 1.000 0.059
4 0.139 0.320 1.000 0.034

15
1 0.166 0.360 1.000 0.053
2 0.183 0.328 1.000 0.060
3 0.192 0.359 1.000 0.072
4 0.171 0.359 1.000 0.065

agglomerative

5
1 0.136 0.287 1.000 0.058
2 0.139 0.234 1.000 0.024
3 0.115 0.098 1.000 0.010
4 0.054 0.154 1.000 0.003

10
1 0.157 0.349 1.000 0.057
2 0.167 0.364 1.000 0.052
3 0.182 0.277 1.000 0.057
4 0.085 0.320 1.000 0.024

15
1 0.162 0.368 1.000 0.064
2 0.174 0.335 1.000 0.052
3 0.174 0.395 1.000 0.073
4 0.166 0.361 1.000 0.061

ts-K-means

5
1 0.173 0.320 1.000 0.070
2 0.150 0.164 1.000 0.021
3 0.133 0.108 1.000 0.017
4 0.079 0.133 1.000 0.005

10
1 0.153 0.340 1.000 0.056
2 0.141 0.255 1.000 0.033
3 0.141 0.217 1.000 0.029
4 0.109 0.265 1.000 0.029

15
1 0.178 0.343 1.000 0.051
2 0.150 0.323 1.000 0.042
3 0.166 0.305 1.000 0.043
4 0.151 0.355 1.000 0.057

DBSCAN ∅
1 0.162 0.401 1.000 0.057
2 0.171 0.352 1.000 0.047
3 0.165 0.337 1.000 0.059
4 0.142 0.323 1.000 0.038

MC ∅ ∅ 0.140 0.313 1.000 0.045

Tableau A.1 – Résultats issus du jeu de paramètres de base des taux de détection
pour les solutions S1, S2, S3 et S du modèle de proies prédateurs.
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N méthode k m Err(S1) Err(S2) Err(S3) Err(S)

50

K-means

5
1 6.85± 6.25e−03 1.24± 0.66e−02 1.63± 0.87e−02 2.23± 1.25e+00

2 7.72± 7.33e−03 1.30± 0.68e−02 1.60± 0.97e−02 2.42± 1.43e+00

3 6.13± 4.56e−03 1.27± 0.41e−02 1.70± 0.59e−02 2.12± 0.90e+00

4 5.75± 2.74e−03 1.29± 0.67e−02 1.77± 0.69e−02 2.06± 0.74e+00

10
1 8.09± 8.06e−03 1.23± 0.77e−02 1.63± 0.97e−02 2.44± 1.57e+00

2 7.39± 6.31e−03 1.43± 1.13e−02 1.70± 1.21e−02 2.47± 1.45e+00

3 6.36± 5.82e−03 1.31± 0.89e−02 1.75± 0.96e−02 2.19± 1.28e+00

4 6.21± 4.43e−03 1.21± 0.69e−02 1.62± 0.76e−02 2.08± 0.95e+00

15
1 8.28± 8.23e−03 1.15± 0.84e−02 1.56± 1.09e−02 2.41± 1.62e+00

2 7.68± 7.48e−03 1.40± 1.08e−02 1.68± 1.26e−02 2.50± 1.60e+00

3 6.94± 7.79e−03 1.30± 1.03e−02 1.66± 1.12e−02 2.29± 1.61e+00

4 6.25± 5.04e−03 1.21± 0.78e−02 1.57± 0.82e−02 2.09± 1.08e+00

K-medoids

5
1 7.58± 7.18e−03 1.23± 0.73e−02 1.63± 0.93e−02 2.35± 1.41e+00

2 7.61± 6.41e−03 1.35± 0.91e−02 1.67± 1.04e−02 2.45± 1.36e+00

3 6.17± 4.64e−03 1.31± 0.60e−02 1.78± 0.76e−02 2.15± 1.01e+00

4 5.95± 3.60e−03 1.28± 0.62e−02 1.75± 0.67e−02 2.09± 0.82e+00

10
1 8.34± 8.81e−03 1.29± 1.01e−02 1.70± 1.19e−02 2.53± 1.75e+00

2 8.03± 8.65e−03 1.47± 1.16e−02 1.79± 1.30e−02 2.61± 1.79e+00

3 7.26± 8.03e−03 1.36± 1.11e−02 1.76± 1.22e−02 2.39± 1.71e+00

4 6.68± 7.33e−03 1.28± 0.86e−02 1.66± 0.97e−02 2.23± 1.48e+00

15
1 8.07± 8.09e−03 1.20± 1.00e−02 1.53± 1.16e−02 2.41± 1.65e+00

2 8.26± 9.24e−03 1.46± 1.30e−02 1.78± 1.53e−02 2.65± 2.00e+00

3 7.47± 8.57e−03 1.38± 1.29e−02 1.72± 1.39e−02 2.44± 1.85e+00

4 6.99± 8.28e−03 1.30± 0.97e−02 1.64± 1.03e−02 2.30± 1.65e+00

agglomerative

5
1 6.96± 6.34e−03 1.24± 0.67e−02 1.62± 0.82e−02 2.24± 1.26e+00

2 7.48± 5.85e−03 1.30± 0.78e−02 1.60± 1.03e−02 2.38± 1.21e+00

3 6.06± 4.31e−03 1.30± 0.64e−02 1.82± 1.16e−02 2.13± 0.93e+00

4 5.62± 1.74e−03 1.23± 0.38e−02 1.89± 1.85e−02 2.00± 0.43e+00

10
1 7.88± 7.65e−03 1.21± 0.76e−02 1.58± 1.00e−02 2.38± 1.49e+00

2 7.69± 7.91e−03 1.35± 0.97e−02 1.67± 1.25e−02 2.46± 1.60e+00

3 6.84± 7.94e−03 1.29± 0.82e−02 1.77± 1.43e−02 2.26± 1.59e+00

4 5.97± 3.38e−03 1.27± 0.88e−02 1.70± 1.06e−02 2.09± 0.93e+00

15
1 7.94± 7.25e−03 1.15± 0.82e−02 1.50± 1.05e−02 2.35± 1.46e+00

2 7.62± 7.56e−03 1.34± 0.94e−02 1.63± 1.29e−02 2.44± 1.60e+00

3 7.21± 7.63e−03 1.22± 0.78e−02 1.62± 1.08e−02 2.27± 1.50e+00

4 6.69± 5.93e−03 1.24± 0.88e−02 1.62± 1.12e−02 2.20± 1.32e+00

ts-K-means

5
1 7.87± 7.46e−03 1.33± 1.18e−02 1.68± 1.28e−02 2.48± 1.62e+00

2 7.77± 7.06e−03 1.45± 1.09e−02 1.76± 1.17e−02 2.55± 1.53e+00

3 6.97± 7.05e−03 1.38± 1.50e−02 1.82± 1.64e−02 2.36± 1.75e+00

4 6.44± 6.99e−03 1.33± 0.75e−02 1.84± 0.98e−02 2.22± 1.42e+00

10
1 7.45± 7.16e−03 1.38± 1.22e−02 1.73± 1.33e−02 2.44± 1.61e+00

2 8.00± 7.84e−03 1.46± 1.18e−02 1.78± 1.37e−02 2.61± 1.68e+00

3 7.54± 8.46e−03 1.44± 1.21e−02 1.82± 1.36e−02 2.51± 1.83e+00

4 7.31± 11.90e−03 1.32± 0.91e−02 1.84± 1.44e−02 2.37± 2.25e+00

15
1 8.09± 9.23e−03 1.30± 1.08e−02 1.69± 1.29e−02 2.49± 1.86e+00

2 8.41± 9.07e−03 1.43± 1.21e−02 1.79± 1.39e−02 2.65± 1.88e+00

3 7.56± 9.55e−03 1.44± 1.36e−02 1.84± 1.63e−02 2.51± 2.11e+00

4 7.02± 8.62e−03 1.32± 1.21e−02 1.73± 1.42e−02 2.32± 1.84e+00

DBSCAN ∅
1 8.51± 13.60e−03 1.13± 1.22e−02 1.57± 1.78e−02 2.43± 2.65e+00

2 7.56± 10.30e−03 1.49± 1.91e−02 1.88± 2.00e−02 2.55± 2.39e+00

3 6.13± 6.87e−03 1.25± 1.17e−02 1.66± 1.38e−02 2.10± 1.56e+00

4 6.53± 7.55e−03 1.22± 1.07e−02 1.72± 1.55e−02 2.15± 1.60e+00

MC ∅ ∅ 8.12± 5.86e−03 1.34± 0.83e−02 1.47± 1.22e−02 2.53± 1.26e+00
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N méthode k m Err(S1) Err(S2) Err(S3) Err(S)

30

K-means

5
1 7.64± 9.22e−03 1.40± 1.08e−02 1.89± 1.22e−02 2.49± 1.88e+00

2 8.11± 8.90e−03 1.49± 1.18e−02 1.89± 1.26e−02 2.65± 1.86e+00

3 7.09± 8.40e−03 1.41± 1.05e−02 1.95± 1.32e−02 2.41± 1.87e+00

4 6.36± 8.61e−03 1.37± 0.90e−02 1.88± 1.12e−02 2.24± 1.72e+00

10
1 8.91± 11.30e−03 1.46± 1.27e−02 1.95± 1.51e−02 2.77± 2.28e+00

2 8.15± 9.16e−03 1.64± 1.49e−02 2.02± 1.56e−02 2.77± 2.02e+00

3 7.94± 11.30e−03 1.54± 1.40e−02 2.01± 1.70e−02 2.66± 2.37e+00

4 6.56± 6.15e−03 1.38± 1.23e−02 1.81± 1.33e−02 2.28± 1.57e+00

15
1 9.51± 12.80e−03 1.46± 1.22e−02 1.93± 1.54e−02 2.87± 2.44e+00

2 8.78± 11.00e−03 1.64± 1.51e−02 2.04± 1.72e−02 2.89± 2.33e+00

3 8.85± 13.30e−03 1.57± 1.55e−02 2.03± 1.85e−02 2.84± 2.68e+00

4 8.32± 11.90e−03 1.51± 1.54e−02 1.97± 1.93e−02 2.70± 2.54e+00

K-medoids

5
1 8.05± 10.20e−03 1.51± 1.30e−02 1.99± 1.49e−02 2.65± 2.11e+00

2 8.59± 11.20e−03 1.63± 1.60e−02 2.12± 1.72e−02 2.85± 2.39e+00

3 7.58± 10.60e−03 1.51± 1.47e−02 2.00± 1.59e−02 2.57± 2.23e+00

4 6.42± 9.02e−03 1.47± 1.35e−02 1.97± 1.39e−02 2.33± 1.93e+00

10
1 9.00± 12.10e−03 1.56± 1.42e−02 2.01± 1.68e−02 2.86± 2.48e+00

2 9.23± 12.30e−03 1.60± 1.49e−02 2.09± 1.69e−02 2.94± 2.49e+00

3 8.88± 12.80e−03 1.67± 1.96e−02 2.17± 2.24e−02 2.93± 2.85e+00

4 8.58± 12.90e−03 1.73± 2.03e−02 2.22± 2.10e−02 2.92± 2.80e+00

15
1 9.46± 12.40e−03 1.53± 1.27e−02 1.96± 1.64e−02 2.92± 2.45e+00

2 9.19± 12.30e−03 1.65± 1.53e−02 2.11± 1.79e−02 2.97± 2.55e+00

3 9.21± 13.10e−03 1.62± 1.71e−02 2.13± 1.92e−02 2.95± 2.68e+00

4 8.94± 14.80e−03 1.60± 1.82e−02 2.09± 2.17e−02 2.89± 3.04e+00

agglomerative

5
1 7.62± 9.08e−03 1.48± 1.24e−02 1.96± 1.44e−02 2.55± 1.97e+00

2 8.45± 9.68e−03 1.51± 1.16e−02 1.98± 1.34e−02 2.73± 1.97e+00

3 7.01± 8.00e−03 1.38± 0.96e−02 1.95± 1.33e−02 2.36± 1.69e+00

4 6.24± 4.86e−03 1.32± 0.90e−02 1.85± 1.19e−02 2.18± 1.16e+00

10
1 9.03± 11.50e−03 1.40± 1.20e−02 1.91± 1.54e−02 2.74± 2.27e+00

2 8.74± 10.90e−03 1.61± 1.51e−02 2.03± 1.71e−02 2.86± 2.31e+00

3 7.94± 11.10e−03 1.45± 1.42e−02 1.94± 1.68e−02 2.59± 2.31e+00

4 7.63± 11.80e−03 1.41± 1.30e−02 1.93± 1.58e−02 2.50± 2.36e+00

15
1 9.39± 12.00e−03 1.51± 1.18e−02 1.97± 1.58e−02 2.89± 2.38e+00

2 9.29± 12.10e−03 1.65± 1.54e−02 2.12± 1.77e−02 2.98± 2.47e+00

3 8.36± 12.00e−03 1.57± 1.65e−02 2.03± 1.93e−02 2.76± 2.56e+00

4 8.71± 12.70e−03 1.59± 1.72e−02 2.09± 2.10e−02 2.84± 2.75e+00

ts-K-means

5
1 8.55± 10.90e−03 1.66± 1.63e−02 2.15± 1.75e−02 2.86± 2.36e+00

2 8.70± 10.00e−03 1.60± 1.30e−02 2.08± 1.47e−02 2.84± 2.05e+00

3 8.41± 12.40e−03 1.58± 1.93e−02 2.17± 2.15e−02 2.78± 2.70e+00

4 7.98± 14.20e−03 1.46± 1.20e−02 2.08± 1.85e−02 2.60± 2.74e+00

10
1 8.78± 12.20e−03 1.63± 1.67e−02 2.12± 1.88e−02 2.88± 2.56e+00

2 8.69± 12.20e−03 1.61± 1.58e−02 2.10± 1.78e−02 2.85± 2.53e+00

3 7.57± 9.52e−03 1.63± 1.67e−02 2.08± 1.75e−02 2.66± 2.20e+00

4 8.25± 14.40e−03 1.58± 1.59e−02 2.12± 2.00e−02 2.74± 2.92e+00

15
1 9.76± 13.50e−03 1.63± 1.61e−02 2.09± 1.94e−02 3.06± 2.74e+00

2 8.76± 11.60e−03 1.68± 1.72e−02 2.13± 1.86e−02 2.92± 2.47e+00

3 9.03± 13.10e−03 1.75± 1.99e−02 2.22± 2.17e−02 3.02± 2.86e+00

4 8.87± 13.40e−03 1.64± 1.74e−02 2.18± 2.04e−02 2.91± 2.82e+00

DBSCAN ∅
1 9.06± 13.90e−03 1.59± 1.77e−02 1.96± 2.11e−02 2.90± 2.84e+00

2 8.58± 13.20e−03 1.60± 1.84e−02 1.98± 2.03e−02 2.82± 2.74e+00

3 6.97± 7.37e−03 1.47± 1.56e−02 1.87± 1.65e−02 2.43± 1.80e+00

4 7.60± 11.80e−03 1.53± 1.86e−02 2.12± 2.86e−02 2.59± 2.55e+00

MC ∅ ∅ 8.98± 8.98e−03 1.71± 1.04e−02 2.11± 1.19e−02 2.98± 1.80e+00

Tableau A.2 – Résultats issus du jeu de paramètres de base des erreurs pour les
solutions S1, S2, S3 et S du modèle de proies prédateurs.
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N méthode k m Err′(S1) Err′(S2) Err′(S3) Err′(S)

50

K-means

5
1 1.18± 1.26e−02 1.21± 1.06e−02 1.63± 0.87e−02 2.72± 2.67e+00

2 1.54± 1.31e−02 1.38± 1.36e−02 1.60± 0.97e−02 5.06± 3.41e+00

3 9.17± 11.10e−03 1.26± 1.20e−02 1.70± 0.59e−02 3.80± 3.17e+00

4 8.79± 11.30e−03 1.41± 1.86e−02 1.77± 0.69e−02 3.98± 2.65e+00

10
1 1.57± 1.36e−02 1.18± 1.23e−02 1.63± 0.97e−02 3.26± 2.46e+00

2 1.34± 1.12e−02 1.67± 1.73e−02 1.70± 1.21e−02 3.97± 2.62e+00

3 9.54± 12.60e−03 1.42± 1.70e−02 1.75± 0.96e−02 3.02± 3.03e+00

4 1.31± 1.34e−02 1.07± 1.20e−02 1.62± 0.76e−02 3.55± 2.47e+00

15
1 1.61± 1.35e−02 1.04± 1.17e−02 1.56± 1.09e−02 3.81± 2.74e+00

2 1.31± 1.26e−02 1.52± 1.49e−02 1.68± 1.26e−02 3.59± 2.59e+00

3 1.13± 1.51e−02 1.35± 1.58e−02 1.66± 1.12e−02 3.15± 3.28e+00

4 1.03± 1.26e−02 1.12± 1.20e−02 1.57± 0.82e−02 3.07± 2.64e+00

K-medoids

5
1 1.44± 1.29e−02 1.16± 1.25e−02 1.63± 0.93e−02 3.14± 2.36e+00

2 1.57± 1.11e−02 1.61± 1.85e−02 1.67± 1.04e−02 4.00± 2.36e+00

3 9.73± 11.70e−03 1.59± 1.73e−02 1.78± 0.76e−02 4.26± 3.86e+00

4 1.10± 1.27e−02 1.35± 1.58e−02 1.75± 0.67e−02 4.62± 2.61e+00

10
1 1.63± 1.47e−02 1.30± 1.40e−02 1.70± 1.19e−02 3.95± 2.80e+00

2 1.59± 1.53e−02 1.77± 1.81e−02 1.79± 1.30e−02 4.17± 2.77e+00

3 1.30± 1.55e−02 1.57± 1.98e−02 1.76± 1.22e−02 3.33± 3.33e+00

4 1.38± 1.84e−02 1.31± 1.48e−02 1.66± 0.97e−02 2.97± 2.60e+00

15
1 1.56± 1.37e−02 1.15± 1.34e−02 1.53± 1.16e−02 3.44± 2.76e+00

2 1.51± 1.54e−02 1.69± 1.93e−02 1.78± 1.53e−02 4.30± 3.73e+00

3 1.22± 1.50e−02 1.49± 1.85e−02 1.72± 1.39e−02 3.21± 3.19e+00

4 1.29± 1.76e−02 1.35± 1.47e−02 1.64± 1.03e−02 2.54± 2.10e+00

agglomerative

5
1 1.19± 1.23e−02 1.19± 1.07e−02 1.62± 0.82e−02 2.53± 2.32e+00

2 1.50± 0.99e−02 1.38± 1.49e−02 1.60± 1.03e−02 3.98± 2.14e+00

3 9.13± 11.20e−03 1.53± 1.94e−02 1.82± 1.16e−02 1.30± 0.56e+00

4 6.28± 7.13e−03 9.85± 10.20e−03 1.89± 1.85e−02 2.31± 1.08e+00

10
1 1.55± 1.33e−02 1.13± 1.15e−02 1.58± 1.00e−02 3.60± 2.58e+00

2 1.38± 1.39e−02 1.47± 1.48e−02 1.67± 1.25e−02 3.79± 2.53e+00

3 1.11± 1.59e−02 1.34± 1.57e−02 1.77± 1.43e−02 2.85± 3.07e+00

4 9.70± 10.20e−03 1.27± 1.52e−02 1.70± 1.06e−02 2.69± 1.97e+00

15
1 1.53± 1.20e−02 1.02± 1.18e−02 1.50± 1.05e−02 3.36± 2.43e+00

2 1.31± 1.30e−02 1.42± 1.37e−02 1.63± 1.29e−02 3.63± 2.71e+00

3 1.15± 1.36e−02 1.15± 1.22e−02 1.62± 1.08e−02 3.19± 2.72e+00

4 1.28± 1.36e−02 1.21± 1.30e−02 1.62± 1.12e−02 3.39± 3.02e+00

ts-K-means

5
1 1.43± 1.25e−02 1.41± 1.81e−02 1.68± 1.28e−02 3.24± 2.43e+00

2 1.62± 1.23e−02 2.14± 2.26e−02 1.76± 1.17e−02 3.99± 2.72e+00

3 1.32± 1.50e−02 2.08± 3.88e−02 1.82± 1.64e−02 4.05± 3.39e+00

4 1.47± 2.09e−02 1.79± 2.16e−02 1.84± 0.98e−02 5.72± 5.74e+00

10
1 1.33± 1.29e−02 1.51± 1.77e−02 1.73± 1.33e−02 3.14± 2.55e+00

2 1.66± 1.36e−02 1.79± 1.88e−02 1.78± 1.37e−02 3.96± 2.43e+00

3 1.35± 1.56e−02 2.01± 2.42e−02 1.82± 1.36e−02 3.95± 3.81e+00

4 1.89± 3.07e−02 1.45± 1.73e−02 1.84± 1.44e−02 4.31± 3.46e+00

15
1 1.64± 1.67e−02 1.32± 1.52e−02 1.69± 1.29e−02 3.65± 3.16e+00

2 1.67± 1.52e−02 1.63± 1.78e−02 1.79± 1.39e−02 4.30± 3.22e+00

3 1.29± 1.73e−02 1.76± 2.24e−02 1.84± 1.63e−02 4.06± 4.11e+00

4 1.41± 1.95e−02 1.40± 1.88e−02 1.73± 1.42e−02 4.40± 5.20e+00

DBSCAN ∅
1 1.76± 2.54e−02 1.04± 1.54e−02 1.57± 1.78e−02 4.08± 5.07e+00

2 1.33± 1.91e−02 1.69± 2.60e−02 1.88± 2.00e−02 3.43± 4.18e+00

3 7.82± 13.70e−03 1.23± 1.75e−02 1.66± 1.38e−02 2.53± 3.19e+00

4 9.69± 15.30e−03 1.16± 1.58e−02 1.72± 1.55e−02 2.81± 2.99e+00

MC ∅ ∅ 1.70± 0.72e−02 1.43± 1.21e−02 1.47± 1.22e−02 4.24± 1.54e+00
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N méthode k m Err′(S1) Err′(S2) Err′(S3) Err′(S)

30

K-means

5
1 2.27± 2.11e−02 1.73± 2.00e−02 1.89± 1.22e−02 4.75± 4.44e+00

2 2.33± 1.69e−02 2.19± 2.25e−02 1.89± 1.26e−02 7.31± 4.13e+00

3 1.89± 2.15e−02 2.82± 3.08e−02 1.95± 1.32e−02 7.61± 7.93e+00

4 2.20± 3.59e−02 2.06± 2.40e−02 1.88± 1.12e−02 8.39± 3.02e+00

10
1 2.75± 2.09e−02 1.83± 2.11e−02 1.95± 1.51e−02 5.31± 4.32e+00

2 2.20± 1.75e−02 2.38± 2.42e−02 2.02± 1.56e−02 6.51± 3.67e+00

3 1.94± 2.42e−02 2.16± 2.45e−02 2.01± 1.70e−02 5.72± 5.42e+00

4 1.68± 1.79e−02 1.66± 2.34e−02 1.81± 1.33e−02 5.30± 5.38e+00

15
1 3.15± 2.26e−02 1.79± 1.99e−02 1.93± 1.54e−02 6.76± 4.61e+00

2 2.57± 2.06e−02 2.29± 2.37e−02 2.04± 1.72e−02 5.70± 3.74e+00

3 2.39± 2.67e−02 2.11± 2.50e−02 2.03± 1.85e−02 5.57± 5.01e+00

4 2.27± 2.53e−02 1.97± 2.54e−02 1.97± 1.93e−02 6.67± 7.04e+00

K-medoids

5
1 2.31± 2.18e−02 2.07± 2.25e−02 1.99± 1.49e−02 5.39± 5.00e+00

2 2.89± 2.24e−02 2.90± 3.07e−02 2.12± 1.72e−02 8.63± 4.53e+00

3 2.08± 2.56e−02 2.87± 3.49e−02 2.00± 1.59e−02 5.53± 4.42e+00

4 2.53± 3.90e−02 2.61± 3.29e−02 1.97± 1.39e−02 1.17± 0.53e+01

10
1 2.74± 2.29e−02 2.04± 2.25e−02 2.01± 1.68e−02 6.10± 4.66e+00

2 2.67± 2.26e−02 2.38± 2.56e−02 2.09± 1.69e−02 7.26± 4.76e+00

3 2.44± 2.52e−02 2.54± 3.34e−02 2.17± 2.24e−02 6.51± 6.26e+00

4 2.72± 2.83e−02 2.71± 3.39e−02 2.22± 2.10e−02 5.89± 4.55e+00

15
1 2.90± 2.18e−02 1.98± 2.03e−02 1.96± 1.64e−02 7.15± 4.72e+00

2 2.53± 2.27e−02 2.43± 2.50e−02 2.11± 1.79e−02 6.41± 4.09e+00

3 2.45± 2.46e−02 2.25± 2.74e−02 2.13± 1.92e−02 5.76± 3.82e+00

4 2.53± 3.11e−02 2.20± 2.95e−02 2.09± 2.17e−02 6.10± 7.01e+00

agglomerative

5
1 2.06± 2.03e−02 2.00± 2.24e−02 1.96± 1.44e−02 4.61± 4.79e+00

2 2.63± 1.75e−02 2.29± 2.22e−02 1.98± 1.34e−02 6.75± 3.36e+00

3 1.81± 2.05e−02 2.37± 2.88e−02 1.95± 1.33e−02 8.90± 6.57e+00

4 1.79± 1.71e−02 1.62± 2.27e−02 1.85± 1.19e−02 9.95± 4.02e+00

10
1 2.75± 2.07e−02 1.63± 2.01e−02 1.91± 1.54e−02 6.23± 4.12e+00

2 2.45± 2.02e−02 2.21± 2.39e−02 2.03± 1.71e−02 7.04± 3.81e+00

3 1.86± 2.31e−02 1.93± 2.64e−02 1.94± 1.68e−02 5.03± 5.64e+00

4 2.97± 3.30e−02 1.72± 2.26e−02 1.93± 1.58e−02 7.09± 6.11e+00

15
1 2.91± 2.07e−02 1.92± 1.88e−02 1.97± 1.58e−02 6.45± 4.26e+00

2 2.69± 2.16e−02 2.39± 2.50e−02 2.12± 1.77e−02 6.75± 4.04e+00

3 2.16± 2.49e−02 2.03± 2.56e−02 2.03± 1.93e−02 5.45± 5.19e+00

4 2.44± 2.59e−02 2.17± 2.78e−02 2.09± 2.10e−02 7.33± 5.61e+00

ts-K-means

5
1 2.28± 2.10e−02 2.48± 2.71e−02 2.15± 1.75e−02 4.93± 4.34e+00

2 2.64± 1.74e−02 3.26± 2.63e−02 2.08± 1.47e−02 6.99± 3.63e+00

3 2.68± 2.77e−02 4.16± 5.21e−02 2.17± 2.15e−02 7.72± 5.69e+00

4 3.60± 4.14e−02 2.68± 3.00e−02 2.08± 1.85e−02 1.16± 1.32e+01

10
1 2.65± 2.44e−02 2.33± 2.73e−02 2.12± 1.88e−02 7.34± 5.76e+00

2 2.77± 2.51e−02 2.61± 2.91e−02 2.10± 1.78e−02 7.13± 5.03e+00

3 1.97± 2.17e−02 2.92± 3.28e−02 2.08± 1.75e−02 6.22± 5.05e+00

4 3.01± 3.70e−02 2.44± 2.93e−02 2.12± 2.00e−02 6.83± 5.71e+00

15
1 2.91± 2.39e−02 2.33± 2.62e−02 2.09± 1.94e−02 8.04± 4.85e+00

2 2.68± 2.28e−02 2.53± 2.84e−02 2.13± 1.86e−02 6.92± 3.88e+00

3 2.64± 2.59e−02 2.84± 3.35e−02 2.22± 2.17e−02 6.72± 5.69e+00

4 2.74± 2.79e−02 2.31± 2.79e−02 2.18± 2.04e−02 7.34± 5.65e+00

DBSCAN ∅
1 2.71± 2.84e−02 2.06± 2.73e−02 1.96± 2.11e−02 6.63± 5.92e+00

2 2.32± 2.76e−02 2.22± 3.01e−02 1.98± 2.03e−02 5.57± 6.50e+00

3 1.40± 1.64e−02 1.88± 2.64e−02 1.87± 1.65e−02 3.67± 3.39e+00

4 1.98± 2.83e−02 2.09± 3.21e−02 2.12± 2.86e−02 5.21± 4.96e+00

MC ∅ ∅ 2.99± 0.82e−02 2.67± 1.44e−02 2.11± 1.19e−02 7.28± 1.47e+00

Tableau A.3 – Résultats issus du jeu de paramètres de base des erreurs sans
échec pour les solutions S1, S2, S3 et S du modèle de proies prédateurs.
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A.2 Jeu de paramètres no 1

N méthode k m B(S1) B(S2) B(S3) B3(S)

50

K-means

5
1 1.000 0.020 0.331 0.006
2 1.000 0.014 0.181 0.000
3 1.000 0.010 0.433 0.001
4 1.000 0.006 0.047 0.000

10
1 1.000 0.012 0.412 0.006
2 1.000 0.046 0.436 0.013
3 1.000 0.022 0.496 0.012
4 1.000 0.019 0.162 0.001

15
1 1.000 0.022 0.411 0.010
2 1.000 0.040 0.436 0.019
3 1.000 0.021 0.538 0.012
4 1.000 0.022 0.357 0.005

K-medoids

5
1 1.000 0.008 0.329 0.003
2 1.000 0.012 0.087 0.000
3 1.000 0.006 0.208 0.000
4 1.000 0.012 0.115 0.000

10
1 1.000 0.009 0.362 0.002
2 1.000 0.028 0.245 0.007
3 1.000 0.012 0.350 0.004
4 1.000 0.041 0.227 0.005

15
1 1.000 0.018 0.396 0.010
2 1.000 0.044 0.311 0.018
3 1.000 0.026 0.398 0.010
4 1.000 0.083 0.479 0.021

agglomerative

5
1 1.000 0.014 0.333 0.004
2 1.000 0.013 0.173 0.000
3 1.000 0.010 0.429 0.001
4 1.000 0.013 0.037 0.000

10
1 1.000 0.031 0.394 0.016
2 1.000 0.045 0.422 0.014
3 1.000 0.024 0.511 0.012
4 1.000 0.015 0.159 0.004

15
1 1.000 0.027 0.379 0.007
2 1.000 0.068 0.394 0.024
3 1.000 0.019 0.506 0.011
4 1.000 0.023 0.349 0.007

ts-K-means

5
1 1.000 0.009 0.375 0.003
2 1.000 0.005 0.023 0.000
3 1.000 0.015 0.031 0.000
4 1.000 0.004 0.039 0.000

10
1 1.000 0.017 0.404 0.006
2 1.000 0.016 0.109 0.001
3 1.000 0.022 0.270 0.004
4 1.000 0.016 0.131 0.001

15
1 1.000 0.019 0.404 0.003
2 1.000 0.024 0.189 0.004
3 1.000 0.035 0.429 0.019
4 1.000 0.018 0.206 0.000

DBSCAN ∅
1 1.000 0.017 0.380 0.006
2 1.000 0.043 0.550 0.012
3 1.000 0.036 0.427 0.016
4 1.000 0.023 0.758 0.005

MC ∅ ∅ 1.000 0.031 0.156 0.005

Tableau A.4 – Résultats issus du jeu de paramètres no 1 des taux de détection
pour les solutions S1, S2, S3 et S du modèle de proies prédateurs.
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N méthode k m Err(S1) Err(S2) Err(S3) Err(S)

50

K-means

5
1 8.09± 8.37e−03 1.02± 3.68e−03 6.07± 7.24e−03 3.51± 7.16e+00

2 5.34± 1.89e−03 6.33± 9.11e−04 3.58± 0.92e−03 2.13± 1.72e+00

3 7.02± 6.53e−03 7.20± 22.00e−04 5.48± 6.36e−03 2.79± 4.40e+00

4 5.86± 1.62e−03 6.34± 16.80e−04 3.75± 0.64e−03 2.17± 3.13e+00

10
1 7.17± 7.11e−03 7.47± 19.80e−04 5.37± 6.11e−03 2.82± 4.03e+00

2 5.05± 3.51e−03 8.15± 16.10e−04 3.55± 2.85e−03 2.46± 3.11e+00

3 6.88± 6.89e−03 9.31± 29.90e−04 5.01± 5.98e−03 3.06± 5.75e+00

4 6.18± 4.55e−03 9.50± 35.70e−04 3.95± 3.38e−03 2.82± 6.71e+00

15
1 7.06± 6.71e−03 9.66± 28.90e−04 5.51± 5.30e−03 3.26± 5.63e+00

2 5.89± 4.95e−03 8.20± 15.70e−04 4.53± 4.38e−03 2.73± 3.15e+00

3 6.54± 6.77e−03 8.50± 25.70e−04 4.91± 6.04e−03 2.89± 5.00e+00

4 6.00± 5.76e−03 9.20± 32.50e−04 4.05± 4.70e−03 2.79± 6.18e+00

K-medoids

5
1 7.30± 6.80e−03 7.27± 22.70e−04 5.74± 6.46e−03 2.88± 4.61e+00

2 5.93± 5.13e−03 6.07± 8.65e−04 4.01± 5.10e−03 2.19± 2.10e+00

3 6.45± 4.87e−03 6.97± 27.20e−04 4.52± 4.15e−03 2.49± 5.18e+00

4 6.02± 3.61e−03 9.05± 40.30e−04 3.79± 1.41e−03 2.69± 7.54e+00

10
1 7.19± 6.56e−03 7.88± 28.00e−04 5.36± 5.71e−03 2.89± 5.41e+00

2 5.82± 3.37e−03 7.12± 12.10e−04 4.03± 3.02e−03 2.40± 2.38e+00

3 6.41± 4.95e−03 8.23± 29.10e−04 4.52± 4.36e−03 2.73± 5.51e+00

4 7.04± 7.05e−03 1.32± 5.32e−03 4.48± 5.06e−03 3.65± 10.00e+00

15
1 7.19± 7.01e−03 8.79± 25.20e−04 5.59± 5.37e−03 3.12± 4.89e+00

2 6.29± 5.42e−03 8.66± 17.60e−04 4.57± 4.27e−03 2.82± 3.49e+00

3 6.64± 5.97e−03 1.06± 3.97e−03 4.64± 4.81e−03 3.21± 7.50e+00

4 8.26± 13.70e−03 1.63± 4.13e−03 6.29± 13.10e−03 4.70± 8.28e+00

agglomerative

5
1 7.81± 7.26e−03 9.53± 37.20e−04 5.91± 6.52e−03 3.34± 7.13e+00

2 5.41± 2.11e−03 5.90± 6.21e−04 3.57± 1.33e−03 2.04± 1.22e+00

3 7.38± 7.20e−03 7.99± 29.80e−04 5.61± 6.66e−03 2.98± 5.80e+00

4 4.48± 4.64e−01 8.96± 38.40e−04 3.77± 0.36e−03 3.11± 7.14e+00

10
1 7.46± 7.13e−03 1.09± 3.18e−03 5.42± 5.80e−03 3.48± 6.29e+00

2 5.24± 4.18e−03 8.45± 18.00e−04 3.63± 3.16e−03 2.54± 3.45e+00

3 6.59± 6.86e−03 9.31± 32.10e−04 4.91± 5.68e−03 3.03± 6.27e+00

4 4.18± 4.50e−01 7.91± 26.70e−04 3.84± 2.44e−03 2.91± 5.01e+00

15
1 1.13± 5.53e−02 1.01± 3.05e−03 5.35± 5.08e−03 3.31± 5.81e+00

2 5.86± 4.83e−03 1.09± 2.43e−03 4.48± 3.97e−03 3.23± 4.62e+00

3 6.59± 6.16e−03 8.61± 29.20e−04 4.91± 5.19e−03 2.91± 5.57e+00

4 5.95± 4.14e−01 9.27± 29.10e−04 3.84± 3.07e−03 3.34± 5.47e+00

ts-K-means

5
1 7.39± 7.09e−03 7.46± 23.40e−04 5.59± 5.99e−03 2.87± 4.68e+00

2 6.86± 9.55e−03 6.29± 13.60e−04 4.63± 9.60e−03 2.40± 3.58e+00

3 6.52± 8.10e−03 9.24± 32.60e−04 3.79± 0.81e−03 2.73± 6.09e+00

4 7.10± 12.20e−03 6.15± 16.40e−04 4.66± 10.10e−03 2.38± 4.05e+00

10
1 7.35± 6.95e−03 8.70± 27.60e−04 5.47± 5.68e−03 3.07± 5.39e+00

2 7.32± 9.20e−03 6.91± 14.50e−04 4.80± 6.23e−03 2.56± 3.15e+00

3 6.67± 6.89e−03 9.00± 29.40e−04 4.42± 4.27e−03 2.85± 5.59e+00

4 7.04± 8.17e−03 8.37± 30.30e−04 4.80± 7.69e−03 2.83± 5.98e+00

15
1 7.36± 7.23e−03 9.36± 29.90e−04 5.62± 5.68e−03 3.23± 5.78e+00

2 7.05± 7.33e−03 8.14± 23.10e−04 4.99± 7.15e−03 2.84± 4.66e+00

3 6.66± 5.98e−03 1.11± 3.58e−03 4.69± 4.77e−03 3.31± 6.77e+00

4 7.60± 10.00e−03 8.65± 33.90e−04 5.21± 8.78e−03 2.99± 6.71e+00

DBSCAN ∅
1 8.05± 9.93e−03 8.41± 23.80e−04 6.24± 9.37e−03 3.22± 5.09e+00

2 7.29± 17.00e−03 7.32± 11.80e−04 4.15± 6.46e−03 2.47± 2.77e+00

3 9.73± 15.70e−03 9.55± 35.60e−04 7.52± 13.60e−03 3.77± 7.53e+00

4 1.30± 2.94e−02 8.88± 42.20e−04 4.31± 6.50e−03 2.80± 8.04e+00

MC ∅ ∅ 8.74± 6.21e−03 1.12± 3.28e−03 5.97± 5.55e−03 3.68± 6.32e+00

Tableau A.5 – Résultats issus du jeu de paramètres no 1 des erreurs pour les
solutions S1, S2, S3 et S du modèle de proies prédateurs.
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N méthode k m Err′(S1) Err′(S2) Err′(S3) Err′(S)

50

K-means

5
1 8.09± 8.37e−03 2.49± 0.99e−02 1.07± 1.13e−02 5.26± 1.71e+01

2 5.34± 1.89e−03 7.46± 3.46e−03 2.57± 1.84e−03 nan

3 7.02± 6.53e−03 1.89± 1.22e−02 7.68± 9.22e−03 1.16± 0.00e+01

4 5.86± 1.62e−03 1.69± 1.42e−02 2.64± 2.75e−03 nan

10
1 7.17± 7.11e−03 1.81± 0.44e−02 7.62± 9.06e−03 3.32± 1.16e+01

2 5.05± 3.51e−03 6.61± 4.59e−03 3.23± 4.29e−03 1.11± 0.94e+01

3 6.88± 6.89e−03 1.85± 0.95e−02 6.24± 8.31e−03 2.95± 1.67e+01

4 6.18± 4.55e−03 2.23± 1.43e−02 4.71± 8.35e−03 6.67± 0.00e+01

15
1 7.06± 6.71e−03 2.01± 0.28e−02 7.96± 7.62e−03 4.16± 0.71e+01

2 5.89± 4.95e−03 7.63± 3.61e−03 5.48± 6.52e−03 1.57± 0.64e+01

3 6.54± 6.77e−03 1.55± 0.97e−02 5.87± 8.12e−03 3.15± 1.53e+01

4 6.00± 5.76e−03 1.80± 1.35e−02 4.51± 7.85e−03 4.29± 1.56e+01

K-medoids

5
1 7.30± 6.80e−03 2.45± 0.87e−02 9.71± 10.20e−03 4.11± 0.20e+01

2 5.93± 5.13e−03 6.46± 5.26e−03 6.19± 17.10e−03 nan

3 6.45± 4.87e−03 2.68± 2.29e−02 7.24± 8.58e−03 nan

4 6.02± 3.61e−03 3.05± 2.09e−02 3.72± 4.17e−03 nan

10
1 7.19± 6.56e−03 2.75± 1.10e−02 8.11± 8.83e−03 5.66± 1.81e+01

2 5.82± 3.37e−03 6.84± 3.72e−03 4.76± 6.04e−03 1.31± 0.88e+01

3 6.41± 4.95e−03 2.41± 1.20e−02 5.87± 7.17e−03 3.86± 1.42e+01

4 7.04± 7.05e−03 1.96± 1.84e−02 6.80± 10.30e−03 1.58± 0.00e+00

15
1 7.19± 7.01e−03 1.95± 0.00e−02 8.31± 7.79e−03 3.77± 0.10e+01

2 6.29± 5.42e−03 8.03± 4.10e−03 6.27± 7.38e−03 1.46± 0.71e+01

3 6.64± 5.97e−03 2.12± 1.42e−02 5.92± 7.45e−03 3.52± 2.13e+01

4 8.26± 13.70e−03 1.36± 0.69e−02 8.99± 18.50e−03 1.18± 0.00e+01

agglomerative

5
1 7.81± 7.26e−03 3.03± 1.07e−02 1.01± 1.00e−02 7.54± 0.12e+01

2 5.41± 2.11e−03 4.69± 3.56e−03 2.45± 2.96e−03 nan

3 7.38± 7.20e−03 2.69± 1.43e−02 8.02± 9.65e−03 5.97± 0.00e+00

4 4.48± 4.64e−01 2.82± 1.94e−02 2.87± 1.62e−03 nan

10
1 7.46± 7.13e−03 1.86± 0.35e−02 7.91± 8.66e−03 3.86± 0.64e+01

2 5.24± 4.18e−03 7.41± 5.16e−03 3.41± 4.85e−03 1.05± 1.08e+01

3 6.59± 6.86e−03 1.70± 1.29e−02 5.97± 7.80e−03 3.19± 2.65e+01

4 4.18± 4.50e−01 1.75± 1.38e−02 4.05± 6.12e−03 1.02± 0.71e+01

15
1 1.13± 5.53e−02 1.82± 0.64e−02 7.88± 7.61e−03 3.44± 0.92e+01

2 5.86± 4.83e−03 8.73± 4.95e−03 5.54± 6.18e−03 1.63± 0.72e+01

3 6.59± 6.16e−03 1.77± 1.27e−02 5.99± 7.13e−03 3.77± 2.92e+01

4 5.95± 4.14e−01 1.75± 0.93e−02 3.92± 5.19e−03 3.75± 1.26e+01

ts-K-means

5
1 7.39± 7.09e−03 2.39± 0.83e−02 8.56± 9.03e−03 5.16± 1.83e+01

2 6.86± 9.55e−03 1.91± 0.53e−02 3.99± 5.23e−02 nan

3 6.52± 8.10e−03 2.64± 0.70e−02 3.56± 4.57e−03 nan

4 7.10± 12.20e−03 2.03± 1.69e−02 2.58± 4.62e−02 nan

10
1 7.35± 6.95e−03 2.02± 0.84e−02 7.92± 8.36e−03 4.51± 1.44e+01

2 7.32± 9.20e−03 1.02± 0.63e−02 1.30± 1.68e−02 9.69± 0.00e+00

3 6.67± 6.89e−03 1.71± 1.12e−02 6.08± 7.98e−03 2.40± 1.60e+01

4 7.04± 8.17e−03 1.93± 1.50e−02 1.14± 2.00e−02 4.07± 0.00e+00

15
1 7.36± 7.23e−03 2.16± 0.61e−02 8.31± 8.24e−03 4.03± 0.15e+01

2 7.05± 7.33e−03 1.21± 0.95e−02 1.01± 1.54e−02 1.41± 1.07e+01

3 6.66± 5.98e−03 1.70± 1.03e−02 5.87± 7.11e−03 2.67± 1.24e+01

4 7.60± 10.00e−03 1.88± 1.76e−02 1.07± 1.84e−02 nan

DBSCAN ∅
1 8.05± 9.93e−03 1.85± 0.40e−02 1.02± 1.43e−02 3.39± 1.36e+01

2 7.29± 17.00e−03 5.10± 3.55e−03 4.43± 8.70e−03 7.36± 4.41e+00

3 9.73± 15.70e−03 1.22± 1.49e−02 1.25± 1.98e−02 2.42± 3.07e+01

4 1.30± 2.94e−02 1.58± 2.33e−02 4.47± 7.46e−03 1.11± 0.29e+00

MC ∅ ∅ 8.74± 6.21e−03 1.95± 0.00e−02 1.77± 0.58e−02 4.17± 0.21e+01

Tableau A.6 – Résultats issus du jeu de paramètres no 1 des erreurs sans échec
pour les solutions S1, S2, S3 et S du modèle de proies prédateurs.
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A.3 Jeu de paramètres no 2

N méthode k m B(S1) B(S2) B(S3) B3(S)

50

K-means

5
1 1.000 0.851 1.000 0.851
2 0.970 0.450 1.000 0.423
3 0.933 0.347 1.000 0.289
4 0.858 0.109 1.000 0.083

10
1 1.000 0.880 1.000 0.880
2 1.000 0.568 1.000 0.568
3 0.998 0.452 1.000 0.450
4 0.996 0.423 1.000 0.420

15
1 1.000 0.872 1.000 0.872
2 1.000 0.603 1.000 0.603
3 1.000 0.638 1.000 0.638
4 1.000 0.603 1.000 0.603

K-medoids

5
1 0.999 0.828 1.000 0.827
2 0.964 0.399 1.000 0.373
3 0.969 0.213 1.000 0.201
4 0.859 0.129 1.000 0.099

10
1 1.000 0.854 1.000 0.854
2 0.994 0.507 1.000 0.502
3 0.997 0.482 1.000 0.479
4 0.997 0.442 1.000 0.439

15
1 1.000 0.847 1.000 0.847
2 1.000 0.605 1.000 0.605
3 0.999 0.652 1.000 0.652
4 1.000 0.561 1.000 0.561

agglomerative

5
1 1.000 0.868 1.000 0.868
2 0.959 0.455 1.000 0.422
3 0.929 0.359 1.000 0.297
4 0.834 0.097 1.000 0.071

10
1 1.000 0.875 1.000 0.875
2 1.000 0.559 1.000 0.559
3 0.997 0.453 1.000 0.451
4 0.997 0.406 1.000 0.403

15
1 1.000 0.869 1.000 0.869
2 1.000 0.623 1.000 0.623
3 0.999 0.660 1.000 0.660
4 1.000 0.620 1.000 0.620

ts-K-means

5
1 1.000 0.786 1.000 0.786
2 0.891 0.589 1.000 0.505
3 0.963 0.197 1.000 0.179
4 0.679 0.080 1.000 0.052

10
1 1.000 0.833 1.000 0.833
2 0.987 0.640 1.000 0.627
3 0.999 0.434 1.000 0.434
4 0.938 0.322 1.000 0.301

15
1 1.000 0.853 1.000 0.853
2 1.000 0.690 1.000 0.690
3 1.000 0.549 1.000 0.549
4 0.992 0.522 1.000 0.518

DBSCAN ∅
1 1.000 0.858 1.000 0.858
2 0.998 0.549 1.000 0.547
3 0.881 0.582 1.000 0.483
4 0.962 0.319 1.000 0.291

MC ∅ ∅ 1.000 0.825 1.000 0.825

Tableau A.7 – Résultats issus du jeu de paramètres no 2 des taux de détection
pour les solutions S1, S2, S3 et S du modèle de proies prédateurs.
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N méthode k m Err(S1) Err(S2) Err(S3) Err(S)

50

K-means

5
1 9.45± 5.80e−02 2.92± 2.55e−02 8.62± 6.23e−02 1.38± 0.80e+00

2 1.14± 0.72e−01 4.42± 5.04e−02 1.04± 0.77e−01 1.92± 1.55e+00

3 1.08± 0.71e−01 4.70± 5.46e−02 1.27± 0.83e−01 2.02± 1.66e+00

4 1.48± 0.76e−01 4.89± 5.55e−02 1.87± 1.01e−01 2.34± 1.66e+00

10
1 7.79± 4.98e−02 2.73± 2.27e−02 7.61± 5.58e−02 1.24± 0.70e+00

2 6.56± 4.90e−02 3.13± 2.48e−02 7.43± 5.43e−02 1.30± 0.78e+00

3 8.02± 5.36e−02 3.32± 2.31e−02 9.81± 6.64e−02 1.45± 0.75e+00

4 9.78± 6.57e−02 4.46± 4.28e−02 1.16± 0.83e−01 1.88± 1.31e+00

15
1 7.03± 4.69e−02 2.64± 2.28e−02 7.58± 5.27e−02 1.18± 0.70e+00

2 6.12± 4.62e−02 2.92± 2.00e−02 7.33± 5.53e−02 1.22± 0.64e+00

3 7.44± 4.86e−02 3.02± 2.41e−02 9.09± 6.20e−02 1.33± 0.75e+00

4 7.31± 5.17e−02 3.20± 2.53e−02 8.78± 6.52e−02 1.37± 0.80e+00

K-medoids

5
1 9.22± 5.37e−02 2.98± 2.62e−02 8.74± 5.85e−02 1.39± 0.80e+00

2 1.24± 0.81e−01 3.96± 4.05e−02 1.17± 0.85e−01 1.85± 1.28e+00

3 9.44± 6.78e−02 3.97± 4.25e−02 1.19± 0.79e−01 1.74± 1.31e+00

4 1.50± 0.74e−01 4.77± 6.28e−02 1.87± 1.02e−01 2.31± 1.87e+00

10
1 7.29± 4.79e−02 2.84± 2.44e−02 7.73± 5.69e−02 1.25± 0.75e+00

2 7.50± 5.64e−02 3.46± 3.21e−02 8.56± 6.11e−02 1.45± 1.00e+00

3 8.46± 5.54e−02 3.50± 3.08e−02 9.57± 6.71e−02 1.52± 0.95e+00

4 1.02± 0.67e−01 4.06± 4.25e−02 1.21± 0.82e−01 1.79± 1.31e+00

15
1 6.53± 4.67e−02 2.92± 2.34e−02 7.15± 5.42e−02 1.23± 0.72e+00

2 6.41± 5.04e−02 3.35± 2.84e−02 7.48± 5.66e−02 1.36± 0.88e+00

3 7.67± 5.04e−02 3.30± 2.91e−02 8.79± 6.30e−02 1.42± 0.89e+00

4 7.54± 5.42e−02 3.58± 3.23e−02 9.59± 6.81e−02 1.50± 1.00e+00

agglomerative

5
1 9.59± 6.11e−02 3.03± 2.61e−02 9.25± 6.57e−02 1.43± 0.82e+00

2 1.15± 0.75e−01 4.53± 5.30e−02 1.09± 0.81e−01 1.97± 1.63e+00

3 1.10± 0.72e−01 4.47± 5.47e−02 1.32± 0.82e−01 1.96± 1.67e+00

4 1.48± 0.77e−01 4.50± 5.01e−02 1.92± 1.00e−01 2.23± 1.53e+00

10
1 8.12± 5.02e−02 2.86± 2.42e−02 7.96± 5.73e−02 1.29± 0.76e+00

2 6.73± 4.92e−02 3.14± 2.39e−02 7.73± 5.75e−02 1.31± 0.75e+00

3 8.34± 5.34e−02 3.30± 2.52e−02 1.03± 0.68e−01 1.47± 0.78e+00

4 9.64± 6.35e−02 4.05± 3.47e−02 1.14± 0.79e−01 1.76± 1.08e+00

15
1 6.95± 4.68e−02 2.59± 2.19e−02 7.31± 5.15e−02 1.16± 0.67e+00

2 6.08± 4.54e−02 2.87± 2.01e−02 6.88± 5.14e−02 1.19± 0.63e+00

3 7.58± 5.06e−02 2.76± 1.88e−02 8.83± 6.15e−02 1.26± 0.61e+00

4 6.81± 4.89e−02 3.20± 2.54e−02 8.34± 5.92e−02 1.34± 0.79e+00

ts-K-means

5
1 1.02± 0.73e−01 2.66± 2.00e−02 9.86± 7.17e−02 1.35± 0.68e+00

2 1.43± 0.74e−01 4.87± 6.33e−02 1.46± 0.89e−01 2.24± 1.86e+00

3 1.15± 0.81e−01 3.64± 2.32e−02 1.20± 0.82e−01 1.73± 0.78e+00

4 1.72± 0.77e−01 3.82± 3.13e−02 1.76± 0.97e−01 2.11± 0.99e+00

10
1 8.04± 6.04e−02 2.69± 2.09e−02 8.35± 6.23e−02 1.25± 0.68e+00

2 1.11± 0.69e−01 4.33± 5.00e−02 1.17± 0.80e−01 1.90± 1.51e+00

3 9.18± 6.19e−02 3.33± 2.90e−02 1.02± 0.70e−01 1.51± 0.92e+00

4 1.34± 0.73e−01 3.77± 3.47e−02 1.45± 0.90e−01 1.89± 1.07e+00

15
1 7.21± 5.12e−02 2.69± 2.30e−02 7.58± 5.59e−02 1.20± 0.71e+00

2 8.50± 5.86e−02 3.88± 3.78e−02 9.49± 6.64e−02 1.63± 1.15e+00

3 8.30± 5.93e−02 3.28± 2.53e−02 9.26± 6.60e−02 1.44± 0.81e+00

4 1.08± 0.67e−01 3.84± 4.10e−02 1.14± 0.79e−01 1.75± 1.25e+00

DBSCAN ∅
1 1.32± 0.70e−01 4.22± 4.04e−02 1.27± 0.89e−01 1.98± 1.20e+00

2 1.12± 0.73e−01 4.53± 6.41e−02 1.34± 0.93e−01 1.99± 1.95e+00

3 1.34± 0.72e−01 4.81± 6.14e−02 1.33± 0.89e−01 2.17± 1.85e+00

4 1.10± 0.70e−01 3.54± 2.51e−02 1.45± 0.94e−01 1.72± 0.84e+00

MC ∅ ∅ 4.75± 3.60e−02 2.16± 1.59e−02 5.64± 4.17e−02 9.13± 5.05e−01

Tableau A.8 – Résultats issus du jeu de paramètres no 2 des erreurs pour les
solutions S1, S2, S3 et S du modèle de proies prédateurs.
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N méthode k m Err′(S1) Err′(S2) Err′(S3) Err′(S)

50

K-means

5
1 9.45± 5.80e−02 2.83± 2.76e−02 8.62± 6.23e−02 1.36± 0.85e+00

2 1.10± 0.70e−01 5.58± 7.34e−02 1.04± 0.77e−01 2.27± 2.15e+00

3 9.93± 6.47e−02 7.00± 8.82e−02 1.27± 0.83e−01 2.75± 2.66e+00

4 1.34± 0.72e−01 1.65± 1.15e−01 1.87± 1.01e−01 5.44± 3.33e+00

10
1 7.79± 4.98e−02 2.62± 2.40e−02 7.61± 5.58e−02 1.21± 0.74e+00

2 6.56± 4.90e−02 2.86± 3.27e−02 7.43± 5.43e−02 1.22± 1.01e+00

3 7.99± 5.32e−02 3.14± 3.43e−02 9.81± 6.64e−02 1.40± 1.07e+00

4 9.72± 6.52e−02 5.81± 6.33e−02 1.16± 0.83e−01 2.25± 1.91e+00

15
1 7.03± 4.69e−02 2.51± 2.42e−02 7.58± 5.27e−02 1.14± 0.74e+00

2 6.12± 4.62e−02 2.56± 2.51e−02 7.33± 5.53e−02 1.11± 0.78e+00

3 7.44± 4.86e−02 2.76± 2.99e−02 9.09± 6.20e−02 1.25± 0.91e+00

4 7.31± 5.17e−02 3.02± 3.24e−02 8.78± 6.52e−02 1.32± 1.00e+00

K-medoids

5
1 9.21± 5.36e−02 2.88± 2.87e−02 8.74± 5.85e−02 1.36± 0.87e+00

2 1.20± 0.80e−01 4.69± 6.35e−02 1.17± 0.85e−01 2.09± 1.97e+00

3 8.98± 6.39e−02 5.82± 8.97e−02 1.19± 0.79e−01 2.25± 2.65e+00

4 1.36± 0.70e−01 1.35± 1.48e−01 1.87± 1.02e−01 4.88± 4.39e+00

10
1 7.29± 4.79e−02 2.73± 2.63e−02 7.73± 5.69e−02 1.22± 0.80e+00

2 7.40± 5.52e−02 3.46± 4.51e−02 8.56± 6.11e−02 1.45± 1.38e+00

3 8.42± 5.49e−02 3.52± 4.44e−02 9.57± 6.71e−02 1.53± 1.32e+00

4 1.01± 0.67e−01 4.80± 6.32e−02 1.21± 0.82e−01 1.98± 1.88e+00

15
1 6.53± 4.67e−02 2.82± 2.52e−02 7.15± 5.42e−02 1.20± 0.76e+00

2 6.41± 5.04e−02 3.27± 3.65e−02 7.48± 5.66e−02 1.34± 1.11e+00

3 7.65± 5.01e−02 3.21± 3.60e−02 8.79± 6.30e−02 1.39± 1.08e+00

4 7.54± 5.42e−02 3.66± 4.32e−02 9.59± 6.81e−02 1.53± 1.30e+00

agglomerative

5
1 9.59± 6.11e−02 2.96± 2.80e−02 9.25± 6.57e−02 1.41± 0.87e+00

2 1.10± 0.72e−01 5.79± 7.67e−02 1.09± 0.81e−01 2.38± 2.32e+00

3 1.00± 0.65e−01 6.25± 8.86e−02 1.32± 0.82e−01 2.52± 2.64e+00

4 1.31± 0.72e−01 1.41± 1.25e−01 1.92± 1.00e−01 4.73± 3.58e+00

10
1 8.12± 5.02e−02 2.77± 2.57e−02 7.96± 5.73e−02 1.27± 0.80e+00

2 6.73± 4.92e−02 2.88± 3.18e−02 7.73± 5.75e−02 1.25± 0.97e+00

3 8.29± 5.28e−02 3.10± 3.74e−02 1.03± 0.68e−01 1.40± 1.11e+00

4 9.59± 6.31e−02 4.89± 5.33e−02 1.14± 0.79e−01 2.01± 1.61e+00

15
1 6.95± 4.68e−02 2.45± 2.32e−02 7.31± 5.15e−02 1.12± 0.70e+00

2 6.08± 4.54e−02 2.50± 2.47e−02 6.88± 5.14e−02 1.08± 0.76e+00

3 7.57± 5.03e−02 2.39± 2.23e−02 8.83± 6.15e−02 1.15± 0.70e+00

4 6.81± 4.89e−02 3.03± 3.21e−02 8.34± 5.92e−02 1.29± 0.98e+00

ts-K-means

5
1 1.02± 0.73e−01 2.44± 2.21e−02 9.86± 7.17e−02 1.29± 0.73e+00

2 1.32± 0.70e−01 5.84± 8.10e−02 1.46± 0.89e−01 2.51± 2.42e+00

3 1.10± 0.79e−01 4.30± 5.17e−02 1.20± 0.82e−01 1.97± 1.55e+00

4 1.42± 0.76e−01 7.80± 10.30e−02 1.76± 0.97e−01 2.94± 2.99e+00

10
1 8.04± 6.04e−02 2.53± 2.25e−02 8.35± 6.23e−02 1.21± 0.73e+00

2 1.09± 0.68e−01 4.81± 6.20e−02 1.17± 0.80e−01 2.04± 1.85e+00

3 9.16± 6.17e−02 3.14± 4.39e−02 1.02± 0.70e−01 1.46± 1.33e+00

4 1.27± 0.71e−01 4.40± 6.06e−02 1.45± 0.90e−01 2.03± 1.80e+00

15
1 7.21± 5.12e−02 2.55± 2.46e−02 7.58± 5.59e−02 1.17± 0.75e+00

2 8.50± 5.86e−02 4.06± 4.54e−02 9.49± 6.64e−02 1.69± 1.36e+00

3 8.30± 5.93e−02 3.11± 3.41e−02 9.26± 6.60e−02 1.40± 1.06e+00

4 1.07± 0.67e−01 4.18± 5.65e−02 1.14± 0.79e−01 1.82± 1.68e+00

DBSCAN ∅
1 1.32± 0.70e−01 4.34± 4.34e−02 1.27± 0.89e−01 2.01± 1.28e+00

2 1.12± 0.73e−01 5.40± 8.55e−02 1.34± 0.93e−01 2.27± 2.58e+00

3 1.20± 0.66e−01 5.77± 7.91e−02 1.33± 0.89e−01 2.31± 2.21e+00

4 1.05± 0.67e−01 3.67± 4.44e−02 1.45± 0.94e−01 1.76± 1.30e+00

MC ∅ ∅ 4.75± 3.60e−02 1.88± 1.62e−02 5.64± 4.17e−02 8.40± 5.21e−01

Tableau A.9 – Résultats issus du jeu de paramètres no 2 des erreurs sans échec
pour les solutions S1, S2, S3 et S du modèle de proies prédateurs.
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A.4 Jeu de paramètres no 3

N méthode k m B(S1) B(S2) B(S3) B3(S)

50

K-means

5
1 0.000 0.007 1.000 0.000
2 0.000 0.019 1.000 0.000
3 0.000 0.001 1.000 0.000
4 0.000 0.001 1.000 0.000

10
1 0.001 0.007 1.000 0.000
2 0.001 0.014 1.000 0.000
3 0.000 0.007 1.000 0.000
4 0.000 0.011 1.000 0.000

15
1 0.000 0.006 1.000 0.000
2 0.000 0.019 1.000 0.000
3 0.000 0.015 1.000 0.000
4 0.001 0.017 1.000 0.000

K-medoids

5
1 0.000 0.011 1.000 0.000
2 0.000 0.016 1.000 0.000
3 0.000 0.000 1.000 0.000
4 0.000 0.007 1.000 0.000

10
1 0.000 0.018 1.000 0.000
2 0.000 0.017 1.000 0.000
3 0.000 0.019 1.000 0.000
4 0.000 0.019 1.000 0.000

15
1 0.000 0.016 1.000 0.000
2 0.000 0.010 1.000 0.000
3 0.000 0.019 1.000 0.000
4 0.000 0.020 1.000 0.000

agglomerative

5
1 0.000 0.005 1.000 0.000
2 0.001 0.021 1.000 0.000
3 0.000 0.001 1.000 0.000
4 0.000 0.004 1.000 0.000

10
1 0.000 0.008 1.000 0.000
2 0.000 0.010 1.000 0.000
3 0.000 0.014 1.000 0.000
4 0.000 0.015 1.000 0.000

15
1 0.000 0.007 1.000 0.000
2 0.000 0.014 1.000 0.000
3 0.000 0.011 1.000 0.000
4 0.001 0.023 1.000 0.001

ts-K-means

5
1 0.000 0.004 1.000 0.000
2 0.000 0.011 1.000 0.000
3 0.000 0.000 1.000 0.000
4 0.000 0.000 1.000 0.000

10
1 0.001 0.006 1.000 0.000
2 0.001 0.008 1.000 0.000
3 0.000 0.004 1.000 0.000
4 0.000 0.008 1.000 0.000

15
1 0.000 0.009 1.000 0.000
2 0.000 0.010 1.000 0.000
3 0.000 0.009 1.000 0.000
4 0.000 0.011 1.000 0.000

DBSCAN ∅
1 0.000 0.010 1.000 0.000
2 0.000 0.014 1.000 0.000
3 0.000 0.024 1.000 0.000
4 0.000 0.020 1.000 0.000

MC ∅ ∅ 0.000 0.009 1.000 0.000

Tableau A.10 – Résultats issus du jeu de paramètres no 3 des taux de détection
pour les solutions S1, S2, S3 et S du modèle de proies prédateurs.
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N méthode k m Err(S1) Err(S2) Err(S3) Err(S)

50

K-means

5
1 4.00± 0.00e−06 1.89± 13.90e−04 1.92± 13.90e−04 2.81± 13.40e+00

2 4.00± 0.00e−06 1.78± 7.15e−04 1.82± 7.15e−04 2.71± 6.88e+00

3 4.00± 0.00e−06 1.11± 2.26e−04 1.15± 2.26e−04 2.07± 2.17e+00

4 4.00± 0.00e−06 1.13± 2.78e−04 1.37± 6.90e−04 2.08± 2.67e+00

10
1 2.00± 50.50e−05 1.87± 11.50e−04 2.26± 14.00e−04 6.79± 127.00e+00

2 6.39± 75.60e−06 1.98± 13.00e−04 2.40± 15.00e−04 3.50± 22.70e+00

3 4.00± 0.00e−06 1.53± 7.91e−04 1.65± 8.29e−04 2.47± 7.61e+00

4 4.00± 0.00e−06 1.81± 10.00e−04 2.45± 14.80e−04 2.74± 9.65e+00

15
1 4.00± 0.00e−06 1.83± 11.80e−04 2.13± 14.40e−04 2.76± 11.30e+00

2 4.00± 0.00e−06 2.32± 11.20e−04 3.32± 16.90e−04 3.23± 10.70e+00

3 4.00± 0.00e−06 1.48± 4.25e−04 2.63± 16.30e−04 2.42± 4.08e+00

4 7.33± 105.00e−06 1.72± 7.19e−04 4.34± 33.60e−04 3.48± 27.10e+00

K-medoids

5
1 4.00± 0.00e−06 2.04± 13.60e−04 2.08± 13.60e−04 2.96± 13.10e+00

2 4.00± 0.00e−06 1.50± 4.88e−04 1.54± 4.87e−04 2.44± 4.69e+00

3 4.00± 0.00e−06 1.04± 0.00e−04 1.08± 0.00e−04 2.00± 0.00e+00

4 4.00± 0.00e−06 1.31± 4.48e−04 1.35± 4.48e−04 2.26± 4.31e+00

10
1 4.00± 0.00e−06 2.92± 15.60e−04 2.96± 15.60e−04 3.81± 15.00e+00

2 4.00± 0.00e−06 2.06± 10.80e−04 2.10± 10.80e−04 2.98± 10.40e+00

3 4.00± 0.00e−06 2.04± 10.30e−04 2.08± 10.30e−04 2.96± 9.94e+00

4 4.00± 0.00e−06 2.58± 23.10e−04 2.62± 23.10e−04 3.48± 22.20e+00

15
1 4.00± 0.00e−06 2.94± 17.10e−04 2.98± 17.10e−04 3.83± 16.40e+00

2 4.00± 0.00e−06 1.97± 10.60e−04 2.01± 10.60e−04 2.90± 10.20e+00

3 4.00± 0.00e−06 2.07± 11.50e−04 2.11± 11.40e−04 2.99± 11.00e+00

4 4.00± 0.00e−06 2.42± 14.50e−04 2.45± 14.50e−04 3.32± 14.00e+00

agglomerative

5
1 4.00± 0.00e−06 1.89± 14.60e−04 7.33± 90.20e−04 2.82± 14.00e+00

2 4.79± 25.00e−06 1.68± 6.91e−04 5.32± 82.60e−04 2.81± 9.11e+00

3 4.00± 0.00e−06 1.06± 0.69e−04 1.63± 18.00e−03 2.02± 0.67e+00

4 4.00± 0.00e−06 1.22± 3.23e−04 1.42± 13.30e−03 2.17± 3.11e+00

10
1 4.00± 0.00e−06 1.86± 11.10e−04 4.10± 47.30e−04 2.79± 10.60e+00

2 4.00± 0.00e−06 1.45± 4.64e−04 6.65± 66.90e−04 2.40± 4.46e+00

3 4.00± 0.00e−06 1.68± 6.55e−04 1.07± 9.50e−03 2.61± 6.30e+00

4 4.00± 0.00e−06 2.13± 14.20e−04 1.42± 9.75e−03 3.05± 13.70e+00

15
1 4.00± 0.00e−06 1.96± 12.10e−04 3.20± 25.00e−04 2.88± 11.60e+00

2 4.00± 0.00e−06 2.34± 12.90e−04 3.57± 20.60e−04 3.25± 12.40e+00

3 4.00± 0.00e−06 1.68± 7.48e−04 6.36± 53.60e−04 2.61± 7.19e+00

4 5.47± 46.60e−06 1.99± 8.86e−04 9.67± 64.00e−04 3.28± 14.70e+00

ts-K-means

5
1 4.00± 0.00e−06 1.69± 11.40e−04 5.33± 81.20e−04 2.63± 11.00e+00

2 4.00± 0.00e−06 1.82± 8.66e−04 3.06± 38.90e−04 2.75± 8.33e+00

3 4.00± 0.00e−06 1.04± 0.00e−04 2.92± 51.10e−04 2.00± 0.01e+00

4 4.00± 0.00e−06 1.04± 0.00e−04 3.30± 43.00e−04 2.00± 0.00e+00

10
1 1.20± 25.30e−05 1.95± 13.60e−04 2.14± 14.10e−04 4.87± 64.50e+00

2 1.84± 45.50e−05 1.42± 5.32e−04 2.76± 27.20e−04 5.96± 114.00e+00

3 4.00± 0.00e−06 1.37± 6.92e−04 4.86± 55.40e−04 2.31± 6.65e+00

4 4.00± 0.00e−06 1.69± 9.28e−04 8.83± 66.40e−04 2.62± 8.93e+00

15
1 4.00± 0.00e−06 2.20± 12.50e−04 4.18± 43.10e−04 3.12± 12.10e+00

2 4.00± 0.00e−06 2.26± 17.30e−04 2.71± 19.10e−04 3.17± 16.60e+00

3 4.00± 0.00e−06 1.92± 12.50e−04 2.77± 20.00e−04 2.85± 12.00e+00

4 4.00± 0.00e−06 1.81± 10.10e−04 5.32± 41.00e−04 2.74± 9.67e+00

DBSCAN ∅
1 4.00± 0.00e−06 2.29± 13.30e−04 2.33± 13.30e−04 3.20± 12.80e+00

2 4.00± 0.00e−06 1.85± 8.90e−04 2.19± 24.20e−03 2.79± 8.55e+00

3 4.00± 0.00e−06 2.01± 7.42e−04 1.82± 18.60e−03 2.94± 7.14e+00

4 4.00± 0.00e−06 2.10± 15.70e−04 8.64± 118.00e−04 3.02± 15.10e+00

MC ∅ ∅ 4.00± 0.00e−06 2.82± 18.70e−04 2.86± 18.70e−04 3.71± 18.00e+00

Tableau A.11 – Résultats issus du jeu de paramètres no 3 des erreurs pour les
solutions S1, S2, S3 et S du modèle de proies prédateurs.
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N méthode k m Err′(S1) Err′(S2) Err′(S3) Err′(S)

50

K-means

5
1 nan 1.22± 1.15e−02 1.92± 13.90e−04 nan

2 nan 4.01± 3.46e−03 1.82± 7.15e−04 nan

3 nan 7.26± 0.00e−03 1.15± 2.26e−04 nan

4 nan 8.90± 0.00e−03 1.37± 6.90e−04 nan

10
1 1.60± 0.00e−02 1.19± 0.71e−02 2.26± 14.00e−04 nan

2 2.40± 0.00e−03 6.81± 8.77e−03 2.40± 15.00e−04 nan

3 nan 7.12± 6.37e−03 1.65± 8.29e−04 nan

4 nan 7.13± 6.54e−03 2.45± 14.80e−04 nan

15
1 nan 1.32± 0.77e−02 2.13± 14.40e−04 nan

2 nan 6.82± 4.64e−03 3.32± 16.90e−04 nan

3 nan 3.05± 1.87e−03 2.63± 16.30e−04 nan

4 3.33± 0.00e−03 4.09± 3.84e−03 4.34± 33.60e−04 nan

K-medoids

5
1 nan 9.17± 9.35e−03 2.08± 13.60e−04 nan

2 nan 2.96± 2.62e−03 1.54± 4.87e−04 nan

3 nan nan 1.08± 0.00e−04 nan

4 nan 3.96± 3.73e−03 1.35± 4.48e−04 nan

10
1 nan 1.06± 0.53e−02 2.96± 15.60e−04 nan

2 nan 6.11± 5.79e−03 2.10± 10.80e−04 nan

3 nan 5.37± 5.39e−03 2.08± 10.30e−04 nan

4 nan 8.21± 14.70e−03 2.62± 23.10e−04 nan

15
1 nan 1.20± 0.66e−02 2.98± 17.10e−04 nan

2 nan 9.42± 5.14e−03 2.01± 10.60e−04 nan

3 nan 5.54± 6.33e−03 2.11± 11.40e−04 nan

4 nan 6.99± 7.70e−03 2.45± 14.50e−04 nan

agglomerative

5
1 nan 1.71± 1.18e−02 7.33± 90.20e−04 nan

2 7.96± 0.00e−04 3.15± 3.69e−03 5.32± 82.60e−04 nan

3 nan 2.30± 0.00e−03 1.63± 18.00e−03 nan

4 nan 4.57± 2.51e−03 1.42± 13.30e−03 nan

10
1 nan 1.04± 0.69e−02 4.10± 47.30e−04 nan

2 nan 4.22± 2.18e−03 6.65± 66.90e−04 nan

3 nan 4.66± 3.19e−03 1.07± 9.50e−03 nan

4 nan 7.39± 9.06e−03 1.42± 9.75e−03 nan

15
1 nan 1.32± 0.62e−02 3.20± 25.00e−04 nan

2 nan 9.38± 5.76e−03 3.57± 20.60e−04 nan

3 nan 5.89± 4.22e−03 6.36± 53.60e−04 nan

4 1.48± 0.00e−03 4.23± 4.19e−03 9.67± 64.00e−04 3.83± 0.00e+02

ts-K-means

5
1 nan 1.64± 0.79e−02 5.33± 81.20e−04 nan

2 nan 7.22± 4.26e−03 3.06± 38.90e−04 nan

3 nan nan 2.92± 51.10e−04 nan

4 nan nan 3.30± 43.00e−04 nan

10
1 8.00± 0.00e−03 1.52± 0.91e−02 2.14± 14.10e−04 nan

2 1.44± 0.00e−02 4.80± 3.68e−03 2.76± 27.20e−04 nan

3 nan 8.26± 7.31e−03 4.86± 55.40e−04 nan

4 nan 8.22± 6.51e−03 8.83± 66.40e−04 nan

15
1 nan 1.30± 0.30e−02 4.18± 43.10e−04 nan

2 nan 1.23± 1.23e−02 2.71± 19.10e−04 nan

3 nan 9.91± 8.86e−03 2.77± 20.00e−04 nan

4 nan 7.06± 6.64e−03 5.32± 41.00e−04 nan

DBSCAN ∅
1 nan 1.26± 0.49e−02 2.33± 13.30e−04 nan

2 nan 5.92± 4.81e−03 2.19± 24.20e−03 nan

3 nan 4.16± 2.63e−03 1.82± 18.60e−03 nan

4 nan 5.42± 9.80e−03 8.64± 118.00e−04 nan

MC ∅ ∅ nan 1.99± 0.00e−02 2.86± 18.70e−04 nan

Tableau A.12 – Résultats issus du jeu de paramètres no 3 des erreurs sans échec
pour les solutions S1, S2, S3 et S du modèle de proies prédateurs.
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AnnexeB
Résultats du modèle de virus

B.1 Paramétrage de référence

N méthode k m B(S1) B(S2) B(S)

50

K-means

5
1 0.066 1.000 0.066
2 0.073 1.000 0.073
3 0.048 1.000 0.048
4 0.027 1.000 0.027

10
1 0.139 1.000 0.139
2 0.146 1.000 0.146
3 0.135 1.000 0.135
4 0.134 1.000 0.134

15
1 0.156 1.000 0.156
2 0.203 1.000 0.203
3 0.209 1.000 0.209
4 0.192 1.000 0.192

K-medoids

5
1 0.092 1.000 0.092
2 0.121 1.000 0.121
3 0.087 1.000 0.087
4 0.078 1.000 0.078

10
1 0.167 1.000 0.167
2 0.211 1.000 0.211
3 0.193 1.000 0.193
4 0.227 1.000 0.227

15
1 0.175 1.000 0.175
2 0.245 1.000 0.245
3 0.252 1.000 0.252
4 0.257 1.000 0.257

agglomerative

5
1 0.064 1.000 0.064
2 0.076 1.000 0.076
3 0.045 1.000 0.045
4 0.034 1.000 0.034

10
1 0.118 1.000 0.118
2 0.141 1.000 0.141
3 0.141 1.000 0.141
4 0.130 1.000 0.130

15
1 0.183 1.000 0.183
2 0.197 1.000 0.197
3 0.207 1.000 0.207
4 0.219 1.000 0.219
1 0.230 1.000 0.230
2 0.245 1.000 0.245
3 0.285 1.000 0.285
4 0.300 1.000 0.300

MC ∅ ∅ 0.117 1.000 0.117

Tableau B.1 – Résultats issus du jeu de paramètres de base des taux de détection
pour les solutions S1, S2 et S du modèle de virus
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N méthode k m Err(S1) Err(S2) Err(S)

50

K-means

5
1 3.19± 4.05e−03 3.19± 4.05e−03 1.27± 1.61e+00

2 3.26± 3.72e−03 3.26± 3.72e−03 1.29± 1.48e+00

3 2.83± 2.38e−03 2.83± 2.38e−03 1.13± 0.95e+00

4 2.86± 3.47e−03 2.86± 3.47e−03 1.14± 1.38e+00

10
1 3.80± 4.55e−03 3.80± 4.55e−03 1.51± 1.81e+00

2 3.90± 5.47e−03 3.90± 5.47e−03 1.55± 2.17e+00

3 3.71± 5.66e−03 3.71± 5.66e−03 1.47± 2.25e+00

4 3.45± 4.40e−03 3.45± 4.40e−03 1.37± 1.75e+00

15
1 4.18± 5.43e−03 4.18± 5.43e−03 1.66± 2.16e+00

2 4.61± 6.57e−03 4.61± 6.57e−03 1.83± 2.61e+00

3 4.38± 7.24e−03 4.38± 7.24e−03 1.74± 2.88e+00

4 4.16± 7.23e−03 4.16± 7.23e−03 1.65± 2.87e+00

K-medoids

5
1 3.28± 3.66e−03 3.28± 3.66e−03 1.30± 1.45e+00

2 3.56± 4.96e−03 3.56± 4.96e−03 1.41± 1.97e+00

3 3.20± 4.27e−03 3.20± 4.27e−03 1.27± 1.69e+00

4 3.16± 4.88e−03 3.16± 4.88e−03 1.26± 1.94e+00

10
1 4.38± 6.19e−03 4.38± 6.19e−03 1.74± 2.46e+00

2 4.31± 6.59e−03 4.31± 6.59e−03 1.71± 2.62e+00

3 4.17± 6.96e−03 4.17± 6.96e−03 1.65± 2.77e+00

4 4.93± 11.10e−03 4.93± 11.10e−03 1.96± 4.41e+00

15
1 4.43± 6.05e−03 4.43± 6.05e−03 1.76± 2.40e+00

2 5.06± 7.93e−03 5.06± 7.93e−03 2.01± 3.15e+00

3 5.00± 9.47e−03 5.00± 9.47e−03 1.99± 3.76e+00

4 5.37± 10.40e−03 5.37± 10.40e−03 2.13± 4.15e+00

agglomerative

5
1 3.11± 3.65e−03 3.11± 3.65e−03 1.24± 1.45e+00

2 3.27± 4.20e−03 3.27± 4.20e−03 1.30± 1.67e+00

3 2.84± 2.37e−03 2.84± 2.37e−03 1.13± 0.94e+00

4 2.80± 2.41e−03 2.80± 2.41e−03 1.11± 0.96e+00

10
1 3.71± 4.63e−03 3.71± 4.63e−03 1.47± 1.84e+00

2 3.64± 4.84e−03 3.64± 4.84e−03 1.45± 1.92e+00

3 3.59± 5.04e−03 3.59± 5.04e−03 1.43± 2.00e+00

4 3.49± 5.12e−03 3.49± 5.12e−03 1.39± 2.03e+00

15
1 4.43± 5.87e−03 4.43± 5.87e−03 1.76± 2.33e+00

2 4.65± 7.69e−03 4.65± 7.69e−03 1.85± 3.05e+00

3 4.50± 6.48e−03 4.50± 6.48e−03 1.79± 2.58e+00

4 4.04± 6.64e−03 4.04± 6.64e−03 1.60± 2.64e+00

DBSCAN ∅
1 5.10± 7.82e−03 5.10± 7.82e−03 2.03± 3.11e+00

2 4.82± 8.77e−03 4.82± 8.77e−03 1.92± 3.48e+00

3 4.80± 10.00e−03 4.80± 10.00e−03 1.91± 3.97e+00

4 4.80± 9.85e−03 4.80± 9.85e−03 1.91± 3.91e+00

MC ∅ ∅ 4.41± 5.44e−03 4.41± 5.44e−03 1.75± 2.16e+00

Tableau B.2 – Résultats issus du jeu de paramètres de base des erreurs pour les
solutions S1, S2 et S du modèle de virus
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N méthode k m Err′(S1) Err′(S2) Err′(S)

50

K-means

5
1 1.26± 1.24e−02 3.19± 4.05e−03 4.99± 4.94e+00

2 1.26± 0.98e−02 3.26± 3.72e−03 4.99± 3.90e+00

3 8.99± 8.86e−03 2.83± 2.38e−03 3.57± 3.52e+00

4 1.51± 1.71e−02 2.86± 3.47e−03 5.99± 6.80e+00

10
1 1.17± 0.87e−02 3.80± 4.55e−03 4.64± 3.47e+00

2 1.19± 1.14e−02 3.90± 5.47e−03 4.74± 4.52e+00

3 1.13± 1.31e−02 3.71± 5.66e−03 4.48± 5.19e+00

4 9.42± 10.20e−03 3.45± 4.40e−03 3.74± 4.04e+00

15
1 1.31± 0.97e−02 4.18± 5.43e−03 5.21± 3.86e+00

2 1.28± 1.13e−02 4.61± 6.57e−03 5.09± 4.50e+00

3 1.14± 1.37e−02 4.38± 7.24e−03 4.52± 5.46e+00

4 1.10± 1.46e−02 4.16± 7.23e−03 4.38± 5.81e+00

K-medoids

5
1 1.07± 0.92e−02 3.28± 3.66e−03 4.26± 3.65e+00

2 1.11± 1.18e−02 3.56± 4.96e−03 4.39± 4.69e+00

3 1.03± 1.24e−02 3.20± 4.27e−03 4.07± 4.94e+00

4 1.07± 1.56e−02 3.16± 4.88e−03 4.25± 6.20e+00

10
1 1.36± 1.12e−02 4.38± 6.19e−03 5.42± 4.46e+00

2 1.10± 1.22e−02 4.31± 6.59e−03 4.36± 4.85e+00

3 1.10± 1.39e−02 4.17± 6.96e−03 4.38± 5.51e+00

4 1.31± 2.13e−02 4.93± 11.10e−03 5.22± 8.48e+00

15
1 1.34± 1.05e−02 4.43± 6.05e−03 5.34± 4.19e+00

2 1.29± 1.33e−02 5.06± 7.93e−03 5.11± 5.27e+00

3 1.24± 1.68e−02 5.00± 9.47e−03 4.91± 6.69e+00

4 1.36± 1.83e−02 5.37± 10.40e−03 5.40± 7.25e+00

agglomerative

5
1 1.17± 1.14e−02 3.11± 3.65e−03 4.64± 4.53e+00

2 1.23± 1.20e−02 3.27± 4.20e−03 4.88± 4.75e+00

3 9.59± 8.75e−03 2.84± 2.37e−03 3.81± 3.48e+00

4 1.05± 1.04e−02 2.80± 2.41e−03 4.19± 4.12e+00

10
1 1.25± 0.97e−02 3.71± 4.63e−03 4.98± 3.83e+00

2 1.05± 1.06e−02 3.64± 4.84e−03 4.16± 4.20e+00

3 1.01± 1.14e−02 3.59± 5.04e−03 4.01± 4.55e+00

4 9.93± 12.40e−03 3.49± 5.12e−03 3.94± 4.92e+00

15
1 1.29± 1.00e−02 4.43± 5.87e−03 5.13± 3.96e+00

2 1.33± 1.44e−02 4.65± 7.69e−03 5.28± 5.72e+00

3 1.21± 1.14e−02 4.50± 6.48e−03 4.79± 4.54e+00

4 9.42± 12.80e−03 4.04± 6.64e−03 3.74± 5.08e+00

DBSCAN ∅
1 1.37± 1.30e−02 5.10± 7.82e−03 5.46± 5.17e+00

2 1.19± 1.57e−02 4.82± 8.77e−03 4.73± 6.25e+00

3 1.05± 1.75e−02 4.80± 10.00e−03 4.18± 6.93e+00

4 1.01± 1.68e−02 4.80± 9.85e−03 4.01± 6.68e+00

MC ∅ ∅ 1.87± 0.47e−02 4.41± 5.44e−03 7.42± 1.88e+00

Tableau B.3 – Résultats issus du jeu de paramètres de base des erreurs sans
échec pour les solutions S1, S2 et S du modèle de virus
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B.2 Jeu de paramètres no 1

N méthode k m B(S1) B(S2) B(S)

50

K-means

5

1 1.000 0.004 0.004
2 1.000 0.013 0.013
3 1.000 0.015 0.015
4 1.000 0.028 0.028
9 1.000 0.566 0.566

24 1.000 0.977 0.977

10

1 1.000 0.011 0.011
2 1.000 0.006 0.006
3 1.000 0.011 0.011
4 1.000 0.028 0.028
9 1.000 0.617 0.617

24 1.000 0.999 0.999

15

1 1.000 0.008 0.008
2 1.000 0.006 0.006
3 1.000 0.014 0.014
4 1.000 0.038 0.038
9 1.000 0.601 0.601

24 1.000 0.999 0.999

K-medoids

5

1 1.000 0.005 0.005
2 1.000 0.003 0.003
3 1.000 0.008 0.008
4 1.000 0.014 0.014
9 1.000 0.414 0.414

24 1.000 0.947 0.947

10

1 1.000 0.004 0.004
2 1.000 0.004 0.004
3 1.000 0.010 0.010
4 1.000 0.011 0.011
9 1.000 0.468 0.468

24 1.000 0.988 0.988

15

1 1.000 0.007 0.007
2 1.000 0.002 0.002
3 1.000 0.005 0.005
4 1.000 0.013 0.013
9 1.000 0.480 0.480

24 1.000 0.991 0.991

agglomerative

5

1 1.000 0.007 0.007
2 1.000 0.000 0.000
3 1.000 0.005 0.005
4 1.000 0.009 0.009
9 1.000 0.402 0.402

24 1.000 0.978 0.978

10

1 1.000 0.003 0.003
2 1.000 0.000 0.000
3 1.000 0.002 0.002
4 1.000 0.018 0.018
9 1.000 0.458 0.458

24 1.000 0.998 0.998

15

1 1.000 0.003 0.003
2 1.000 0.001 0.001
3 1.000 0.001 0.001
4 1.000 0.015 0.015
9 1.000 0.465 0.465

24 1.000 1.000 1.000

DBSCAN ∅

1 1.000 0.004 0.004
2 1.000 0.003 0.003
3 1.000 0.005 0.005
4 1.000 0.021 0.021
9 1.000 0.441 0.441

24 1.000 0.995 0.995
MC ∅ ∅ 1.000 0.222 0.222

Tableau B.4 – Résultats issus du jeu de paramètres no 1 des taux de détection
pour les solutions S1, S2 et S du modèle de virus
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N méthode k m Err(S1) Err(S2) Err(S)

50

K-means

5

1 5.71± 0.03e−03 5.71± 0.03e−03 1.01± 0.00e+00

2 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

10

1 5.71± 0.07e−03 5.71± 0.07e−03 1.00± 0.01e+00

2 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

15

1 5.71± 0.05e−03 5.71± 0.05e−03 1.01± 0.01e+00

2 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

K-medoids

5

1 5.71± 0.08e−03 5.71± 0.08e−03 1.00± 0.01e+00

2 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

10

1 5.71± 0.06e−03 5.71± 0.06e−03 1.01± 0.01e+00

2 5.72± 0.01e−03 5.72± 0.01e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

15

1 5.71± 0.08e−03 5.71± 0.08e−03 1.00± 0.01e+00

2 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

agglomerative

5

1 5.71± 0.09e−03 5.71± 0.09e−03 1.00± 0.02e+00

2 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

10

1 5.71± 0.04e−03 5.71± 0.04e−03 1.01± 0.01e+00

2 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

15

1 5.71± 0.06e−03 5.71± 0.06e−03 1.01± 0.01e+00

2 5.72± 0.01e−03 5.72± 0.01e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

DBSCAN ∅

1 5.71± 0.06e−03 5.71± 0.06e−03 1.01± 0.01e+00

2 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

3 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

4 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

MC ∅ ∅ 8.26± 5.93e−03 8.26± 5.93e−03 1.45± 1.04e+00

Tableau B.5 – Résultats issus du jeu de paramètres no 1 des erreurs pour les
solutions S1, S2 et S du modèle de virus
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N méthode k m Err′(S1) Err′(S2) Err′(S)

50

K-means

5

1 5.71± 0.03e−03 5.31± 0.00e−03 9.34± 0.00e−01

2 5.72± 0.00e−03 5.70± 0.01e−03 1.00± 0.00e+00

3 5.72± 0.00e−03 5.71± 0.01e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

10

1 5.71± 0.07e−03 5.08± 0.27e−03 8.94± 0.48e−01

2 5.72± 0.00e−03 5.70± 0.01e−03 1.00± 0.00e+00

3 5.72± 0.00e−03 5.71± 0.01e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

15

1 5.71± 0.05e−03 5.21± 0.18e−03 9.16± 0.31e−01

2 5.72± 0.00e−03 5.69± 0.01e−03 1.00± 0.00e+00

3 5.72± 0.00e−03 5.71± 0.01e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

K-medoids

5

1 5.71± 0.08e−03 4.62± 0.28e−03 8.13± 0.49e−01

2 5.72± 0.00e−03 5.66± 0.01e−03 9.97± 0.01e−01

3 5.72± 0.00e−03 5.69± 0.02e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.01e−03 1.00± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

10

1 5.71± 0.06e−03 4.73± 0.19e−03 8.32± 0.33e−01

2 5.72± 0.01e−03 5.64± 0.04e−03 9.92± 0.06e−01

3 5.72± 0.00e−03 5.70± 0.01e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.00e−03 1.00± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

15

1 5.71± 0.08e−03 4.80± 0.28e−03 8.45± 0.49e−01

2 5.72± 0.00e−03 5.65± 0.00e−03 9.95± 0.00e−01

3 5.72± 0.00e−03 5.70± 0.01e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

agglomerative

5

1 5.71± 0.09e−03 4.63± 0.29e−03 8.15± 0.52e−01

2 5.72± 0.00e−03 nan nan

3 5.72± 0.00e−03 5.71± 0.01e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.00e−03 1.01± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

10

1 5.71± 0.04e−03 4.92± 0.00e−03 8.65± 0.00e−01

2 5.72± 0.00e−03 nan nan

3 5.72± 0.00e−03 5.71± 0.00e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.01e−03 1.00± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

15

1 5.71± 0.06e−03 4.63± 0.41e−03 8.14± 0.72e−01

2 5.72± 0.01e−03 5.47± 0.00e−03 9.62± 0.00e−01

3 5.72± 0.00e−03 5.68± 0.00e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.01e−03 1.00± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

DBSCAN ∅

1 5.71± 0.06e−03 4.82± 0.16e−03 8.48± 0.29e−01

2 5.72± 0.00e−03 5.68± 0.01e−03 9.99± 0.01e−01

3 5.72± 0.00e−03 5.69± 0.01e−03 1.00± 0.00e+00

4 5.72± 0.00e−03 5.71± 0.01e−03 1.00± 0.00e+00

9 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

24 5.72± 0.00e−03 5.72± 0.00e−03 1.01± 0.00e+00

MC ∅ ∅ 8.26± 5.93e−03 1.72± 0.75e−02 3.02± 1.32e+00

Tableau B.6 – Résultats issus du jeu de paramètres no 1 des erreurs sans échec
pour les solutions S1, S2 et S du modèle de virus
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B.3 Jeu de paramètres no 2

N méthode k m B(S1) B(S2) B(S)

50

K-means

5
1 1.000 0.913 0.913
2 1.000 0.756 0.756
3 1.000 0.930 0.930
4 1.000 0.980 0.980

10
1 1.000 0.926 0.926
2 1.000 0.800 0.800
3 1.000 0.936 0.936
4 1.000 0.989 0.989

15
1 1.000 0.913 0.913
2 1.000 0.805 0.805
3 1.000 0.957 0.957
4 1.000 0.990 0.990

K-medoids

5
1 1.000 0.863 0.863
2 1.000 0.688 0.688
3 1.000 0.885 0.885
4 1.000 0.960 0.960

10
1 1.000 0.899 0.899
2 1.000 0.771 0.771
3 1.000 0.927 0.927
4 1.000 0.987 0.987

15
1 1.000 0.885 0.885
2 1.000 0.794 0.794
3 1.000 0.912 0.912
4 1.000 0.985 0.985

agglomerative

5
1 1.000 0.857 0.857
2 1.000 0.681 0.681
3 1.000 0.851 0.851
4 1.000 0.971 0.971

10
1 1.000 0.905 0.905
2 1.000 0.756 0.756
3 1.000 0.929 0.929
4 1.000 0.984 0.984

15
1 1.000 0.896 0.896
2 1.000 0.781 0.781
3 1.000 0.928 0.928
4 1.000 0.979 0.979

DBSCAN ∅
1 1.000 0.890 0.890
2 1.000 0.814 0.814
3 1.000 0.951 0.951
4 1.000 0.982 0.982

MC ∅ ∅ 1.000 0.746 0.746

Tableau B.7 – Résultats issus du jeu de paramètres no 2 des taux de détection
pour les solutions S1, S2 et S du modèle de virus
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N méthode k m Err(S1) Err(S2) Err(S)

50

K-means

5
1 2.11± 0.59e−02 2.11± 0.59e−02 7.66± 2.13e−01

2 2.39± 0.55e−02 2.39± 0.55e−02 8.66± 2.02e−01

3 2.43± 0.42e−02 2.43± 0.42e−02 8.83± 1.51e−01

4 2.40± 0.44e−02 2.40± 0.44e−02 8.71± 1.61e−01

10
1 2.13± 0.54e−02 2.13± 0.54e−02 7.72± 1.97e−01

2 2.37± 0.52e−02 2.37± 0.52e−02 8.62± 1.90e−01

3 2.41± 0.43e−02 2.41± 0.43e−02 8.73± 1.57e−01

4 2.39± 0.37e−02 2.39± 0.37e−02 8.68± 1.35e−01

15
1 2.12± 0.57e−02 2.12± 0.57e−02 7.69± 2.06e−01

2 2.36± 0.51e−02 2.36± 0.51e−02 8.57± 1.87e−01

3 2.40± 0.40e−02 2.40± 0.40e−02 8.72± 1.47e−01

4 2.35± 0.41e−02 2.35± 0.41e−02 8.54± 1.50e−01

K-medoids

5
1 2.15± 0.60e−02 2.15± 0.60e−02 7.80± 2.18e−01

2 2.42± 0.55e−02 2.42± 0.55e−02 8.78± 1.98e−01

3 2.39± 0.49e−02 2.39± 0.49e−02 8.66± 1.76e−01

4 2.41± 0.47e−02 2.41± 0.47e−02 8.76± 1.69e−01

10
1 2.12± 0.60e−02 2.12± 0.60e−02 7.70± 2.18e−01

2 2.38± 0.51e−02 2.38± 0.51e−02 8.65± 1.85e−01

3 2.42± 0.42e−02 2.42± 0.42e−02 8.79± 1.52e−01

4 2.40± 0.40e−02 2.40± 0.40e−02 8.70± 1.45e−01

15
1 2.11± 0.58e−02 2.11± 0.58e−02 7.67± 2.12e−01

2 2.35± 0.51e−02 2.35± 0.51e−02 8.53± 1.86e−01

3 2.40± 0.47e−02 2.40± 0.47e−02 8.70± 1.69e−01

4 2.39± 0.40e−02 2.39± 0.40e−02 8.69± 1.47e−01

agglomerative

5
1 2.19± 0.57e−02 2.19± 0.57e−02 7.96± 2.07e−01

2 2.39± 0.56e−02 2.39± 0.56e−02 8.67± 2.03e−01

3 2.42± 0.47e−02 2.42± 0.47e−02 8.78± 1.70e−01

4 2.43± 0.45e−02 2.43± 0.45e−02 8.81± 1.62e−01

10
1 2.11± 0.59e−02 2.11± 0.59e−02 7.64± 2.15e−01

2 2.36± 0.53e−02 2.36± 0.53e−02 8.57± 1.91e−01

3 2.40± 0.42e−02 2.40± 0.42e−02 8.71± 1.53e−01

4 2.38± 0.42e−02 2.38± 0.42e−02 8.64± 1.51e−01

15
1 2.12± 0.59e−02 2.12± 0.59e−02 7.69± 2.13e−01

2 2.37± 0.51e−02 2.37± 0.51e−02 8.58± 1.84e−01

3 2.39± 0.43e−02 2.39± 0.43e−02 8.67± 1.55e−01

4 2.39± 0.39e−02 2.39± 0.39e−02 8.66± 1.41e−01

DBSCAN ∅
1 2.12± 0.57e−02 2.12± 0.57e−02 7.70± 2.08e−01

2 2.36± 0.49e−02 2.36± 0.49e−02 8.56± 1.77e−01

3 2.37± 0.46e−02 2.37± 0.46e−02 8.61± 1.67e−01

4 2.40± 0.43e−02 2.40± 0.43e−02 8.71± 1.56e−01

MC ∅ ∅ 1.92± 1.31e−02 1.92± 1.31e−02 6.95± 4.76e−01

Tableau B.8 – Résultats issus du jeu de paramètres no 2 des erreurs pour les
solutions S1, S2 et S du modèle de virus



B.3. Jeu de paramètres no 2 131

N méthode k m Err′(S1) Err′(S2) Err′(S)

50

K-means

5
1 2.11± 0.59e−02 2.04± 0.57e−02 7.41± 2.05e−01

2 2.39± 0.55e−02 2.24± 0.57e−02 8.13± 2.06e−01

3 2.43± 0.42e−02 2.40± 0.42e−02 8.72± 1.50e−01

4 2.40± 0.44e−02 2.39± 0.44e−02 8.67± 1.61e−01

10
1 2.13± 0.54e−02 2.07± 0.53e−02 7.52± 1.91e−01

2 2.37± 0.52e−02 2.26± 0.53e−02 8.20± 1.91e−01

3 2.41± 0.43e−02 2.38± 0.43e−02 8.62± 1.56e−01

4 2.39± 0.37e−02 2.39± 0.37e−02 8.66± 1.34e−01

15
1 2.12± 0.57e−02 2.05± 0.55e−02 7.44± 1.98e−01

2 2.36± 0.51e−02 2.25± 0.51e−02 8.16± 1.85e−01

3 2.40± 0.40e−02 2.38± 0.40e−02 8.65± 1.46e−01

4 2.35± 0.41e−02 2.35± 0.41e−02 8.53± 1.50e−01

K-medoids

5
1 2.15± 0.60e−02 2.04± 0.57e−02 7.41± 2.09e−01

2 2.42± 0.55e−02 2.23± 0.57e−02 8.09± 2.05e−01

3 2.39± 0.49e−02 2.33± 0.49e−02 8.44± 1.76e−01

4 2.41± 0.47e−02 2.40± 0.47e−02 8.69± 1.69e−01

10
1 2.12± 0.60e−02 2.04± 0.58e−02 7.41± 2.11e−01

2 2.38± 0.51e−02 2.25± 0.51e−02 8.16± 1.84e−01

3 2.42± 0.42e−02 2.39± 0.42e−02 8.67± 1.52e−01

4 2.40± 0.40e−02 2.39± 0.40e−02 8.68± 1.44e−01

15
1 2.11± 0.58e−02 2.02± 0.56e−02 7.33± 2.02e−01

2 2.35± 0.51e−02 2.22± 0.50e−02 8.07± 1.82e−01

3 2.40± 0.47e−02 2.36± 0.47e−02 8.55± 1.69e−01

4 2.39± 0.40e−02 2.39± 0.40e−02 8.66± 1.47e−01

agglomerative

5
1 2.19± 0.57e−02 2.09± 0.55e−02 7.57± 1.98e−01

2 2.39± 0.56e−02 2.18± 0.57e−02 7.91± 2.06e−01

3 2.42± 0.47e−02 2.35± 0.47e−02 8.51± 1.71e−01

4 2.43± 0.45e−02 2.41± 0.45e−02 8.76± 1.62e−01

10
1 2.11± 0.59e−02 2.03± 0.57e−02 7.36± 2.07e−01

2 2.36± 0.53e−02 2.21± 0.52e−02 8.01± 1.88e−01

3 2.40± 0.42e−02 2.37± 0.42e−02 8.59± 1.52e−01

4 2.38± 0.42e−02 2.37± 0.42e−02 8.61± 1.51e−01

15
1 2.12± 0.59e−02 2.04± 0.57e−02 7.39± 2.05e−01

2 2.37± 0.51e−02 2.23± 0.50e−02 8.10± 1.81e−01

3 2.39± 0.43e−02 2.36± 0.42e−02 8.55± 1.54e−01

4 2.39± 0.39e−02 2.38± 0.39e−02 8.62± 1.41e−01

DBSCAN ∅
1 2.12± 0.57e−02 2.03± 0.55e−02 7.38± 1.98e−01

2 2.36± 0.49e−02 2.25± 0.48e−02 8.17± 1.73e−01

3 2.37± 0.46e−02 2.35± 0.46e−02 8.52± 1.67e−01

4 2.40± 0.43e−02 2.39± 0.43e−02 8.68± 1.56e−01

MC ∅ ∅ 1.92± 1.31e−02 1.60± 1.38e−02 5.82± 5.02e−01

Tableau B.9 – Résultats issus du jeu de paramètres no 2 des erreurs sans échec
pour les solutions S1, S2 et S du modèle de virus
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B.4 Jeu de paramètres no 3

N méthode k m B(S1) B(S2) B(S)

50

K-means

5
1 0.152 1.000 0.152
2 0.116 1.000 0.116
3 0.095 1.000 0.095
4 0.092 1.000 0.092

10
1 0.231 1.000 0.231
2 0.271 1.000 0.271
3 0.295 1.000 0.295
4 0.255 1.000 0.255

15
1 0.204 1.000 0.204
2 0.319 1.000 0.319
3 0.297 1.000 0.297
4 0.319 1.000 0.319

K-medoids

5
1 0.182 1.000 0.182
2 0.141 1.000 0.141
3 0.127 1.000 0.127
4 0.124 1.000 0.124

10
1 0.200 1.000 0.200
2 0.237 1.000 0.237
3 0.249 1.000 0.249
4 0.273 1.000 0.273

15
1 0.211 1.000 0.211
2 0.240 1.000 0.240
3 0.288 1.000 0.288
4 0.316 1.000 0.316

agglomerative

5
1 0.160 1.000 0.160
2 0.140 1.000 0.140
3 0.110 1.000 0.110
4 0.101 1.000 0.101

10
1 0.242 1.000 0.242
2 0.261 1.000 0.261
3 0.266 1.000 0.266
4 0.251 1.000 0.251

15
1 0.225 1.000 0.225
2 0.267 1.000 0.267
3 0.275 1.000 0.275
4 0.324 1.000 0.324

DBSCAN ∅
1 0.212 1.000 0.212
2 0.282 1.000 0.282
3 0.334 1.000 0.334
4 0.347 1.000 0.347

MC ∅ ∅ 0.043 1.000 0.043

Tableau B.10 – Résultats issus du jeu de paramètres no 2 des taux de détection
pour les solutions S1, S2 et S du modèle de virus
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N méthode k m Err(S1) Err(S2) Err(S)

50

K-means

5
1 2.31± 5.20e−03 2.31± 5.20e−03 2.53± 5.71e+00

2 1.87± 4.94e−03 1.87± 4.94e−03 2.06± 5.43e+00

3 1.67± 4.90e−03 1.67± 4.90e−03 1.83± 5.37e+00

4 1.66± 4.61e−03 1.66± 4.61e−03 1.82± 5.06e+00

10
1 2.77± 5.34e−03 2.77± 5.34e−03 3.05± 5.86e+00

2 2.41± 4.55e−03 2.41± 4.55e−03 2.65± 4.99e+00

3 2.41± 4.95e−03 2.41± 4.95e−03 2.65± 5.43e+00

4 2.39± 5.25e−03 2.39± 5.25e−03 2.63± 5.77e+00

15
1 2.62± 4.39e−03 2.62± 4.39e−03 2.87± 4.82e+00

2 2.93± 4.99e−03 2.93± 4.99e−03 3.21± 5.47e+00

3 2.25± 3.74e−03 2.25± 3.74e−03 2.47± 4.10e+00

4 2.59± 4.97e−03 2.59± 4.97e−03 2.84± 5.45e+00

K-medoids

5
1 2.22± 4.40e−03 2.22± 4.40e−03 2.43± 4.83e+00

2 1.94± 4.76e−03 1.94± 4.76e−03 2.13± 5.23e+00

3 1.70± 3.56e−03 1.70± 3.56e−03 1.87± 3.90e+00

4 1.96± 5.28e−03 1.96± 5.28e−03 2.15± 5.80e+00

10
1 2.37± 4.39e−03 2.37± 4.39e−03 2.60± 4.82e+00

2 2.49± 5.37e−03 2.49± 5.37e−03 2.74± 5.90e+00

3 2.28± 5.12e−03 2.28± 5.12e−03 2.50± 5.62e+00

4 2.87± 7.54e−03 2.87± 7.54e−03 3.15± 8.28e+00

15
1 3.02± 5.58e−03 3.02± 5.58e−03 3.32± 6.13e+00

2 2.18± 3.51e−03 2.18± 3.51e−03 2.39± 3.85e+00

3 2.42± 4.94e−03 2.42± 4.94e−03 2.66± 5.43e+00

4 2.71± 5.59e−03 2.71± 5.59e−03 2.98± 6.14e+00

agglomerative

5
1 1.98± 3.48e−03 1.98± 3.48e−03 2.18± 3.82e+00

2 1.91± 4.76e−03 1.91± 4.76e−03 2.09± 5.22e+00

3 1.68± 3.56e−03 1.68± 3.56e−03 1.84± 3.91e+00

4 1.49± 3.30e−03 1.49± 3.30e−03 1.63± 3.62e+00

10
1 2.90± 4.82e−03 2.90± 4.82e−03 3.19± 5.29e+00

2 2.21± 3.88e−03 2.21± 3.88e−03 2.43± 4.26e+00

3 2.24± 4.56e−03 2.24± 4.56e−03 2.46± 5.00e+00

4 2.23± 4.91e−03 2.23± 4.91e−03 2.45± 5.38e+00

15
1 2.95± 4.70e−03 2.95± 4.70e−03 3.24± 5.15e+00

2 2.77± 5.81e−03 2.77± 5.81e−03 3.04± 6.37e+00

3 2.38± 4.05e−03 2.38± 4.05e−03 2.62± 4.45e+00

4 2.45± 4.48e−03 2.45± 4.48e−03 2.69± 4.92e+00

DBSCAN ∅
1 3.09± 4.94e−03 3.09± 4.94e−03 3.39± 5.42e+00

2 2.61± 3.91e−03 2.61± 3.91e−03 2.87± 4.29e+00

3 2.73± 5.18e−03 2.73± 5.18e−03 3.00± 5.69e+00

4 2.64± 5.72e−03 2.64± 5.72e−03 2.90± 6.27e+00

MC ∅ ∅ 1.75± 4.11e−03 1.75± 4.11e−03 1.92± 4.51e+00

Tableau B.11 – Résultats issus du jeu de paramètres no 3 des erreurs pour les
solutions S1, S2 et S du modèle de virus
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N méthode k m Err′(S1) Err′(S2) Err′(S)

50

K-means

5
1 1.01± 1.03e−02 2.31± 5.20e−03 1.11± 1.13e+01

2 9.21± 12.20e−03 1.87± 4.94e−03 1.01± 1.34e+01

3 8.84± 14.00e−03 1.67± 4.90e−03 9.70± 15.30e+00

4 9.02± 13.10e−03 1.66± 4.61e−03 9.90± 14.40e+00

10
1 8.98± 8.57e−03 2.77± 5.34e−03 9.85± 9.41e+00

2 6.44± 7.35e−03 2.41± 4.55e−03 7.07± 8.07e+00

3 6.00± 8.05e−03 2.41± 4.95e−03 6.58± 8.83e+00

4 6.73± 9.12e−03 2.39± 5.25e−03 7.38± 10.00e+00

15
1 9.27± 6.25e−03 2.62± 4.39e−03 1.02± 0.69e+01

2 7.23± 7.13e−03 2.93± 4.99e−03 7.94± 7.82e+00

3 5.41± 5.73e−03 2.25± 3.74e−03 5.94± 6.28e+00

4 6.16± 7.66e−03 2.59± 4.97e−03 6.76± 8.40e+00

K-medoids

5
1 8.08± 8.01e−03 2.22± 4.40e−03 8.86± 8.79e+00

2 8.20± 10.70e−03 1.94± 4.76e−03 9.00± 11.80e+00

3 7.11± 8.12e−03 1.70± 3.56e−03 7.80± 8.91e+00

4 9.38± 12.70e−03 1.96± 5.28e−03 1.03± 1.40e+01

10
1 8.19± 7.34e−03 2.37± 4.39e−03 8.99± 8.06e+00

2 7.58± 9.37e−03 2.49± 5.37e−03 8.32± 10.30e+00

3 6.40± 9.08e−03 2.28± 5.12e−03 7.03± 9.97e+00

4 8.09± 13.10e−03 2.87± 7.54e−03 8.88± 14.30e+00

15
1 1.09± 0.83e−02 3.02± 5.58e−03 1.20± 0.91e+01

2 6.18± 5.49e−03 2.18± 3.51e−03 6.79± 6.02e+00

3 6.14± 8.08e−03 2.42± 4.94e−03 6.74± 8.87e+00

4 6.61± 8.75e−03 2.71± 5.59e−03 7.25± 9.61e+00

agglomerative

5
1 7.59± 6.19e−03 1.98± 3.48e−03 8.33± 6.79e+00

2 8.00± 10.90e−03 1.91± 4.76e−03 8.78± 11.90e+00

3 7.84± 8.50e−03 1.68± 3.56e−03 8.60± 9.33e+00

4 6.62± 8.85e−03 1.49± 3.30e−03 7.26± 9.71e+00

10
1 9.12± 6.70e−03 2.90± 4.82e−03 1.00± 0.73e+01

2 5.90± 6.27e−03 2.21± 3.88e−03 6.48± 6.88e+00

3 5.91± 7.73e−03 2.24± 4.56e−03 6.48± 8.49e+00

4 6.17± 8.68e−03 2.23± 4.91e−03 6.77± 9.53e+00

15
1 9.95± 5.88e−03 2.95± 4.70e−03 1.09± 0.65e+01

2 7.90± 9.52e−03 2.77± 5.81e−03 8.67± 10.40e+00

3 6.28± 6.24e−03 2.38± 4.05e−03 6.89± 6.84e+00

4 5.65± 6.84e−03 2.45± 4.48e−03 6.20± 7.51e+00

DBSCAN ∅
1 1.12± 0.57e−02 3.09± 4.94e−03 1.23± 0.62e+01

2 6.96± 5.30e−03 2.61± 3.91e−03 7.64± 5.82e+00

3 6.36± 7.79e−03 2.73± 5.18e−03 6.98± 8.55e+00

4 5.90± 8.83e−03 2.64± 5.72e−03 6.48± 9.69e+00

MC ∅ ∅ 2.05± 0.51e−02 1.75± 4.11e−03 2.25± 0.56e+01

Tableau B.12 – Résultats issus du jeu de paramètres no 3 des erreurs sans échec
pour les solutions S1, S2 et S du modèle de virus
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Résultats du modèle de transport

N méthode k m B(S1) B(S2) B(S3) B(S4) B(S5) B(S6) B(S7) B(S8) B2(S)

50

K-means

5
1 0.272 0.008 0.204 0.078 0.010 0.018 0.063 0.267 0.224
2 0.244 0.010 0.176 0.071 0.018 0.015 0.053 0.247 0.207
3 0.259 0.013 0.161 0.043 0.010 0.015 0.048 0.270 0.186
4 0.242 0.008 0.194 0.058 0.015 0.015 0.065 0.214 0.186

10
1 0.254 0.004 0.194 0.076 0.014 0.018 0.074 0.296 0.236
2 0.202 0.014 0.154 0.092 0.008 0.034 0.084 0.500 0.282
3 0.176 0.020 0.120 0.090 0.006 0.048 0.114 0.552 0.294
4 0.134 0.010 0.066 0.112 0.012 0.062 0.088 0.620 0.266

15
1 0.284 0.012 0.178 0.054 0.004 0.014 0.064 0.256 0.208
2 0.332 0.012 0.232 0.056 0.010 0.026 0.066 0.382 0.300
3 0.314 0.010 0.196 0.060 0.010 0.034 0.056 0.492 0.316
4 0.290 0.010 0.190 0.068 0.008 0.032 0.064 0.556 0.336

K-medoids

5
1 0.224 0.013 0.141 0.083 0.020 0.028 0.063 0.332 0.214
2 0.174 0.015 0.103 0.126 0.018 0.035 0.113 0.474 0.275
3 0.118 0.015 0.076 0.096 0.008 0.081 0.121 0.539 0.244
4 0.103 0.010 0.083 0.083 0.018 0.068 0.088 0.637 0.257

10
1 0.156 0.012 0.114 0.110 0.016 0.028 0.088 0.376 0.224
2 0.124 0.014 0.078 0.100 0.018 0.050 0.110 0.490 0.240
3 0.086 0.024 0.072 0.138 0.020 0.058 0.148 0.714 0.362
4 0.064 0.016 0.064 0.146 0.018 0.058 0.178 0.739 0.351

15
1 0.274 0.004 0.228 0.086 0.006 0.010 0.074 0.278 0.230
2 0.312 0.012 0.234 0.056 0.006 0.020 0.044 0.320 0.276
3 0.314 0.016 0.246 0.066 0.006 0.040 0.064 0.404 0.312
4 0.334 0.012 0.266 0.056 0.010 0.022 0.050 0.480 0.318

agglomerative

5
1 0.275 0.000 0.179 0.060 0.003 0.018 0.053 0.297 0.199
2 0.214 0.018 0.151 0.068 0.015 0.018 0.096 0.315 0.232
3 0.254 0.005 0.156 0.060 0.008 0.033 0.058 0.290 0.212
4 0.179 0.008 0.161 0.083 0.020 0.018 0.073 0.275 0.181

10
1 0.228 0.006 0.160 0.076 0.016 0.012 0.080 0.314 0.218
2 0.218 0.014 0.126 0.084 0.014 0.038 0.088 0.456 0.258
3 0.148 0.002 0.104 0.104 0.008 0.030 0.080 0.474 0.206
4 0.148 0.016 0.096 0.092 0.014 0.050 0.124 0.560 0.270

15
1 0.262 0.016 0.198 0.078 0.002 0.016 0.084 0.276 0.226
2 0.322 0.010 0.230 0.072 0.002 0.020 0.056 0.376 0.270
3 0.298 0.004 0.214 0.056 0.014 0.030 0.068 0.422 0.284
4 0.304 0.012 0.262 0.064 0.014 0.038 0.068 0.536 0.380

DBSCAN ∅
1 0.284 0.008 0.202 0.048 0.016 0.036 0.080 0.432 0.302
2 0.320 0.006 0.244 0.040 0.016 0.046 0.046 0.580 0.372
3 0.346 0.004 0.260 0.042 0.012 0.054 0.044 0.618 0.430
4 0.380 0.008 0.262 0.050 0.004 0.070 0.024 0.606 0.416

MC ∅ ∅ 0.268 0.022 0.198 0.054 0.012 0.012 0.046 0.182 0.162

Tableau C.1 – Résultats des taux de détection pour les solutions S1, . . . ,S8 et S
du modèle de transport
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N méthode k m Err(S1) Err(S2) Err(S3) Err(S4)

50

K-means

5
1 1.13± 1.05e−02 2.96± 11.80e−04 8.72± 9.33e−03 1.80± 2.95e−03

2 1.36± 1.47e−02 2.69± 4.85e−04 1.04± 1.47e−02 1.61± 2.51e−03

3 1.52± 1.85e−02 3.06± 7.43e−04 9.93± 13.60e−03 1.58± 4.64e−03

4 1.72± 2.51e−02 2.31± 0.43e−04 1.35± 2.15e−02 1.47± 2.64e−03

10
1 1.25± 1.41e−02 3.31± 16.60e−04 9.02± 11.50e−03 1.93± 3.43e−03

2 1.39± 1.85e−02 4.21± 23.80e−04 9.95± 14.40e−03 1.59± 3.06e−03

3 1.43± 1.95e−02 5.65± 44.90e−04 1.13± 2.12e−02 1.85± 3.91e−03

4 1.53± 2.51e−02 3.07± 9.06e−04 8.86± 17.70e−03 1.65± 3.05e−03

15
1 9.66± 8.79e−03 5.10± 27.70e−04 7.20± 7.71e−03 2.02± 5.38e−03

2 9.63± 8.86e−03 3.99± 17.80e−04 7.22± 7.56e−03 2.07± 4.57e−03

3 9.28± 8.86e−03 4.87± 29.70e−04 6.89± 6.97e−03 2.25± 5.66e−03

4 8.93± 7.60e−03 4.85± 26.80e−04 7.04± 9.97e−03 2.61± 6.62e−03

K-medoids

5
1 1.26± 1.61e−02 3.39± 11.20e−04 9.66± 14.20e−03 1.65± 3.89e−03

2 1.52± 2.23e−02 3.02± 8.99e−04 9.35± 15.30e−03 2.08± 5.59e−03

3 1.44± 2.36e−02 2.69± 4.37e−04 9.41± 17.40e−03 1.52± 2.41e−03

4 1.37± 2.13e−02 5.54± 47.70e−04 1.08± 2.09e−02 1.69± 5.24e−03

10
1 1.13± 1.54e−02 3.35± 10.80e−04 8.98± 16.40e−03 2.13± 4.25e−03

2 1.28± 2.13e−02 3.71± 15.20e−04 1.04± 2.38e−02 1.92± 4.30e−03

3 1.35± 2.56e−02 5.34± 29.70e−04 1.02± 2.11e−02 2.42± 6.63e−03

4 1.23± 2.34e−02 3.39± 12.20e−04 1.12± 2.72e−02 3.49± 12.10e−03

15
1 9.16± 7.63e−03 2.90± 11.90e−04 8.12± 8.72e−03 2.73± 5.92e−03

2 1.00± 1.06e−02 4.63± 25.20e−04 7.87± 9.36e−03 2.37± 6.27e−03

3 9.73± 9.55e−03 5.72± 30.10e−04 7.30± 8.51e−03 2.47± 5.67e−03

4 9.33± 9.05e−03 6.75± 50.40e−04 7.24± 7.80e−03 2.22± 5.80e−03

agglomerative

5
1 1.21± 1.17e−02 2.29± 0.00e−04 8.40± 10.20e−03 1.84± 3.64e−03

2 1.30± 1.52e−02 5.59± 29.10e−04 9.01± 11.80e−03 1.80± 3.74e−03

3 1.59± 2.01e−02 2.83± 7.80e−04 9.71± 13.60e−03 1.62± 2.72e−03

4 1.29± 1.59e−02 3.15± 12.00e−04 1.14± 1.83e−02 1.34± 1.05e−03

10
1 1.12± 1.19e−02 3.86± 22.70e−04 8.29± 11.30e−03 1.92± 3.84e−03

2 1.36± 1.70e−02 3.28± 11.20e−04 9.94± 16.40e−03 1.96± 5.08e−03

3 1.35± 2.03e−02 2.40± 2.58e−04 9.85± 18.80e−03 1.78± 3.61e−03

4 1.73± 2.95e−02 5.48± 32.70e−04 1.12± 2.21e−02 1.82± 3.84e−03

15
1 9.64± 7.92e−03 6.21± 33.30e−04 7.67± 7.77e−03 2.57± 5.52e−03

2 9.60± 8.18e−03 5.07± 28.70e−04 7.39± 7.71e−03 2.65± 6.17e−03

3 1.00± 0.88e−02 3.95± 26.50e−04 7.17± 7.19e−03 2.26± 5.54e−03

4 9.78± 9.43e−03 5.40± 33.70e−04 7.43± 8.04e−03 2.60± 6.67e−03

DBSCAN ∅
1 1.07± 1.63e−02 4.21± 24.40e−04 7.19± 13.60e−03 2.23± 9.68e−03

2 8.56± 9.52e−03 4.18± 31.50e−04 7.22± 12.10e−03 2.45± 8.42e−03

3 9.10± 11.20e−03 4.45± 36.00e−04 6.95± 10.40e−03 2.62± 10.10e−03

4 9.12± 11.00e−03 5.25± 36.50e−04 7.12± 10.70e−03 2.67± 8.73e−03

MC ∅ ∅ 9.57± 6.35e−03 6.59± 28.70e−04 7.54± 6.70e−03 2.10± 4.00e−03

Tableau C.2 – Résultats des erreurs pour les solutions S1, . . . ,S4 du modèle de
transport
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N méthode k m Err(S5) Err(S6) Err(S7) Err(S8) Err(S)

50

K-means

5
1 3.36± 15.70e−04 3.81± 14.20e−04 2.16± 3.76e−03 5.41± 4.59e−03 1.26± 1.26e+01

2 4.07± 19.40e−04 3.18± 12.50e−04 1.75± 2.21e−03 4.66± 3.82e−03 1.26± 1.26e+01

3 2.49± 7.64e−04 2.83± 6.86e−04 1.80± 2.91e−03 4.28± 2.15e−03 1.18± 1.18e+01

4 2.65± 7.36e−04 2.70± 6.85e−04 1.65± 1.51e−03 4.25± 2.09e−03 1.24± 1.24e+01

10
1 3.19± 14.50e−04 4.65± 23.50e−04 1.89± 2.32e−03 4.89± 4.73e−03 1.31± 1.31e+01

2 3.02± 15.40e−04 3.18± 7.93e−04 2.03± 4.26e−03 4.48± 4.24e−03 1.28± 1.28e+01

3 2.47± 10.80e−04 3.14± 7.83e−04 2.05± 4.62e−03 4.14± 3.72e−03 1.36± 1.36e+01

4 2.50± 8.23e−04 3.74± 11.30e−04 2.01± 4.30e−03 4.25± 4.13e−03 1.22± 1.22e+01

15
1 2.80± 14.60e−04 4.24± 21.70e−04 2.65± 5.22e−03 5.95± 5.98e−03 1.35± 1.35e+01

2 4.78± 34.10e−04 4.03± 16.70e−04 2.58± 5.31e−03 6.10± 6.68e−03 1.40± 1.40e+01

3 3.64± 21.20e−04 5.44± 25.00e−04 2.51± 5.21e−03 5.47± 5.99e−03 1.43± 1.43e+01

4 3.25± 17.30e−04 6.38± 34.40e−04 3.27± 9.04e−03 5.85± 7.10e−03 1.54± 1.54e+01

K-medoids

5
1 3.88± 22.40e−04 4.12± 15.40e−04 1.87± 2.42e−03 5.05± 4.62e−03 1.32± 1.32e+01

2 3.38± 14.20e−04 2.74± 4.16e−04 2.12± 3.60e−03 4.56± 4.85e−03 1.28± 1.28e+01

3 2.71± 12.00e−04 3.77± 9.05e−04 1.91± 3.72e−03 4.43± 3.97e−03 1.20± 1.20e+01

4 4.45± 32.40e−04 4.09± 14.10e−04 2.14± 5.38e−03 4.45± 4.60e−03 1.49± 1.49e+01

10
1 3.75± 16.80e−04 3.97± 12.90e−04 2.02± 3.72e−03 4.67± 4.26e−03 1.31± 1.31e+01

2 3.74± 21.00e−04 4.98± 24.40e−04 2.19± 5.15e−03 5.01± 6.80e−03 1.42± 1.42e+01

3 3.00± 11.60e−04 4.71± 25.70e−04 2.57± 8.11e−03 4.71± 6.25e−03 1.51± 1.51e+01

4 4.51± 30.80e−04 4.80± 17.40e−04 2.50± 5.74e−03 5.84± 11.30e−03 1.63± 1.63e+01

15
1 3.16± 17.10e−04 3.13± 11.20e−04 2.79± 5.83e−03 6.50± 6.50e−03 1.32± 1.32e+01

2 2.52± 8.58e−04 4.35± 20.30e−04 2.27± 4.85e−03 5.93± 6.22e−03 1.34± 1.34e+01

3 3.62± 23.60e−04 4.96± 20.80e−04 2.58± 5.66e−03 6.20± 7.67e−03 1.50± 1.50e+01

4 4.74± 31.80e−04 3.59± 17.70e−04 2.65± 6.59e−03 5.98± 7.14e−03 1.51± 1.51e+01

agglomerative

5
1 2.23± 6.83e−04 4.31± 20.60e−04 2.12± 3.78e−03 5.24± 4.56e−03 1.19± 1.19e+01

2 3.36± 15.40e−04 2.71± 4.99e−04 2.25± 3.58e−03 4.58± 3.23e−03 1.34± 1.34e+01

3 2.42± 6.45e−04 2.89± 6.47e−04 1.86± 2.56e−03 4.20± 3.17e−03 1.18± 1.18e+01

4 3.61± 15.10e−04 3.18± 9.15e−04 1.86± 2.92e−03 4.14± 1.61e−03 1.24± 1.24e+01

10
1 4.95± 28.20e−04 3.24± 11.40e−04 2.22± 3.40e−03 4.91± 4.36e−03 1.35± 1.35e+01

2 2.97± 11.30e−04 4.20± 14.90e−04 2.19± 3.41e−03 4.69± 4.13e−03 1.33± 1.33e+01

3 3.30± 20.20e−04 3.55± 12.40e−04 1.75± 1.92e−03 4.12± 2.54e−03 1.21± 1.21e+01

4 2.72± 8.29e−04 3.88± 17.40e−04 2.00± 3.58e−03 4.43± 3.77e−03 1.44± 1.44e+01

15
1 2.28± 8.77e−04 4.34± 19.80e−04 2.84± 5.04e−03 6.38± 6.76e−03 1.46± 1.46e+01

2 1.98± 2.07e−04 3.83± 14.60e−04 2.49± 4.69e−03 5.56± 5.64e−03 1.33± 1.33e+01

3 4.41± 26.90e−04 4.08± 14.00e−04 2.70± 5.46e−03 5.18± 4.92e−03 1.39± 1.39e+01

4 5.46± 35.10e−04 5.32± 20.60e−04 2.58± 5.25e−03 5.87± 7.23e−03 1.61± 1.61e+01

DBSCAN ∅
1 3.85± 27.20e−04 4.21± 19.20e−04 2.75± 8.48e−03 5.08± 8.29e−03 1.39± 1.39e+01

2 9.13± 70.40e−04 3.08± 11.70e−04 2.92± 9.26e−03 5.59± 8.42e−03 1.63± 1.63e+01

3 3.67± 19.50e−04 3.81± 26.00e−04 2.67± 7.82e−03 7.78± 13.60e−03 1.43± 1.43e+01

4 4.17± 38.80e−04 4.97± 22.40e−04 1.86± 4.02e−03 1.35± 3.58e−02 1.63± 1.63e+01

MC ∅ ∅ 4.24± 21.40e−04 4.52± 21.30e−04 2.28± 3.86e−03 6.94± 6.34e−03 1.52± 4.36e+01

Tableau C.3 – Résultats des erreurs pour les solutions S5, . . . ,S8 et S du modèle
de transport
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N méthode k m Err′(S1) Err′(S2) Err′(S3) Err′(S4)

50

K-means

5
1 2.31± 1.47e−02 9.10± 10.40e−03 2.40± 1.15e−02 9.57± 6.81e−03

2 3.44± 1.78e−02 4.22± 2.75e−03 3.63± 2.04e−02 7.80± 6.92e−03

3 3.87± 2.39e−02 6.35± 2.60e−03 3.66± 1.74e−02 1.13± 2.01e−02

4 4.94± 3.53e−02 5.77± 3.48e−04 4.99± 2.72e−02 6.80± 9.52e−03

10
1 2.91± 2.03e−02 2.58± 0.60e−02 2.65± 1.75e−02 1.15± 0.75e−02

2 4.15± 2.71e−02 1.39± 1.48e−02 3.82± 2.01e−02 6.01± 8.95e−03

3 4.91± 2.63e−02 1.71± 2.70e−02 5.86± 3.44e−02 8.98± 10.70e−03

4 6.97± 3.59e−02 8.07± 4.59e−03 6.64± 3.49e−02 5.63± 8.09e−03

15
1 1.66± 1.43e−02 2.37± 0.99e−02 1.83± 1.36e−02 1.74± 1.69e−02

2 1.51± 1.39e−02 1.44± 0.82e−02 1.52± 1.28e−02 1.76± 1.08e−02

3 1.44± 1.45e−02 2.60± 1.49e−02 1.55± 1.25e−02 1.96± 1.46e−02

4 1.38± 1.28e−02 2.59± 0.81e−02 1.66± 2.03e−02 2.27± 1.45e−02

K-medoids

5
1 3.22± 2.57e−02 8.97± 4.83e−03 3.92± 2.04e−02 7.28± 12.10e−03

2 5.47± 3.12e−02 5.08± 5.50e−03 4.89± 2.28e−02 8.59± 14.10e−03

3 7.02± 3.45e−02 2.89± 2.38e−03 6.58± 2.41e−02 5.13± 6.82e−03

4 7.29± 2.20e−02 3.25± 3.50e−02 7.75± 2.06e−02 7.69± 17.00e−03

10
1 3.47± 2.94e−02 9.10± 4.42e−03 4.14± 3.43e−02 1.01± 0.96e−02

2 5.41± 4.13e−02 1.04± 0.80e−02 7.68± 5.00e−02 8.94± 11.40e−03

3 8.31± 4.82e−02 1.30± 1.44e−02 7.96± 3.14e−02 1.04± 1.57e−02

4 9.00± 4.53e−02 7.10± 6.82e−03 1.05± 0.46e−01 1.72± 2.81e−02

15
1 1.51± 1.28e−02 1.56± 1.08e−02 1.94± 1.30e−02 1.96± 0.98e−02

2 1.69± 1.71e−02 1.98± 1.24e−02 1.79± 1.56e−02 2.31± 1.58e−02

3 1.59± 1.53e−02 2.17± 1.05e−02 1.50± 1.47e−02 2.12± 1.06e−02

4 1.41± 1.45e−02 3.74± 2.75e−02 1.40± 1.29e−02 2.04± 1.58e−02

agglomerative

5
1 2.59± 1.55e−02 nan 2.49± 1.56e−02 1.27± 0.97e−02

2 3.51± 2.14e−02 1.90± 1.17e−02 3.27± 1.62e−02 1.07± 1.10e−02

3 4.20± 2.58e−02 1.11± 0.19e−02 3.63± 1.89e−02 8.97± 8.03e−03

4 4.05± 2.19e−02 1.17± 0.78e−02 4.56± 2.60e−02 3.53± 2.84e−03

10
1 2.56± 1.89e−02 2.64± 1.32e−02 2.66± 1.98e−02 1.14± 0.98e−02

2 3.75± 2.43e−02 7.31± 6.28e−03 4.56± 2.59e−02 1.09± 1.48e−02

3 5.11± 3.33e−02 6.01± 0.00e−03 5.34± 3.57e−02 7.24± 9.58e−03

4 7.70± 4.12e−02 2.02± 1.67e−02 7.13± 3.31e−02 8.47± 10.60e−03

15
1 1.73± 1.27e−02 2.48± 1.00e−02 1.93± 1.17e−02 1.95± 0.91e−02

2 1.52± 1.27e−02 2.80± 0.74e−02 1.60± 1.27e−02 2.21± 1.10e−02

3 1.74± 1.35e−02 4.19± 0.53e−02 1.59± 1.20e−02 2.12± 1.30e−02

4 1.63± 1.52e−02 2.62± 1.68e−02 1.48± 1.31e−02 2.39± 1.46e−02

DBSCAN ∅
1 2.04± 2.84e−02 2.43± 1.29e−02 1.66± 2.83e−02 2.38± 3.82e−02

2 1.20± 1.63e−02 3.18± 2.57e−02 1.47± 2.29e−02 3.38± 2.73e−02

3 1.32± 1.83e−02 5.43± 1.80e−02 1.31± 1.91e−02 3.62± 3.57e−02

4 1.27± 1.73e−02 3.73± 1.76e−02 1.37± 1.95e−02 3.16± 2.53e−02

MC ∅ ∅ 1.68± 0.89e−02 1.98± 0.00e−02 1.86± 0.86e−02 1.89± 0.00e−02

Tableau C.4 – Résultats des erreurs sans échec pour les solutions S1, . . . ,S4 du
modèle de transport
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N méthode k m Err′(S5) Err′(S6) Err′(S7) Err′(S8) Err′(S)

50

K-means

5
1 1.48± 0.57e−02 9.50± 5.50e−03 1.25± 1.04e−02 8.27± 8.23e−03 2.02± 4.76e+01

2 1.26± 0.80e−02 6.92± 7.67e−03 6.96± 7.95e−03 5.54± 7.63e−03 2.16± 4.94e+01

3 6.18± 4.74e−03 4.60± 3.50e−03 8.66± 11.30e−03 4.05± 4.13e−03 1.80± 3.04e+01

4 5.22± 3.31e−03 3.74± 4.34e−03 4.35± 5.18e−03 3.79± 4.49e−03 2.15± 3.14e+01

10
1 9.53± 7.96e−03 1.40± 1.10e−02 7.30± 6.43e−03 6.12± 8.56e−03 1.94± 4.50e+01

2 1.44± 0.99e−02 3.17± 3.17e−03 8.29± 13.20e−03 4.59± 6.00e−03 2.09± 5.80e+01

3 9.89± 10.00e−03 2.23± 2.98e−03 6.70± 12.80e−03 3.95± 5.00e−03 2.23± 6.53e+01

4 5.28± 5.55e−03 2.74± 3.82e−03 7.72± 13.20e−03 4.18± 5.24e−03 2.07± 4.57e+01

15
1 2.31± 0.33e−02 1.50± 1.10e−02 2.01± 1.00e−02 1.05± 1.06e−02 2.46± 6.94e+01

2 2.91± 1.82e−02 7.36± 7.56e−03 1.85± 1.25e−02 8.90± 10.20e−03 2.22± 6.75e+01

3 1.77± 1.21e−02 9.83± 9.73e−03 2.03± 1.22e−02 6.61± 8.39e−03 2.45± 8.06e+01

4 1.73± 0.92e−02 1.34± 1.42e−02 2.98± 2.29e−02 7.03± 9.36e−03 2.52± 8.03e+01

K-medoids

5
1 1.01± 1.24e−02 7.24± 6.16e−03 8.06± 7.21e−03 6.42± 7.84e−03 2.54± 6.71e+01

2 8.64± 6.68e−03 1.83± 1.55e−03 7.28± 9.18e−03 4.77± 7.04e−03 2.13± 4.70e+01

3 1.11± 0.85e−02 2.20± 2.56e−03 5.17± 10.10e−03 4.47± 5.41e−03 1.96± 3.50e+01

4 1.47± 1.97e−02 3.04± 4.69e−03 9.17± 16.50e−03 4.50± 5.76e−03 2.95± 10.90e+01

10
1 1.18± 0.66e−02 6.64± 4.39e−03 7.82± 11.00e−03 5.17± 6.93e−03 2.26± 5.37e+01

2 1.05± 1.18e−02 5.83± 9.42e−03 8.09± 14.20e−03 5.68± 9.67e−03 2.38± 5.66e+01

3 5.76± 6.04e−03 4.60± 9.78e−03 9.00± 19.90e−03 4.85± 7.39e−03 2.51± 7.87e+01

4 1.48± 1.78e−02 4.75± 5.73e−03 7.31± 12.50e−03 6.36± 13.10e−03 2.66± 8.16e+01

15
1 2.15± 0.59e−02 9.78± 5.87e−03 1.94± 1.26e−02 1.20± 1.05e−02 2.10± 4.80e+01

2 1.08± 0.33e−02 1.11± 0.95e−02 2.00± 1.43e−02 9.24± 10.20e−03 2.32± 6.61e+01

3 2.91± 0.99e−02 7.19± 7.82e−03 1.91± 1.45e−02 8.91± 11.50e−03 2.24± 6.57e+01

4 2.88± 1.42e−02 6.68± 10.10e−03 2.53± 1.81e−02 7.72± 10.00e−03 2.36± 9.08e+01

agglomerative

5
1 1.38± 0.00e−02 1.24± 0.98e−02 1.41± 1.09e−02 7.30± 7.99e−03 1.61± 2.14e+01

2 9.91± 8.03e−03 3.24± 2.27e−03 9.74± 8.46e−03 5.02± 5.74e−03 2.20± 4.90e+01

3 7.24± 2.36e−03 2.41± 2.85e−03 8.48± 8.17e−03 3.78± 5.86e−03 2.02± 3.63e+01

4 8.75± 6.45e−03 5.95± 3.90e−03 6.99± 9.42e−03 3.51± 2.98e−03 2.38± 4.92e+01

10
1 1.93± 1.17e−02 9.12± 5.50e−03 1.10± 0.78e−02 6.10± 7.65e−03 2.40± 7.13e+01

2 7.93± 5.70e−03 5.55± 5.55e−03 9.81± 8.29e−03 5.06± 6.10e−03 2.16± 4.77e+01

3 1.79± 1.41e−02 4.80± 5.56e−03 5.09± 5.83e−03 3.84± 3.67e−03 2.07± 5.20e+01

4 6.16± 3.73e−03 3.63± 7.01e−03 5.85± 9.29e−03 4.47± 5.04e−03 2.40± 6.66e+01

15
1 1.98± 0.00e−02 1.37± 0.80e−02 1.79± 0.75e−02 1.16± 1.13e−02 2.30± 5.19e+01

2 4.81± 0.00e−03 8.52± 6.21e−03 1.99± 0.85e−02 7.53± 8.85e−03 2.11± 5.18e+01

3 1.82± 1.40e−02 6.57± 5.14e−03 1.97± 1.13e−02 6.28± 7.43e−03 2.25± 6.73e+01

4 2.57± 1.55e−02 8.51± 6.77e−03 1.79± 1.23e−02 7.17± 9.69e−03 2.60± 8.67e+01

DBSCAN ∅
1 1.24± 1.77e−02 5.88± 8.47e−03 1.76± 2.57e−02 6.01± 12.60e−03 2.05± 6.50e+01

2 4.55± 3.29e−02 2.19± 5.09e−03 3.32± 3.00e−02 6.48± 11.00e−03 2.82± 12.10e+01

3 1.50± 0.99e−02 3.25± 10.80e−03 2.91± 2.57e−02 9.89± 16.90e−03 2.00± 7.26e+01

4 5.74± 2.24e−02 4.21± 7.53e−03 1.85± 1.98e−02 1.94± 4.50e−02 2.45± 10.10e+01

MC ∅ ∅ 1.98± 0.00e−02 1.98± 0.00e−02 1.94± 0.41e−02 1.85± 0.76e−02 2.76± 6.88e+01

Tableau C.5 – Résultats des erreurs sans échec pour les solutions S5, . . . ,S8 et S
du modèle de transport
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AnnexeD
Résultats de l’extension probabiliste

D.1 Taux de détection

N méthode k m B(S1) B(S2) B(S3) B3(S)

50 Fuzzy c-means

5
1 0.235 0.354 1.000 0.098
2 0.213 0.156 1.000 0.031
3 0.147 0.096 1.000 0.009
4 0.069 0.085 1.000 0.002

10
1 0.258 0.373 1.000 0.094
2 0.237 0.270 1.000 0.063
3 0.180 0.248 1.000 0.038
4 0.111 0.279 1.000 0.025

15
1 0.247 0.444 1.000 0.115
2 0.216 0.311 1.000 0.073
3 0.219 0.350 1.000 0.072
4 0.144 0.331 1.000 0.041

MC ∅ ∅ 0.222 0.469 1.000 0.107

Tableau D.1 – Résultats des taux de détection obtenus sur le modèle de proies
prédateurs en utilisant Fuzzy c-means. (Jeu de paramètres de base)

N méthode k m B(S1) B(S2) B(S)

50 Fuzzy c-means

5
1 0.054 1.000 0.054
2 0.019 1.000 0.019
3 0.003 1.000 0.003
4 0.001 1.000 0.001

10
1 0.087 1.000 0.087
2 0.064 1.000 0.064
3 0.043 1.000 0.043
4 0.021 1.000 0.021

15
1 0.104 1.000 0.104
2 0.075 1.000 0.075
3 0.055 1.000 0.055
4 0.044 1.000 0.044

MC ∅ ∅ 0.117 1.000 0.117

Tableau D.2 – Résultats des taux de détection obtenus sur le modèle de virus en
utilisant Fuzzy c-means. (Jeu de paramètres de base)

141
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N méthode k m B(S1) B(S2) B(S3) B(S4) B(S5) B(S6) B(S7) B(S8) B2(S)

50 Fuzzy c-means

5
1 0.278 0.008 0.186 0.068 0.008 0.016 0.068 0.260 0.214
2 0.300 0.020 0.238 0.060 0.008 0.028 0.064 0.326 0.264
3 0.326 0.008 0.246 0.066 0.008 0.024 0.060 0.334 0.298
4 0.386 0.010 0.240 0.050 0.004 0.034 0.048 0.364 0.320

10
1 0.276 0.006 0.204 0.058 0.014 0.018 0.072 0.218 0.198
2 0.262 0.010 0.240 0.082 0.012 0.008 0.074 0.328 0.278
3 0.252 0.012 0.220 0.064 0.002 0.028 0.072 0.366 0.270
4 0.286 0.006 0.224 0.062 0.008 0.022 0.048 0.342 0.262

15
1 0.260 0.004 0.214 0.060 0.012 0.020 0.052 0.260 0.204
2 0.256 0.010 0.188 0.066 0.008 0.014 0.070 0.274 0.210
3 0.268 0.012 0.180 0.058 0.008 0.010 0.056 0.246 0.188
4 0.236 0.010 0.208 0.048 0.008 0.018 0.066 0.268 0.200

MC ∅ ∅ 0.268 0.022 0.198 0.054 0.012 0.012 0.046 0.182 0.162

Tableau D.3 – Résultats des taux de détection obtenus sur le modèle de transport
en utilisant Fuzzy c-means. (Jeu de paramètres de base)

D.2 Erreurs

N méthode k m Err(S1) Err(S2) Err(S3) Err(S)

50 Fuzzy c-means

5
1 7.53± 6.37e−03 1.21± 0.59e−02 1.51± 0.89e−02 2.32± 1.26e+00

2 7.43± 5.36e−03 1.44± 1.04e−02 1.70± 1.13e−02 2.48± 1.25e+00

3 6.35± 4.30e−03 1.30± 0.58e−02 1.69± 0.70e−02 2.18± 0.89e+00

4 5.64± 1.90e−03 1.35± 0.63e−02 1.78± 0.63e−02 2.09± 0.60e+00

10
1 8.56± 7.77e−03 1.22± 0.74e−02 1.56± 1.08e−02 2.51± 1.55e+00

2 8.08± 6.49e−03 1.46± 0.98e−02 1.69± 1.16e−02 2.62± 1.40e+00

3 6.89± 5.73e−03 1.28± 0.71e−02 1.62± 0.86e−02 2.26± 1.17e+00

4 6.37± 4.50e−03 1.26± 0.71e−02 1.59± 0.80e−02 2.15± 1.00e+00

15
1 8.19± 7.29e−03 1.20± 0.86e−02 1.53± 1.06e−02 2.43± 1.44e+00

2 8.04± 6.73e−03 1.46± 0.98e−02 1.76± 1.17e−02 2.61± 1.42e+00

3 7.24± 6.65e−03 1.25± 0.83e−02 1.55± 1.04e−02 2.30± 1.38e+00

4 6.59± 5.60e−03 1.24± 0.80e−02 1.55± 0.89e−02 2.18± 1.18e+00

MC ∅ ∅ 8.12± 5.86e−03 1.34± 0.83e−02 1.47± 1.22e−02 2.53± 1.26e+00

Tableau D.4 – Résultats des erreurs obtenus sur le modèle de proies prédateurs
en utilisant Fuzzy c-means. (Jeu de paramètres de base)

N méthode k m Err′(S1) Err′(S2) Err′(S3) Err′(S)

50 Fuzzy c-means

5
1 1.39± 1.09e−02 1.11± 0.98e−02 1.51± 0.89e−02 3.05± 2.40e+00

2 1.43± 0.87e−02 2.36± 2.44e−02 1.70± 1.13e−02 3.55± 2.17e+00

3 1.08± 1.01e−02 1.56± 1.86e−02 1.69± 0.70e−02 2.66± 1.17e+00

4 6.49± 7.18e−03 2.23± 1.95e−02 1.78± 0.63e−02 3.82± 1.95e+00

10
1 1.72± 1.16e−02 1.13± 1.21e−02 1.56± 1.08e−02 4.08± 2.64e+00

2 1.62± 0.96e−02 1.99± 1.79e−02 1.69± 1.16e−02 4.25± 2.30e+00

3 1.29± 1.18e−02 1.30± 1.42e−02 1.62± 0.86e−02 3.67± 2.41e+00

4 1.27± 1.17e−02 1.23± 1.35e−02 1.59± 0.80e−02 3.16± 2.39e+00

15
1 1.61± 1.14e−02 1.13± 1.28e−02 1.53± 1.06e−02 3.75± 2.26e+00

2 1.70± 1.04e−02 1.90± 1.67e−02 1.76± 1.17e−02 4.51± 2.38e+00

3 1.32± 1.25e−02 1.22± 1.40e−02 1.55± 1.04e−02 3.50± 2.88e+00

4 1.26± 1.32e−02 1.20± 1.40e−02 1.55± 0.89e−02 2.93± 2.96e+00

MC ∅ ∅ 1.70± 0.72e−02 1.43± 1.21e−02 1.47± 1.22e−02 4.24± 1.54e+00

Tableau D.5 – Résultats des erreurs sans échec obtenus sur le modèle de proies
prédateurs en utilisant Fuzzy c-means. (Jeu de paramètres de base)



D.2. Erreurs 143

N méthode k m Err(S1) Err(S2) Err(S)

50 Fuzzy c-means

5
1 3.28± 3.47e−03 3.28± 3.47e−03 1.30± 1.38e+00

2 2.85± 2.88e−03 2.85± 2.88e−03 1.13± 1.14e+00

3 2.68± 3.81e−03 2.68± 3.81e−03 1.06± 1.51e+00

4 2.53± 0.15e−03 2.53± 0.15e−03 1.00± 0.06e+00

10
1 3.82± 5.02e−03 3.82± 5.02e−03 1.52± 2.00e+00

2 4.14± 8.18e−03 4.14± 8.18e−03 1.65± 3.25e+00

3 3.80± 7.36e−03 3.80± 7.36e−03 1.51± 2.92e+00

4 3.09± 4.66e−03 3.09± 4.66e−03 1.23± 1.85e+00

15
1 3.98± 4.91e−03 3.98± 4.91e−03 1.58± 1.95e+00

2 4.00± 6.16e−03 4.00± 6.16e−03 1.59± 2.45e+00

3 3.71± 5.92e−03 3.71± 5.92e−03 1.47± 2.35e+00

4 3.66± 6.01e−03 3.66± 6.01e−03 1.46± 2.39e+00

MC ∅ ∅ 4.41± 5.44e−03 4.41± 5.44e−03 1.75± 2.16e+00

Tableau D.6 – Résultats des erreurs obtenus sur le modèle de virus en utilisant
Fuzzy c-means. (Jeu de paramètres de base)

N méthode k m Err′(S1) Err′(S2) Err′(S)

50 Fuzzy c-means

5
1 1.64± 0.63e−02 3.28± 3.47e−03 6.53± 2.50e+00

2 1.95± 1.24e−02 2.85± 2.88e−03 7.74± 4.94e+00

3 5.33± 4.77e−02 2.68± 3.81e−03 2.12± 1.89e+01

4 7.32± 0.00e−03 2.53± 0.15e−03 2.91± 0.00e+00

10
1 1.74± 0.93e−02 3.82± 5.02e−03 6.92± 3.71e+00

2 2.78± 2.11e−02 4.14± 8.18e−03 1.11± 0.84e+01

3 3.21± 2.05e−02 3.80± 7.36e−03 1.28± 0.81e+01

4 2.93± 1.82e−02 3.09± 4.66e−03 1.16± 0.72e+01

15
1 1.65± 0.75e−02 3.98± 4.91e−03 6.57± 2.97e+00

2 2.22± 1.22e−02 4.00± 6.16e−03 8.82± 4.83e+00

3 2.40± 1.42e−02 3.71± 5.92e−03 9.54± 5.62e+00

4 2.84± 1.34e−02 3.66± 6.01e−03 1.13± 0.53e+01

MC ∅ ∅ 1.87± 0.47e−02 4.41± 5.44e−03 7.42± 1.88e+00

Tableau D.7 – Résultats des erreurs sans échec obtenus sur le modèle de virus
en utilisant Fuzzy c-means. (Jeu de paramètres de base)

N méthode k m Err(S1) Err(S2) Err(S3) Err(S4)

50 Fuzzy c-means

5
1 9.98± 8.27e−03 3.55± 14.40e−04 7.11± 6.06e−03 2.29± 4.65e−03

2 9.65± 7.07e−03 7.83± 41.00e−04 7.22± 6.12e−03 2.40± 5.34e−03

3 1.00± 0.77e−02 4.37± 24.30e−04 7.98± 7.86e−03 2.53± 6.27e−03

4 9.98± 8.77e−03 4.65± 23.80e−04 6.80± 5.67e−03 2.10± 5.37e−03

10
1 9.60± 7.52e−03 3.20± 12.80e−04 7.48± 7.06e−03 2.15± 4.56e−03

2 9.39± 7.27e−03 4.99± 28.40e−04 7.68± 8.13e−03 2.59± 5.46e−03

3 9.71± 9.09e−03 4.32± 22.20e−04 7.33± 7.30e−03 2.45± 6.14e−03

4 8.62± 6.23e−03 3.83± 20.00e−04 7.14± 6.32e−03 2.38± 5.32e−03

15
1 9.70± 8.32e−03 3.12± 13.20e−04 7.76± 7.85e−03 2.25± 4.83e−03

2 9.98± 8.65e−03 3.98± 18.60e−04 7.18± 7.74e−03 2.46± 5.60e−03

3 9.68± 8.31e−03 4.74± 25.80e−04 7.32± 7.83e−03 2.34± 6.27e−03

4 9.73± 8.53e−03 3.99± 19.00e−04 7.62± 8.11e−03 2.15± 5.32e−03

MC ∅ ∅ 9.57± 6.35e−03 6.59± 28.70e−04 7.54± 6.70e−03 2.10± 4.00e−03

Tableau D.8 – Résultats des erreurs pour les solutions S1, . . . ,S4 obtenus sur le
modèle de transport en utilisant Fuzzy c-means. (Jeu de paramètres de base)
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N méthode k m Err(S5) Err(S6) Err(S7) Err(S8) Err(S)

50 Fuzzy c-means

5
1 3.39± 18.40e−04 4.46± 20.50e−04 2.67± 4.92e−03 6.12± 5.20e−03 1.36± 1.36e+01

2 3.43± 19.20e−04 5.16± 22.20e−04 2.81± 5.76e−03 6.18± 5.82e−03 1.60± 1.60e+01

3 3.60± 20.20e−04 4.90± 20.60e−04 2.50± 4.77e−03 6.02± 5.51e−03 1.45± 1.45e+01

4 2.93± 17.00e−04 4.85± 16.40e−04 2.59± 6.09e−03 7.69± 10.90e−03 1.41± 1.41e+01

10
1 4.76± 25.20e−04 4.75± 20.80e−04 2.67± 4.77e−03 6.16± 5.37e−03 1.42± 1.42e+01

2 4.80± 27.00e−04 2.77± 8.19e−04 2.77± 5.26e−03 6.21± 6.55e−03 1.45± 1.45e+01

3 2.36± 10.60e−04 4.46± 18.00e−04 3.12± 6.93e−03 5.87± 5.86e−03 1.38± 1.38e+01

4 3.49± 19.20e−04 4.74± 21.50e−04 2.22± 3.74e−03 5.48± 5.19e−03 1.33± 1.33e+01

15
1 4.14± 22.90e−04 5.64± 28.20e−04 2.30± 4.01e−03 6.49± 5.85e−03 1.42± 1.42e+01

2 3.10± 14.90e−04 3.63± 13.10e−04 2.72± 5.23e−03 6.85± 7.92e−03 1.36± 1.36e+01

3 3.50± 20.00e−04 3.42± 14.20e−04 2.51± 5.30e−03 6.12± 5.75e−03 1.36± 1.36e+01

4 4.81± 34.00e−04 4.07± 15.30e−04 2.54± 4.77e−03 6.29± 5.90e−03 1.42± 1.42e+01

MC ∅ ∅ 4.24± 21.40e−04 4.52± 21.30e−04 2.28± 3.86e−03 6.94± 6.34e−03 1.52± 4.36e+01

Tableau D.9 – Résultats des erreurs pour les solutions S5, . . . ,S8 et S obtenus sur
le modèle de transport en utilisant Fuzzy c-means. (Jeu de paramètres de base)

N méthode k m Err′(S1) Err′(S2) Err′(S3) Err′(S4)

50 Fuzzy c-means

5
1 1.79± 1.26e−02 1.60± 0.33e−02 1.72± 0.85e−02 1.80± 0.72e−02

2 1.60± 1.04e−02 2.79± 0.93e−02 1.50± 0.89e−02 2.20± 0.81e−02

3 1.64± 1.11e−02 2.63± 0.79e−02 1.77± 1.12e−02 2.22± 1.35e−02

4 1.48± 1.27e−02 2.39± 0.39e−02 1.31± 0.90e−02 2.04± 1.50e−02

10
1 1.66± 1.17e−02 1.54± 0.66e−02 1.79± 1.04e−02 1.85± 0.86e−02

2 1.63± 1.17e−02 2.73± 0.90e−02 1.68± 1.29e−02 1.88± 0.88e−02

3 1.80± 1.54e−02 1.72± 1.12e−02 1.63± 1.18e−02 2.15± 1.41e−02

4 1.29± 1.05e−02 2.60± 0.20e−02 1.52± 0.97e−02 2.11± 0.90e−02

15
1 1.76± 1.35e−02 2.12± 0.00e−02 1.86± 1.17e−02 1.96± 0.82e−02

2 1.89± 1.36e−02 1.72± 0.78e−02 1.75± 1.37e−02 2.11± 1.01e−02

3 1.72± 1.34e−02 2.07± 1.19e−02 1.88± 1.34e−02 2.18± 1.66e−02

4 1.88± 1.41e−02 1.73± 0.86e−02 1.84± 1.30e−02 2.21± 1.31e−02

MC ∅ ∅ 1.68± 0.89e−02 1.98± 0.00e−02 1.86± 0.86e−02 1.89± 0.00e−02

Tableau D.10 – Résultats des erreurs sans échec pour les solutions S1, . . . ,S4
obtenus sur le modèle de transport en utilisant Fuzzy c-means. (Jeu de paramètres
de base)

N méthode k m Err′(S5) Err′(S6) Err′(S7) Err′(S8) Err′(S)

50 Fuzzy c-means

5
1 1.90± 0.86e−02 1.45± 0.78e−02 1.92± 0.78e−02 1.11± 0.84e−02 2.59± 6.46e+01

2 1.96± 0.94e−02 1.09± 0.81e−02 2.25± 1.01e−02 9.92± 9.11e−03 2.55± 6.97e+01

3 2.16± 0.74e−02 1.16± 0.71e−02 1.89± 0.97e−02 9.31± 8.65e−03 2.47± 6.86e+01

4 2.62± 0.71e−02 8.09± 4.43e−03 2.50± 1.56e−02 1.35± 1.65e−02 1.98± 4.57e+01

10
1 2.07± 0.61e−02 1.45± 0.63e−02 1.83± 0.74e−02 1.26± 0.89e−02 2.12± 5.29e+01

2 2.44± 0.51e−02 7.68± 5.34e−03 1.92± 0.92e−02 9.98± 10.50e−03 2.46± 6.82e+01

3 2.40± 0.00e−02 8.39± 7.13e−03 2.45± 1.32e−02 8.48± 9.11e−03 2.26± 6.29e+01

4 2.02± 0.78e−02 1.19± 0.87e−02 1.74± 0.70e−02 7.61± 8.48e−03 2.09± 5.83e+01

15
1 1.90± 0.93e−02 1.76± 1.01e−02 1.77± 0.77e−02 1.25± 0.91e−02 2.36± 5.95e+01

2 1.53± 0.70e−02 1.06± 0.41e−02 1.95± 0.94e−02 1.34± 1.30e−02 2.53± 5.93e+01

3 2.03± 0.98e−02 1.27± 0.69e−02 2.02± 1.31e−02 1.15± 0.98e−02 2.50± 6.22e+01

4 3.68± 1.10e−02 1.08± 0.45e−02 1.78± 0.97e−02 1.15± 0.96e−02 3.01± 8.80e+01

MC ∅ ∅ 1.98± 0.00e−02 1.98± 0.00e−02 1.94± 0.41e−02 1.85± 0.76e−02 2.76± 6.88e+01

Tableau D.11 – Résultats des erreurs sans échec pour les solutions S5, . . . ,S8 et S
obtenus sur le modèle de transport en utilisant Fuzzy c-means. (Jeu de paramètres
de base)
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