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Introduction Générale

Motivations

Les travaux de cette these rentrent dans le cadre du suivi et de la classification d’objets. La
problématique en question représente I'une des taches les plus complexes qui peuvent étre confiées
aux systemes de notre ere. Des systemes que ’évolution technologique ne cesse de doter d’une in-
telligence artificielle de plus en plus puissante et de moins en moins encombrante. Cette intelligence
leur est nécessaire pour accomplir les taches qui leurs sont confiées et explorer des environnements,
parfois inconnus par ’homme. On parle alors de drones, de robots explorateurs de fonds marins ou
encore de 'espace. Outre, le suivi et la classification d’objets représentent la tache clé des systemes

de sécurité automatiques, militaires ou civils soient-ils.

Dans de tels systemes, un objet peut correspondre a n’importe quel élément dans I’environnement
considéré, ca peut étre : un véhicule, un piéton, un avion, un obstacle ou autre. Certains des

systemes dont on parle sont illustrés par la figure 1.

Techniquement, le suivi et la classification d’objets consiste a propager un ensemble d’informations
dans le temps. Généralement, des informations qui concernent 1’état et/ou le type des objets.
L’état d’'un objet fait souvent référence a des données cinématiques comme la position, la vitesse,
I'accélération ou autres. Le type de I'objet dépend de ’application considérée, cela peut représenter
des bombardiers ou des avions de chasse dans un champs de bataille par exemple. Les premiers
algorithmes de suivi et de classification d’objets ont justement été appliqués dans le domaine mili-
taire des I'apparition du radar. Depuis, les instruments de mesure et les applications de ce domaine
se sont multipliés et les algorithmes sont devenus de plus en plus performants. Toutefois, face aux
complexités pouvant étre rencontrées, les performances des algorithmes en question demeurent

limitées. Il convient de noter que la majeure partie des algorithmes auparavant développés est
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Suivi et classification d’objets

\ J

F1GURE 1: Quelques applications du suivi et de la classification d’objets.

basée sur le formalisme Bayésien, que ce soit pour la propagation ou pour la fusion d’informations.
Etant le premier formalisme permettant de modéliser les imperfections, le formalisme Bayésien était
utilisé pour remédier aux différentes complexités liées a la problématique considérée, notamment
celles qui concernent les imperfections de mesure comme :

e les erreurs de mesure,

e et I'occultation des objets par rapport au positionnement des capteurs,

mais également les multiples complexités liées a ’environnement du suivi dont on peut citer :

la multiplicité des objets,

e le comportement et les manceuvres aléatoires des objets,

la gestion des apparitions et des disparitions d’objets,

e la présence de fausses alarmes (e.g. phénomenes d’ombrage),

le risque de confondre les objets, notamment quand leurs trajectoires sont étroitement proches,

et bien d’autres complexités.



Introduction Générale 3

Toutes les complexités venant d’étre citées ainsi que d’autres engendrent des informations incer-
taines, imprécises, vagues et incompletes. Toutes ces imperfections ne peuvent étre gérées par le
formalisme Bayésien a lui seul, lui qui est connu pouvoir gérer les incertitudes (quantifier la qualité
de l'information) principalement. D’autres formalismes peuvent alors étre proposés pour gérer les
imperfections citées, notamment le formalisme des fonctions de croyance introduit par Shafer [162]
dans son livre en 1976, et qui est apprécié pour sa capacité a gérer les imprécisions (plus d’une

hypothese possible en réponse a une question donnée) en plus des incertitudes [174].

Le travail de cette these explore 'idée d’utiliser le modele des fonctions de croyance pour le suivi
et la classification d’objets tout en faisant des comparaisons avec ce qui s’obtient en utilisant le
formalisme Bayésien et d’autres travaux de la littérature qui se sont fixés le méme objectif que
nous. Le travail s’intéresse également au suivi et la classification multi-capteurs ou des regles de
fusion crédales et Bayésiennes sont mises en compétition. Les principales contributions de cette

these en réponses a un certain nombre d’objectifs sont résumées dans la section suivante.

Contributions de la these

Dans cette section, nous rappelons les principaux objectifs auxquels le travail présenté s’est intéressé.

Ensuite, nous résumons les principales contributions apportées.

Objectif N°1 : le premier objectif de cette these porte sur 'estimation de plusieurs trajectoires
a la fois. Dans le cadre Bayésien, le suivi d’une trajectoire est modélisé par la propagation d’une
densité de probabilité multiple. La multiplicité correspond aux différentes manceuvres qui peuvent
étre effectuées par I'objet. Il va de soi que le suivi de plusieurs trajectoires revient a faire propager
plusieurs densités de probabilités multiples dont le nombre n’est pas constant dans le temps tout

en assurant la distinction entre les différentes densités de probabilités, et donc des objets suivis.

Objectif N°2 : la phrase “distinction entre les densités de probabilités” est en soi une autre
problématique, une problématique qui n’est pas des moindres dans la mesure ou le nombre de
densités de probabilités (objets) change aléatoirement dans le temps et que la distinction entre les
densités de probabilités est irrésolue quand les objets sont étroitement proches : leurs observations
risquent d’étre confondues et ainsi engendrer une mise a jour erronée des densités de probabilités.

Ce second objectif fait référence au probleme d’association des observations aux objets connus.
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Objectif N°3 : les deux premiers objectifs concernent 'estimation d’état de plusieurs objets.
L’état d’un objet étant constitué de ces données cinématiques, il est fourni & un étage de classi-
fication appelé a reconnaitre le type des objets en se basant sur leurs comportements. L’objectif
N°3 consiste alors, a correctement classifier les objets tout en tenant compte de I'imperfection des

informations a disposition.

Objectif N°4 : le quatrieme objectif concerne la fusion d’informations : fusionner les informa-
tions concernant le suivi et la classification d’objets, provenant de capteurs dont la fiabilité et/ou

I’observabilité sont limitées.
Les principales contributions de cette theése sont les suivantes :

Contribution N°1 : en réponse aux objectifs 1, 2 et 3, une solution de suivi et de classifica-
tion multi-objets est construite dans le chapitre 2 de cette these. La solution regroupe différents
algorithmes dispersés dans la littérature. Elle utilise notamment 'un des algorithmes les plus
performants dédiés a 'estimation des densités de probabilités multi-modales, c’est I'algorithme
dit Interacting Multiple Model (IMM) basé sur le filtrage de Kalman. La résolution du probleme
d’association dans la solution de base proposée, dans I’algorithme 2.1 du chapitre 2, est assurée par
lalgorithme dit Global Nearest Neighbor (GNN). La gestion des fausses alarmes, des apparitions
et des disparitions d’objets est faite a ’aide d’un test statistique introduit par Wald en 1945 et
utilisé dans le domaine du suivi d’objets sous le nom de fonction score. Tous les algorithmes utilisés
pour la construction de la solution peuvent étre trouvés dans [10, 15, 21, 23]. La solution du suivi
proposée dans 2.1 est exclusivement basée sur le formalisme Bayésien : la théorie de ’estimation
est nettement plus avancée dans le cadre Bayésien comparé aux cadres des fonctions de croyance,
de la logique floue ou encore des probabilités imprécises [15, 23]. Toutefois, Smets et Ristic ont
montré que dans ’étape de classification, le classifieur crédal obtient de meilleures performances
par rapport au classifieur Bayésien pour la classification d’une seule cible aérienne dont les classes
sont imbriquées et constantes dans le temps [175]. Dans le chapitre 2 le résultat obtenu par Smets
et Ristic est confirmé par la comparaison des deux classifieurs crédal et Bayésien dans un cadre
multi-objets. Un second nouvel exemple de classification de piétons est proposé dans la section 2.5
du chapitre 2. Contrairement au premier exemple de cibles aériennes, les classes dans 'exemple
des piétons ne sont pas imbriquées mais elles se chevauchent, elles ne sont également pas con-
stantes dans le temps. L’exemple des piétons vise a approfondir I’étude du classifieur crédal. Nous

montrons qu’une simple révision d’informations permet de s’adapter aux changements de classe.
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Au niveau de la classification crédale dans un cadre multi-objets, la section 2.6 montre qu’une fausse
association entre les observations d’objets de différents types peut engendrer une détérioration de
leurs classifications respectives, ce qui motive davantage la résolution du probleme d’association

qui est initialement assuré par le GNN et repris dans le chapitre 3 avec des fonctions de croyance.

A coté de cette premiere contribution présentée dans le chapitre 2, la these présente également un
état de l'art concernant les techniques les plus connues dans le domaine du suivi d’objets dans le
chapitre 1. Des discussions et des comparaisons sont également avancées dans le méme chapitre
afin de justifier le choix des algorithmes qui ont construit la contribution du chapitre 2. Parmi
les comparaisons faites dans le chapitre état de ’art, on trouve : filtrage de Kalman vs filtrage

particulaire et IMM Bayésien vs IMM crédal présenté dans [134].

Contribution N°2 : la contribution apportée par le chapitre 3 concerne 1’association des obser-
vations aux objets connus. Le chapitre compare, a travers de multiples simulations réalisées sous
Matlab, les algorithmes d’association les plus récents basés sur les fonctions de croyance. Tout
comme ’algorithme GNN, I'ensemble des algorithmes étudiés dans ce chapitre sont mono-scan et
déterministes : une décision d’association est prise a chaque pas de temps avec la supposition
d’associer au plus une seule observation a chaque objet connu. Cela justifie le fait que les compara-
isons n’ont pas intégré d’autres méthodes d’association multi-scan, probabilistes ou multi-scan et
probabilistes a la fois, en 'occurrence les algorithmes : Multi-Hypothesis Tracking (MHT), Joint
Probabilistic Data Association (JPDA) et Probabilistic MHT qui représentent les algorithmes les
plus performants dans le domaine du suivi d’objets dans le cadre Bayésien au prix d’une complexité
calculatoire exponentielle [23]. Le chapitre est donc dédié a 1’étude de 'apport des algorithmes
d’association crédaux dans le cadre mono-scan et déterministe. Un des avantages des algorithmes
crédaux est illustré dans [57], il concerne le fait que ces derniers présentent une facilité & résoudre
le probleme d’association en se basant sur plusieurs informations, ce qui peut étre de grande utilité

dans un cadre multi-capteurs par exemple.

La contribution majeure présentée dans le chapitre 3 est 1’élaboration d’une nouvelle méthode
d’association basée sur les fonctions de croyance. La méthode est nommée ”proposition 17, elle se
trouve étre moins sensible a la calibration des parametres et plus robustesse dans le cas d’erreurs de
mesure extrémes. Toutefois, il s’avere qu’elle soit plus complexe en terme de calcul par rapport a
Palgorithme GNN et la méthode proposée par Denceux et al dans [57]. Une variante & la solution
“proposition 17 nommée “proposition 2”7 est développée. C’est une variante qui n’atteint pas

Poptimalité comme le font les solutions : proposition 1, algorithme GNN et la solution proposée
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par Denceux et al, mais elle présente des performances intéressantes dans des environnements ou

Papprentissage des parametres n’est pas réalisable et/ou les incertitudes de mesure sont extrémes.

Contribution N°3 : les contributions présentées dans les chapitres 2 et 3 rentrent dans le cadre
du suivi et de la classification multi-objets, mono-capteur. Les contributions présentées dans le
chapitre 4 s’intéressent au suivi et a la classification multi-objets, multi-capteurs et donc a la
redondance et la fusion d’informations qui représentent le principal remede aux imperfections de
capteurs. Deux imperfections de capteurs sont principalement traitées. La premiere imperfection
considere des capteurs peu fiables de par leur grande imprecision. Ces capteurs exécutent les
algorithmes de suivi et de classification présentés dans le chapitre 2. Il a été montré que la non
fiabilité des capteurs fait que la classification des objets soit détériorée, c’est pourquoi il a été
proposé de fusionner les classifications locales a ’aide d’une architecture multi-capteurs centralisée.
Les régles de fusion Bayésiennes et crédales sont mises en compétition afin d’obtenir le meilleur

résultat de classification globale au niveau du centre de fusion.

La seconde imperfection de capteurs menant a la seconde contribution du chapitre 4 concerne des
capteurs qui n’observent 1’état des objets que partiellement. Ils ne peuvent donc pas reconstruire les
trajectoires ni reconnaitre les classes des objets par la simple execution des algorithmes de suivi et
de classification présentés dans le chapitre 2. L’idée consiste a adopter une solution permettant aux
capteurs d’agréger les informations des autres capteurs pour ainsi construire 'information complete
concernant les trajectoires et les classes des objets tout en supposant que les informations partielles
a disposition des différents capteurs sont complémentaires. La contribution dans cette solution
n’est pas liée a 'utilisation des fonctions de croyance mais plutot a l'insertion d’un algorithme
de calcul distribué dans les deux phases de suivi et de classification. Il s’agit d’un algorithme de
consensus qui permet a chaque capteur d’agréger les informations de tous les autres capteurs rien
qu’en communiquant avec les capteurs qui lui sont immédiatement voisins, ce a travers quelques
itérations. La solution de suivi et de classification résultante est dite distribuée, elle est simulée

sur un exemple de surveillance du comportement de véhicules sur une autoroute.



Chapitre 1

Suivi d’objets Multiples : état de ’art

Le suivi d’objets est 'opération consistant a estimer 1’état des objets a travers le temps. Cette
opération repose essentiellement sur des techniques de filtrage assez largement développées dans le

cadre Bayésien [23].

A défaut de ne trouver une solution suffisamment efficace qui tienne en compte de toutes les
complexités pouvant étre rencontrées face a un tel probléeme, ce dernier demeure un sujet de
recherche tres convoité. Parmi les complexités qui peuvent étre rencontrées face a un tel probleme,

on trouve celles qui sont liées a ’environnement du suivi comme :

la multiplicité des objets,

les objets manceuvrants,
e les apparitions, les disparitions et les réapparitions aléatoires d’objets,

e la présence de fausses alarmes (e.g. phénomeéne d’ombrage),

les trajectoires conflictuelles et autres.

En plus des complexités liées a I'environnement du suivi, on peut également citer celles qui sont

liées aux imperfections des instruments de mesure, notamment :

e les erreurs de mesure,

e l'occultation d’objets par rapport au positionnement des capteurs,

7
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e les confusions entre les objets suivis, et d’autres complexités.

Différentes suppositions sont en général adoptées pour la résolution du probleme de suivi, en
I'occurrence, la connaissance approximative des modeles d’évolution des objets, avec parfois les
lois statistiques des variables d’état des objets. Les méthodes d’estimation les plus utilisées dans

le domaine du suivi d’objets sont présentées et discutées dans ce chapitre.

s N

Filtrage de Kalman étendu
Estimation d’état Estimation non linéairc]—) Filtrage particulaire
Probability Hypothesis Density (PHD)

Interacting Multiple Model (IMM)

[Estimation multi-modale }—} Filtrage de Rao-Blackwellize

Probability Hypothesis Density (PHD)
\ J

(Association déterministe Global Nearest Neighbor (GNN)
/ (Mono-scan)
Multi-Hypothesis Tracking (MHT)
bu1v1 multi-objets ] [Assocnatlon de donnees] (Multi-scan,)
\

[ASSOClatlon probabiliste Joint Probability Data Association (JPDA)
(Mono-scan)
Probabilistic Multi-Hypothesis Tracking (PMHT)
(Multi-scan)

F1GURE 1.1: Organigramme des méthodes principales dédiées au suivi d’objets.

L’organigramme illustré par la figure 1.1 présente les principales approches décrites dans ce chapitre.
En premier, les approches du filtrage Bayésien sont décrites dans la section 1.1. La section 1.2
illustre la différence entre le suivi d’un seul objet et le suivi de plusieurs objets, et présente les
principales techniques chargées d’affecter ’observation ou les observations a ’objet ou aux objets
suivis. La section 1.3 décrit une solution statistique, souvent utilisée pour gérer les fausses alarmes

et la section 1.4 conclut le chapitre.

1.1 Eléments du filtrage Bayésien

La majorité des techniques de suivi mono-objet ou multi-objets sont basées sur le filtrage Bayésien

[10, 23]. Le filtrage Bayésien n’est autre que l'estimation recursive de 1’état des objets & base
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d’observations acquises d’une maniere séquentielle. L’état des objets ainsi que leurs observations
sont considérés comme étant des variables aléatoires. Dans le cadre Bayésien, cela sous-entend une
modélisation sous forme de densités de probabilités dont la propagation est basée sur l'inférence

Bayésienne. Plus de précisions sont mentionnées dans ce qui suit.

Un objet est souvent représenté par un vecteur d’état x(k) prenant des valeurs dans l’espace
d’état noté X C R™ ou n représente la dimension du vecteur d’état. La dynamique des objets est
représentée par un modele a temps discret tel que le vecteur d’état a un pas de temps k peut étre

donné par :

x(k) = f(z(k—1),w(k —1)). (1.1)

La fonction f dans I’équation (1.1) représente une transition de Markov, tel que I’état d’un objet
a un instant donné n’est supposé dépendre que de son état a l'instant immédiatement précédent
x(k—1) et de 'erreur de modélisation w(k —1). Alternativement cela peut étre représenté par une

densité de probabilité de transition notée :

p(x(k)|z(k = 1)). (1.2)

A chaque pas de temps k, des observations partielles du vecteur d’état x(k) sont regues, elles
sont notées z(k) et prennent des valeurs dans ’espace des observations Z C R™ ou m représente
la dimension du vecteur d’observation. Le modele d’observation peut étre décrit de la maniere

suivante :

z(k) = h(z(k),v(k)), (1.3)

ou v(k) représente l'erreur de mesure a l'instant k et h une fonction non linéaire, caractérisant le

capteur, et liant le vecteur d’état (k) a 'observation z(k).

Alternativement, une observation peut étre représentée par une fonction de vraisemblance p(.|.) :

p(z(k)|z(k)), (1.4)

qui représente la densité de probabilité que 'observation z(k) soit générée par I’'objet ayant comme

vecteur d’état x(k).
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Le suivi d’un objet donné consiste a déterminer la densité de probabilité a posteriori de son vecteur
d’état (k) en tenant compte de 'historique de ces observations noté : z(1 : k). Cette densité de

probabilité p(z(k)|z(1 : k)) peut étre obtenue récursivement a ’aide du théoréeme de Bayes :

= PRI 1)
P ) = e ol (L~ D))’ 12

ou

p(x(k)|z(1:k—1)) = /(k_l)p(w(k)lx(k —D)p(e(k = 1]z(1: k= 1))dz(k 1),  (1.6)

avec une densité de probabilité initiale p(x(0)|z(0)). L’équation (1.6) est également connue sous le

nom de ’équation de Chapman-Kolmogorov pour un processus Markovien [75].

La détermination d’une estimation optimale du vecteur d’état notée Z(k) revient a résoudre la
densité de probabilité a posteriori p(x(k)|z(1 : k)) selon un critere donné. Certains estimateurs
Bayésiens tentent de minimiser la variance de l’erreur d’estimation et d’autres de maximiser la

densité de probabilité a posteriori. Ces deux criteres sont respectivement formalisés comme suit :

(k) = min / 2(k)p(a(k)|=(L : k))da(k), (L.7)

z(k) = argmax p(x(k)|z(1 : k)). (1.8)

z(k)
En minimisant un certain risque dit “risque de Bayes”, les estimateurs assurent une convergence
asymptotique vers le vecteur d’état réel [115]. Toutefois, I'aspect multidimensionnel de la den-
sité de probabilité (1.5) nécessite le calcul d’intégrales multiples. Ainsi son calcul analytique est
généralement intraitable et son estimation est souvent non implémentable si ce n’est pour des

problemes de dimension réduite.

Dans ce qui suit, quelques solutions dédiées a l’estimation de la densité de probabilité (1.5) sont

décrites.

1.1.1 Estimation linéaire

Un systeme linéaire est un systéme qui suppose une évolution linéaire du vecteur d’état (voir

I’équation (1.1)) et une relation linéaire entre le vecteur d’état et 1'observation (voir ’équation (1.3)).
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Le modele de dynamique et le modele d’observation peuvent alors étre réécrits ainsi :

z(k) = Fa(k — 1)+ w(k — 1), (1.9)
2(k) = Hx(k) 4+ v(k), (1.10)

ou F représente une matrice d’état de dimension n x n, H une matrice d’observation de dimension
nxm et w(k—1) et v(k) représentent respectivement le bruit d’état et le bruit de mesure qui sont

considérés Gaussiens et dont les matrices de covariances sont respectivement notées Q(k — 1) et

R(k).

Comme cela peut étre remarqué, en plus de ’hypothese de linéarité, il est souvent supposé que
le bruit d’état et le bruit de mesure sont de nature Gaussienne. Cela revient a supposer que les
densités de probabilités du modele d’état et du modele d’observation sont également de nature
Gaussienne :

p(x(k)|z(k — 1)) = N(z(k), Fo(k — 1), Q(k — 1)), (L.11)
p(z(k)|x(k)) = N(2(k), Hz(k), R(k)), (1.12)

ou N (var, moy, cov) représente une densité Gaussienne de la variable var, de moyenne moy et de

covariance cov.

Dans le contexte des systemes linéaires et Gaussiens, le filtre de Kalman est 'un des estimateurs
les plus connus et utilisés pour le suivi d’objets. Il assure une estimation optimale de la densité de

probabilité désirée.

1.1.1.1 Filtrage de Kalman

A chaque pas de temps k, le filtre de Kalman exécute deux étapes principales : une étape de
prédiction et une étape de mise & jour [2, 96, 97, 163]. A partir de la densité de probabilité a

posteriori calculée au pas de temps k — 1 :

pla(k—1)z(1:k—=1)) =N(z(k—1),2(k - 1),P(k — 1)), (1.13)
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une prédiction pour le pas de temps en cours k est faite :

pla(k)|2(1: k — 1)) = N(a(k), 2(k|k — 1), P(k|k — 1)), (1.14)
#(klk —1) = Fi(k — 1), (1.15)
Plk|k — 1) = FP(k — 1)F' + Q(k — 1), (1.16)

avec I’ représentant la matrice transposée de F.

A la réception d’'une observation z(k) au pas temps k, la densité de probabilité désirée peut étre

mise & jour de la fagon suivante :

p(z(k)|z(1: k) = N(z(k), 2(k), P(k)), (1.17)
i(k) = #(k|k — 1) + K(k)(2(k) — Hi(k|k — 1)), (1.18)
P(k)=[I — K(k)H]P(k|k — 1), (1.19)

K(k) = P(k|k — 1)H'S™'(k), (1.20)

S~ (k)= HP(k|k — 1)H' + R(k), (1.21)

avec K (k) représentant le gain du filtre de Kalman. La matrice S(k) représente la covariance de
Perreur faite sur la prédiction de l'observation z(k) = HzZ(k|k — 1), elle est également appelée

covariance de I'innovation sachant que l'innovation est donnée par : z(k) — Hz(k|k — 1).

L’avantage du filtre de Kalman est sa capacité a calculer une estimation optimale de la densité
de probabilité d’intérét. Son principal inconvénient est sa restriction aux systéemes linéaires et

Gaussiens.

Des extensions du filtre de Kalman aux systémes non linéaires existent, elles sont décrites dans ce

qui suit avec d’autres types de filtres non linéaires.
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1.1.2 Estimation non-linéaire

Généralement, la dynamique des objets ainsi que les modeles d’observation sont non linéaires. En
terme de modélisation, cela se traduit par une fonction d’état f et une fonction d’observation h

(voir les équations (1.1) et (1.3) respectivement) non linéaires.

Afin de permettre le suivi d’objets dans le cas de modeles non linéaires, deux techniques d’estimation
phares étaient considérées dans la littérature [23]. Plus récent, une autre technique de filtrage non
linéaire basée sur les ensembles finis aléatoires se rajoute a la littérature du domaine du suivi
d’objet, on parle notamment du filtrage PHD [184]. Dans cette theése, I'intérét est porté sur les
méthodes de filtrage classique, notamment les celles qui sont basées sur le filtrage de Kalman. Dans
cette catégorie, on trouve le filtre de Kalman étendu (Extended Kalman Filter EKF') qui propose
un développement limité de premier ordre des fonctions non linéaires, ce qui revient a linéariser
le systeme pour ainsi pouvoir executer les équations de Kalman telles qu’elles sont. Le filtre de
Kalman étendu et invariant (Invariant Extended Kalman Filter IEKF') combine l'avantage du EKF
et les invariances possibles du systeme (e.g. symétrie). Le filtre de Kalman sans parfum ( Unscented
Kalman Filter UKF') est transversal entre cette premiere catégorie et la seconde catégorie, il pro-
pose un échantillonnage local et déterministe de la densité de probabilité désirée qui est propagée

a l'aide des équations de Kalman.

La seconde technique d’estimation se passe de toute contrainte de linéarité. Elle consiste en un
échantillonnage aléatoire massif visant a approximer la densité de probabilité d’intérét. Cette
technique se réfere aux méthodes Monte Carlo dont on trouve des implementations séquentielles

utilisables dans le contexte du suivi d’objets.

1.1.2.1 Filtrage de Kalman étendu

Le filtre de Kalman étendu EKF [2, 81, 93] est une solution sous-optimale. Il propose une
linéarisation de premier ordre des modeles d’état et/ou d’observation afin que ces derniers puissent
étre traités par les équations de Kalman. Le processus d’exécution du filtre de Kalman étendu

pour un pas de temps k suit les étapes suivantes :

Connaissant la densité de probabilité au pas de temps k — 1 :

pla(k —1)]z(1: k- 1)) = N(z(k — 1), &(k — 1), P(k — 1)), (1.22)
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une prédiction peut étre faite de la maniere suivante :
p(a(R)=(1 : k— 1)) = N(w(k), & (klk — 1), P(klk — 1)), (1.23)
ou
&kl — 1) = f(3(k—1),0), (1.24)
P(klk—1)=FP(k—-1)F' +Q(k—1), (1.25)
af(y,0
F= éy )|y:i(k_1). (1.26)
Le calcul de la densité de probabilité a posteriori (mise a jour) est effectué ainsi :
p(a(k)|2(1: k) = N'(x(k), 2(k), P(k)), (1.27)
ou
(k) = z(k|k — 1) + K(k)(2(k) — h(z(k|k — 1),0)), (1.28)
P(k)=1[I — K(k)H]|P(k|k — 1), (1.29)
K(k) = P(k|k — 1)H'S™(k), (1.30)
ST (k)= HP(k|k —1)H' + R(k), (1.31)
avec
Oh(y,0
H = éy )\y:@(k\kq)- (1.32)

Le filtre de Kalman étendu n’est pas exact (sous-optimal) dans la mesure ou il ne prend en con-

sidération que le premier terme du développement en série de Taylor des fonctions non linéaires.

De ce fait, le filtre s’avere inefficace dans le cas de fonctions fortement non linéaires [94], ce qui

peut correspondre & des dynamiques de manceuvres dans la réalité. De plus, comme cela peut

étre constaté sur les équations correspondantes, I’hypotheése de densités Gaussiennes est toujours

maintenue. D’autres versions de filtres de Kalman sont développées, notamment le filtre de Kalman

étendu invariant (Invariant Extended Kalman Filter IEKF') [28] qui propose de simplifier le calcul

des fonctions dérivées du systeme en tenant compte des différentes invariances possibles, comme

par exemple la symétrie (e.g. calculer la trajectoire d’une aile d’un avion suffirait pour déduire

celle de 'autre aile). Dans le cas de fortes non linéarités, le filtre de Kalman sans parfum UKF' est
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utilisé. Il propose un échantillonnage déterministe autour de la moyenne de la densité de proba-
bilité d’intérét. L’échantillonnage est effectué a I’aide d’une technique appelée : transformation sans
parfum (Unscented Transform UT). Les échantillons sont également appelés points sigma (sigma
points). Ils sont propagés a I’aide des équations non linéaires du systéme et a chaque itération ils
sont pondérés afin de reconstruire la moyenne et la covariance du vecteur d’état. Plus de détails
concernant le UKF' peuvent étre trouvés dans [43, 66]. Contrairement, au filtre UKF qui propose
un échantillonnage déterministe de la densité de probabilité p(x(k)|z(1 : k)), les filtres particulaires
proposent un échantillonnage aléatoire de cette densité de probabilité. Quelques éléments de base
concernant les filtres particulaires et les méthodes d’estimation Monte Carlo MC sont donnés dans

ce qui suit.

1.1.2.2 Filtrage particulaire

L’algorithme d’échantillonnage séquentiel par importance (Sequential Importance Sampling SIS),
également connu par filtre particulaire (Particle Filter PF) dans [6, 34] représente la solution
de base de la majorité des méthodes d’estimation dites Monte Carlo. Notamment le filtre boot-
strap [80], filtre de condensation [113], approximation par particules interactives [52] et d’autres.
L’objectif de base de ces algorithmes est I'implementation du filtre Bayésien avec une approche
d’approximation Monte Carlo. Ils tentent d’approximer la densité de probabilité p(z(k)|z(1: k)) a
laide d’un ensemble d’échantillons (particules) aléatoires munis de poids. L’évaluation séquentielle
des poids permet de déterminer les échantillons approximant au mieux la densité de probabilité
d’intérét. Les méthodes d’estimation Monte Carlo en théorie n’ont aucune contrainte concernant la
linéarité du systeme, toutefois, leurs performances dépendent de ’abondance de ’échantillonnage
déployé. L’estimation est quasi-optimale quand le nombre d’échantillons tend vers l'infini. Afin
de mieux comprendre le fonctionnement des filtres particulaires, une description succincte de

I’algorithme de base SIS est donnée dans ce qui suit.

D’une maniére générale, si on souhaite approximer une densité de probabilité quelconque p(.)
a laide de N échantillons (particules) indépendamment et identiquement distribués (i.i.d) notés
{zM}Y et que ces derniers peuvent étre générés a I'aide de la loi cible p(.) (cas idéal) alors

I'approximation se fait comme suit :

LN
p(z) =+ > 6,0 (). (1.33)
i=1
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La convergence d’une telle approximation dépend du nombre d’échantillons de telle sorte que pour

toute fonction arbitraire integrable f, ’hypothése suivante est vérifiée :

> @)y — | fa)p(x)da. (1.34)

L’approximation présentée par 1’équation (1.33) est idéale dans la mesure ou les échantillons sont

générés a l'aide de la densité de probabilité cible qui est supposée connue.

En réalité la densité de probabilité cible p(.) n’est pas connue, par conséquent, les échantillons
{z®M} | sont générés selon une autre densité de probabilité ¢(.) semblable & p(.) [6]. La densité g(.)
est appelée : densité de proposition ou encore densité d’importance. Dans ce cas, 'approximation

se fait de la maniere suivante :

N
1 i
p(z) ~ N Zw 3, (), (1.35)
i=1
ol
. (@)
Wt = Nw(# (1.36)
> w(al)
j=1
et
(4)
w = w(z) = p( . ), (1.37)
q(z®)
avec

N .
> @t =1 (1.38)
=1

Dans le cadre du suivi d’objets, 'objectif est d’approximer la densité de probabilité d’intéret
p(z(k)|z(1: k)) a linstant k. L’application de I’algorithme SIS peut se faire de la maniére suivante.
Supposons qu’a l'instant £—1 la densité de probabilité a priori p(x(k—1)|z(1 : k—1)) est représentée
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par un ensemble de particules avec leurs poids correspondants {w® (k — 1), 2@ (k — 1)},

N
plz(k =1)z(1: k—1)) Z (k= 1)840 ey ((k = 1)). (1.39)

En générant les nouveaux échantillons {w® (k), 2™ (k)}Y | de Vinstant k & Paide de la densité
de proposition ¢(.|z("(k — 1), z(k)), Papproximation de la densité de probabilité a posteriori est

effectuée ainsi :

1 N
Pkl 1)~ 5 30 (1)t 1 () (1.40)

ou

oD (k) = ————, (1.41)

(k) — @ (p . 1 PEEO ER)p(D (k)| (k — 1))
(k) (k—1) OO 2R) (1.42)

avec p(z(k)|z® (k) et p(z®(k)|z@(k — 1)) respectivement, la fonction de vraisemblance et la

densité de probabilité de transition calculées pour chaque échantillon z(®.

Le principal inconvénient du filtre particulaire de base SIS est bien la dégénérescence des échantillons
utilisés pour 'approximation. En effet, la propagation dans le temps des échantillons fait que la
plupart d’entre eux se retrouvent avec des poids quasi-nuls avec une tres faibles contribution a
I’approximation finale, ce sont les échantillons générés loin de la densité de probabilité cible. Le peu
d’échantillons dont les poids restent valables se retrouvent figés et incapables de suivre ’évolution
de la densité cible [6]. La plupart des recherches en filtrage particulaire visent & contourner ce
phénomene de dégénérescence. Deux pistes majeures sont suivies, la premiere repose sur le choix
de la densité de proposition ¢(.|z® (k — 1), z(k)) tel que plus le choix de cette densité est proche
de la densité cible, plus le nombre d’échantillons contribuant a ’approximation est important, ils
sont placés dans 'espace d’état d’intérét. La seconde piste concerne le ré-échantillonnage et la
régénération des particules. Cette action consiste a éliminer les particules a faible contribution

dans 'approximation et a dupliquer les particules a forte contribution.
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e Choix de la densité de proposition (.| (k — 1), 2(k)) : le meilleur choix de densité de
proposition serait de prendre q(z(k)[z®(k — 1), 2(k)) = p(z(k)|z®(k — 1), 2(k)) [61]. Ce
choix n’est pas si évident compte tenu de la difficulté a échantillonner depuis la densité de
probabilité p(z(k)|z? (k — 1), z(k)) pouvant comporter des calculs fastidieux. Toutefois, cela
reste possible dans un certain nombre de cas : le cas ol la densité est séparable en une
partie linéaire et une partie non linéaire par exemple [62, 100]. Le choix le plus souvent
adopté pour la densité de proposition est : q(z(k)|z® (k — 1), 2(k)) = p(x(k)|z® (k — 1)). La
qualité de I’échantillonnage pouvant étre généré par la densité p(z(k)|z® (k—1)) peut étre de
moindre qualité par rapport au premier cas, cela est di au fait que la densité de proposition
p(z(k)|z®(k — 1)) ne tient pas en compte de l'information apportée par 'observation z(k)

[6].

e Ré-échantillonnages : la deuxieme solution par laquelle le probléeme de dégénérescence peut
étre évité est le ré-échantillonnage. Cette solution vise a placer et replacer les particules en
nombre suffisant dans la partie de l’espace d’état la plus vraisemblable afin d’assurer une
meilleure approximation de la densité cible. Paradoxalement, cette technique peut ne pas
fonctionner dans le cas de bruit d’état a variance faible, cela réduit ’espace de recherche et
engendre une duplication de particules au méme endroit [34]. L’usage de cette technique de ré-
échantillonnage nécessite une optimisation dans la mesure ou elle représente un dilemme entre
la qualité d’approximation demandant un nombre important d’échantillons et la complexité

calculatoire [111, 145].

Pour donner un ordre d’idée quant a la différence dans la complexité de calcul entre un filtre de
Kalman et un filtre particulaire, une simulation d’un simple signal linéaire Gaussien est faite, elle

est illustrée par la figure 1.2.

La figure 1.2 représente une illustration simplifiée du filtrage d’un signal linéaire et Gaussien dont la
moyenne est égale a zero. L’objectif est de confirmer la conclusion qui met en accord ’ensemble des
travaux portant sur lestimation d’état [40, 152]. La conclusion en question suggere 'utilisation
du filtrage de Kalman a la place de tout autre filtrage lorsque les conditions favorables & son
application sont réunies. Dans le cadre de cette thése nous nous somme intéressé a des modeles
favorisant 1’'utilisation du filtrage de Kalman. Le filtrage particulaire pourrait étre utilisé, mais
cela au prix d’un grand besoin calculatoire : I'Erreur Quadratique Moyenne (EQM ) du filtrage de

Kalman sur I'exemple de la figure 1.2 est de 0.6057 tandis que 'EQM du filtrage particulaire est
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FIGURE 1.2: Filtre de Kalman vs filtre particulaire.

de 1.815 sachant que le nombre de particules utilisées est de 50 et que le temps de calcul qui peut
étre consommé par une seule particule est a peu pres équivalent au temps de calcul qui peut étre

consommé par un filtre de Kalman [40, 118, 152].

1.1.3 Estimation multi-modale

Cette section s’intéresse a une question clé dans le cadre du suivi d’objets, en 'occurrence la
représentation et ’estimation de 1’état des objets effectuant des manceuvres au cours du suivi.
Selon les manceuvres qui peuvent étre effectuées, le probleme peut s’avérer plus ou moins complexe.
En effet, pour des objets dont ’évolution est quasi-linéaire avec de faibles manceuvres, un filtrage
de Kalman avec réajustement de la matrice de covariance peut suffire pour assurer le suivi, cela fait
partie de quelques méthodes pionnieres présentées dans [23, chapitre 4]. Les méthodes d’estimation
modernes s’intéressent aux plus cahoteuses des situations ou les objets sont supposés pouvoir
effectuer des manceuvres aléatoires de grandes complexités. A ce jour, aucun filtre ne peut estimer
efficacement la densité de probabilité liée & ce genre de situations. Avec des ressources calculatoires
illimitées cela pourrait étre faisable a 1’aide du filtrage particulaire a échantillonnage intensif. Cela
étant irréalisable avec les moyens calculatoires de notre époque, des techniques d’estimation faisant
des suppositions par rapport a la densité de probabilité d’intérét sont adoptées. Dans ce rapport
nous nous intéressons aux densités de probabilités multi-modales correspondant a des objets dont

lévolution est représentée par un modele dit de Markov, linéaire a sauts (Jump Markov Linear
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Model JMLM ) donné par :
v(k) = Fopyr(k — 1) + wpg(k — 1), (1.43)
Z(k‘) = Hr(k)l'(k) + Ur(k)(k — 1). (1.44)

A la différence du modele linéaire déerit par les équations (1.1) et (1.3), le modele décrit par les
équations (1.43) et (1.44) dépend du mode d’évolution r(k) qui prend des valeurs dans {1, 2, ..., M}
ou M représente le nombre de modes d’évolution possibles. L’évolution du parametre r(k) dans le
temps est vue comme étant une chaine de Markov dont les probabilités de transition sont données
par la matrice IT = [m;;]prxr ot w5 = P(r(k) = j|r(k — 1) = i) représente la probabilité de passer

du mode j au mode i, avec Z;‘il mi; = 1 pour tout i € {1,2,..., M}.

Dans ce qui suit, une discussion des méthodes dédiées a la résolution de tels systemes est donnée.
Deux algorithmes des plus performants sont discutés : I’algorithme multi-modeéles interactifs (In-
teracting Multiple Model IMM) qui est exclusivement basé sur le filtrage de Kalman et 1’algorithme

dit de Rao-Blackwilize qui fait appel au filtrage de Kalman et au filtrage particulaire a la fois.

1.1.3.1 Modeles interactifs (Interacting Multiple Model IMM)

L’algorithme IMM est une amélioration de I’algorithme Pseudo-Bayésien Généralisé ( Generalized
Pseudo-Bayesian GPB) [15]. L’IMM est l'algorithme d’estimation multi-modal le plus efficace en
terme de complexité calculatoire [15], il propose de calculer la densité de probabilité a posteriori
du suivi a I'aide d’une somme Gaussienne de M densités de probabilités calculées par des filtres

de Kalman :
pla(k)|2(1: k) = p(z(k)r(k) = j,2(1: k) P(r(k) = jlz(1: k), (1.45)

ou les densités de probabilités a posteriori au niveau des filtres de Kalman sont calculées a ’aide

du théoreme de Bayes :

p(z(k)|r(k) = j, z(K))

plelb)lr(k) = 3,21+ R) = ST ky = 4,21+ k= 1)

pa(k)r(k) = j,2(1: k—1)).  (1.46)

Les densités de probabilités a priori dans I’équation (1.46) sont calculées a ’aide du théoreme des

probabilités totales :
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ou

p(x(k)|r(k) = j,r(k—1) =i 2(1: k= 1)) =/p(-%‘(k)\7“(k) =gya(k—1),2(1: k= 1))

plak—=1)|r(k—1)=1i,2(1: k—1))dx(k —1),

et

, , P(r(k) = jlr(k —1) = i)P(r(k — 1) = i|z(1: k — 1))
Pir(k—1)=ilr(k)=4,2z1:k—1)) = .
(r(k = 1) = lr(k) = 3.2 ) SSMPr(k) = jlr(k—1) =) P(r(k — 1) = 1]2(1 : k—(1121)7)

Les équations (1.45) a (1.47) présentent la démarche théorique adoptée par un algorithme IMM
pour résoudre la densité de probabilité d’intérét. Cette démarche est exécutée en quatre étapes

principales pour un pas de temps donné k et M filtres de Kalman :

Supposons que la densité a posteriori calculée a 'instant k£ — 1 est Gaussienne :

P(x(k —1)|r(k —1) =4,2(1: k= 1)) = N(z(k — 1);2%(k — 1), P'(k — 1)), (1.48)
et

P(r(k—1)=dz(1:k—1)) = p'(k—1). (1.49)

Etape 1. Calcul des probabilités de mixage : les probabilités de transitions, entre les M modes

d’évolution, basées sur les informations de 'instant k£ — 1 sont calculées de la fagon suivante :
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il (k—1) = P(r(k — 1) = ilr(k) = j.2(1 1 k))
_ Pr(k)y=jlr(k—=1)=1d,2(1: k—=1))P(r(k—1) =i|2(1 : k= 1))
M P(r(k) = jlr(k—1) =1,2(1: k= 1)P(r(k — 1) = I|2(1 : k — 1))
_ (k1)
Zlﬂg pt(k — 1)‘

Une fois les probabilités de mixage sont calculées, elles sont utilisées pour réinitialiser les estimations

#'(k — 1) des M filtres de Kalman :

M

9k —1)=> @' (k- Du'l(k—1), j=1,., M, (1.50)
=1

avec des matrices de covariances initiales données par :

M
PY(k—1) = 3" il (b = D{P(k — 1)

+ [ (k= 1) = 2% (k = D].[#(k — 1) — 2% (k - 1)]'}

Etape 2. Filtrage : 'exécution de M filtres de Kalman permet de prédire la densité de probabilité :

P(x(k)|r(k) = j,2(1: k — 1)) = N(z(k); 27 (k|k — 1), P (k|k — 1)), (1.51)

ensuite, la mettre a jour a la réception des observations de l'instant & :

P(x(k)|r(k) = j, 2(1: k)) = N (x(k); 27 (k), P (k)), (1.52)
La phase de prédiction est assurée par les équations (1.15) et (1.16), et la phase de mise & jour par
les équations (1.18) a (1.21).
E’tape 3. Mise a jour des probabilités des modes :

L’information apportée par les observations, notamment les fonctions de vraisemblances A7 (k) =

p(z(k)|r(k) = j,z(1 : k)) de l'instant courant, permet de mettre a jour les probabilités liées aux



Chapitre 1. Suivi multi-objets : état de ’art 23

filtres de Kalman (aux modes d’évolution) :

(k) = P(r(k) = jl=(1: )
_ pGR)r(k) = .21 k= 1)P(r(k) = jl2(1: k — 1))
S p(a(k) (k) = 1, 2(1: k — 1) P(r(k) = l](1: k — 1))
_ NwREk-1)
S AR (k1)

ou

M
(k—1)=> myu(k—1), (1.53)
=1

avec des fonctions de vraisemblances supposées Gaussiennes :

N (k) = N(2(k); &7 (k|k — 1), S7(k)). (1.54)

Etape 4. Combinaison des estimations : le vecteur d’état estimé ainsi que la matrice de covariance

correspondante sont calculés par :

M
B(k) =Y 1 (k)& (k), (1.55)
j=1
P(k) = W (){P’ + [#/ (k) — &(k)][&7 (k) — 2(k)]'}. (1.56)
j=1

A noter que ’étape 4 sert a fournir des quantités globales pour un usage externe, ces dernieres ne
sont pas nécessaires pour le suivi. L’IMM est un algorithme tres largement utilisé dans le cadre du
suivi d’objets, mais également dans d’autres domaines tel que le diagnostic des systemes complexes

[1, 191], et d’autres applications [120, 143, 159, 180].

1.1.3.2 Filtre de Rao-Blackwilize

Le filtre de Rao-Blackwilize combine le filtrage de Kalman et le filtrage particulaire [60]. 1l
s’intéresse aux densités de probabilités pouvant étre séparées en une partie linéaire ou quasi-
linéaire et une autre partie non linéaire. Le filtrage de la partie linéaire est assuré par des filtres de
Kalman et le filtrage de la partie non linéaire est assuré par un filtrage particulaire. La technique

de Rao-Blackwilize appliquée au filtrage Bayésien présente des avantages par rapport au filtrage
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particulaire standard, qui en 'occurrence peut étre incapable d’estimer une densité multi-modale
en un temps raisonnable [60], cette technique peut également avoir un avantage par rapport a
l’algorithme IMM concernant la qualité de Iestimation méme si ces derniers utilisent un filtrage
de Kalman. En effet, 'IMM n’approxime la densité multi-modale qu’avec un mélange Gaussien,
tandis que le filtre de Rao-Blackwilize approxime la densité a I’aide d’un échantillonnage. Un nom-
bre important de particules peut engendrer une qualité d’estimation meilleure. Cela au prix d’une
complexité calculatoire considérable. A noter que les filtres de Kalman représentent les particules
dans le filtre de Rao-Blackwilize [33]. Plusieurs extensions et améliorations ont été apportées dans

60, 78, 82, 83, 121].

1.2 Association des observations aux objets

Il peut étre remarqué que les techniques de filtrage décrites estiment d’une maniere explicite 1’état
de l'objet. En d’autres termes, une observation explicite est a chaque pas de temps attendue
pour mettre a jour l'objet suivi. Dans cette section, nous nous intéressons aux méthodes dédiées
a l’association des observations détectées a l'objet ou aux objets suivis. Cette étape est tres
complexe dans la mesure ou elle est confrontée aux erreurs de prédictions faites par les filtres,
des non-détections et les erreurs de mesure faites par les capteurs ainsi que d’autres complexités
de I'environnement du suivi qui peut présenter des fausses alarmes, des observations fantomes

(ombres) et autres.

Cette section présente quelques algorithmes de base ayant différentes stratégies quant a I’association
des observations aux objets. Dans un premier temps, deux méthodologies d’association dans le cas
mono-objet sont décrites : une solution déterministe (Nearest Neighbor NN algorithm) visant a
mettre a jour le seul objet connu avec la plus proche observation parmi celles qui sont détectées,
et une solution probabiliste mettant a jour I'objet connu a 'aide d’une somme pondérée de toutes

les observations détectées (Probability Data Association algorithm PDA).

Les méthodes d’association les plus connues dans le cadre multi-objets sont également décrites.
Notamment la méthode dite Global Nearest Neighbor GNN qui représente une généralisation de
Ialgorithme NN et algorithme dit Joint Probabilistic Data Association JPDA qui représente une
généralisation de algorithme PDA. L’algorithme dit Multi- Hypothesis Tracking MHT pour le cas

multi-objets est également décrit.
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1.2.1 Cas mono-objet

Dans le cas de suivi d’un seul objet, plusieurs observations peuvent étre détectées. Ces dernieres
peuvent étre générées par I’objet suivi ou bien par du bruit (fausses alarmes, clutter). Le principe
du suivi mono-objet est illustré par la figure 1.3 ou I’état de ’objet est supposé prendre des valeurs
dans I’ensemble {Q, °, O}, ou les boules de couleurs peuvent correspondre aux modes d’évolution
dans '/MM par exemple. La mise a jour séquentielle de ’état de 'objet a ’aide de ’observation

W est illustrée par la figure 1.3.

Observation I

a priori (k—1) vraisemblance (k) a posteriori (k)

* ) (/@) p(@)
p( @) p(9/@) p( @)
(+ (/@) (@)

Ficure 1.3: Illustration du suivi mono-objet

La question qui peut étre posée dans le cadre du suivi mono-objet est : quelle observation choisir

pour mettre a jour ’état de 'objet ?

Les méthodes suivantes apportent des réponses a cette question.

1.2.1.1 Algorithme du plus proche voisin (Nearest Neighbor NN)

L’algorithme du plus proche voisin NN représente la solution d’association la plus simple qui
existe [23]. C’est une solution dédiée au suivi d’un seul objet dans un environnement pouvant
contenir des fausses observations (fausses alarmes). L’algorithme NN est souvent accompagné
d’une technique dite gating. Le gating consiste a éliminer toutes les observations éloignées de
la position prédite pour I'objet suivi. L’algorithme NN consiste a choisir parmi les observations
restantes celle qui est plus proche de la position prédite de 'objet. L’observation sélectionnée est
utilisée pour mettre a jour le filtre assurant le suivi. La solution du plus proche voisin est I'une
des premieres solutions dédiées au suivi d’objet, elle est appréciée pour sa simplicité et sa facilité
a implementer. Toutefois, elle présente des faiblesses quant au suivi dans des environnements

denses en fausses alarmes [10, 14, 21]. Pour éviter des éventuelles fausses associations auxquelles
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I'algorithme NN est confronté, 'algorithme PDA décrit une alternative prenant en compte toutes

les observations lors de la mise a jour de 1’état de ’objet.

1.2.1.2 Association de données probabiliste (Probabilistic Data Association PDA)

L’algorithme PDA propose de mettre & jour ’objet suivi a I’aide d’une somme pondérée de toutes
les observations pouvant étre associées a l'objet en question. Les observations tres éloignées de
lobjet sont éliminées par le gating. La solution PDA [10] est proposée dans 'espoir de remédier
a d’éventuelles fausses associations découlant des décisions déterministes comme dans le cas de
I'algorithme NN. En terme de calcul, cet algorithme est beaucoup plus complexe que ’algorithme
NN. De plus, il ne présente aucune stratégie assurant le suivi d’'un objet détecté par intermit-
tence [10]. Plusieurs améliorations de 'algorithme PDA ont été proposées, notamment pour per-
mettre la gestion des non détections d’objet dans la solution dite Integrated PDA [132]. Plusieurs
extensions dédiées au suivi multi-objets sont proposées [38, 68, 133, 147, 160], la plus aboutie est

la solution dite Joint Probability Data Association JPDA [37, 44, 73].

1.2.2 Cas multi-objets

Le suivi dans le cas multi-objets est plus complexe que dans le cas mono-objet. La complexité est
essentiellement liée & I'ignorance concernant l’association des multiples observations détectées, a
chaque instant, aux multiples objets suivis. Le probleme est illustré par la figure 1.4 ou on peut

remarquer un conflit quant a I'association des deux observations détectées aux deux objets connus.

Observations)

@ @) < p p(@) > p( @
@ 9@ - @ @) < 9@ @
@) pI/@ @ »( @)

FiGURE 1.4: Tlustration du suivi multi-objets.

Cette section donne un apercu des techniques utilisées pour associer les observations aux objets.
Ces dernieres adoptent des stratégies d’association différentes afin de contourner les difficultés liées

au probleme d’association. Des difficultés relatives aux imprécisions et aux incertitudes de capteurs
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et d’autres liées a la complexité du systeme, notamment, les situations conflictuelles de trajectoires

confondues, I'occlusion des objets et d’autres difficultés.

Parmi les strategies utilisées on trouve :

L’association déterministe : a chaque événement (objet connu) une seule hypothese est as-
sociée (une observation ou I’hypothese de non détection). Telle est la stratégie adoptée par

I’algorithme GNN et l'algorithme MHT par exemple.

L’association non déterministe (probabiliste) : contrairement & la stratégie déterministe, la
stratégie probabiliste propose d’associer a chaque événement plusieurs hypotheses, comme
par exemple I'algorithme PDA et JPDA qui mettent a jour I’état des objets a I’aide de sommes

pondérées de plusieurs observations.

L’association mono-scan : les solutions sont dites mono-scan si a chaque pas de temps une

décision d’association est prise. Tel est le cas des algorithmes GNN, et JPDA par exemple.

L’association multi-scans : dans les situations conflictuelles, les approches multi-scans comme

I’algorithme MHT proposent de différer la prise de décision.

L’association multi-scans et probabiliste : D’algorithme PMHT est parmi les solutions les
plus performantes dans le cadre du suivi d’objets multiples, il propose de retarder la prise de
décision dans les situations conflictuelles et de mettre a jour les objets a 1’aide de plusieurs

observations afin d’éviter d’éventuelles fausses associations.

Le suivi sans association de données : quelques méthodes comme le PHD, par exemple pro-
posent de suivre les objets comme étant un ensemble, elles se passent de la nécessité d’associer
les observations aux objets d’une maniere explicite. Ces méthodes auraient I’inconvénient de

ne pas garder l'identité des objets suivis.

Selon la stratégie d’association adoptée, les méthodes d’association existantes sont de complexités

différentes, elles sont évidemment contraintes par le temps de calcul afin de permettre un suivi

en temps réel par exemple. La section suivante donne quelques détails & propos des techniques

d’association multi-objets.
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1.2.2.1 Algorithme du plus proche voisin global (Global Nearest Neighbor GNN)

L’algorithme GNN représente une généralisation de l'algorithme NN au cas du suivi multi-objets
[23]. L’idée est de minimiser la distance globale séparant les observations prédites notées par :
Zi(k) = HZ;(k|k — 1) avec i = 1,...,n, et les observations réelles zj(k) avec j =1,...,m ol n et m
sont respectivement le nombre d’objets connus au pas de temps k et m le nombre d’observations
détectées. Habituellement, la distance de Mahalanobis [122] est utilisée pour calculer la matrice

d’association D = [d; ;|. Le probléeme d’optimisation peut étre formalisé de la manieére suivante :

minZderm, (157)

i=1 j=1

avec
n+m

Z rij <1, (1.58)
)

m

> orij=1, (1.59)

J

rij €{0,1}, Vie {l,...,n+m},Vj e {1,...,m}, (1.60)

ou r; j est une variable auxiliaire représentant la relation entre z; et z; ('ri,j = 1 si z; est associée

a Zg, Tij = 0 SiIlOIl).

Le probleme d’association tel qu’il est posé par I’équation (1.57) et les contraintes (1.58) et (1.59)
peut étre résolu a ’aide de I’algorithme de Munkres [30, 130], de I’algorithme des encheres (auction)
[20] ou bien de I'algorithme Hongrois [103] sachant que ce dernier est adapté aux problemes dont
le nombre d’éléments en lignes et en colonnes dans la matrice d’association sont égaux. Ces
algorithmes de résolution sont optimaux et fournissent une solution en un temps polynomial qui

croit linéairement avec ’augmentation du nombre d’hypotheses [23].

La contrainte exprimée par I’équation (1.58) signifie qu'un objet connu, dont I'observation prédite
est z;, peut étre associé¢ a une observation réelle z; ou n’étre associé a aucune observation, ce qui
représente la non détection de 1'objet en question. La contrainte exprimée par 1’équation (1.59)
signifie qu'une observation z; peut étre associée a un objet connu, représenté par son observation
prédite Z;, ou bien un nouvel objet noté par *;. La question qui se pose par rapport a la con-
trainte (1.59) est : comment fixer le parametre (distance) permettant d’associer une observation

zj a un nouvel objet *; et non pas aux objets existants 7
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Le probleme d’association pour un exemple de trois objets connus dont les observations prédites
sont Z1, Zo et Z3 et quatre observations z1, 2o, 23 et z4 peut étre illustré par la matrice d’association

représentée par la Table 1.1.

TABLEAU 1.1: Un exemple de matrice d’association : 3 objets connus {Z1,Z2,Z3} et 4 observations
{21,227 23, 24}-

21 zZ2 z3 24
zZ1 | dig dig diz dig
Zo | doy dop do3z doy
Z3 | d31 d32 dsz d3g

*1 | A 00 00 00
*x9 | 00 A 00 00
x3 | 00 o A o0
%4 | 00 00 00 A

Comme illustré par la Table 1.1, la prise en compte de I'apparition de nouveaux objets est condi-
tionnée par le parametre A. Ce parametre représente la distance d’apparition de telle sorte que si
une observation z; est éloignée d'une distance A de tous les objets connus, elle est considérée comme
étant un nouvel objet x;. Le parametre A est tiré de la table de x? (distance de Mahalanobis suit
une distribution de x? [122]) en se basant sur une information a priori P(z;|z;), i =1,2,...,n, qui

représente la probabilité qu’une observation détectée soit générée par un objet déja existant.

P(d@j < )\) = P(Zj|§i). (1.61)

L’équation (1.61) donne une solution permettant la détermination de la distance d’apparition A a
l'aide d’information a priori, cependant il est souvent plus adéquat de procéder par un apprentis-

sage [23, 87].

Le GNN est un algorithme tres largement utilisé en pratique vue sa simplicité et ces appréciables
performances calculatoires. Toutefois, comme c’est un algorithme déterministe (associe une seule
hypothese & chaque événement) et mono-scan (une décision d’association est prise a chaque pas de
temps), il présente quelques inconvénients quant au suivi d’objets dont les trajectoires sont étroites
par exemple [10, 23]. Le GNN est également peu efficace dans les environnements de suivi a fortes
densités de fausses alarmes, il fait souvent appel aux fenétres glissantes ou a des tests statistiques
pour la confirmation des nouveaux objets et la gestion de la disparition d’objets, cet aspect est

discuté dans la section 1.3. Quelques améliorations de I'algorithme GNN ont été proposées dans
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[101, 165]. Des solutions basées sur les fonctions de croyance ont récemment repris le concept de
lalgorithme GNN [47, 57, 88, 125, 129]. L’idée est de profiter des avantages de 1'algorithme GNN
concernant le temps de calcul par exemple et d’assurer une meilleure modélisation de I'incertitude
et de I'imprécision liées a des scenarios conflictuels tel que le cas d’objets a trajectoires confondues.

L’apport des fonctions de croyance pour le probleme d’association est étudié dans le chapitre 3.

1.2.2.2 Association de données probabiliste conjointe (Joint Probabilistic Data As-

soctation JPDA)

L’algorithme JPDA représente une extension de la solution PDA au cas multi-objets [10]. La solu-
tion consiste a calculer un ensemble de probabilités jointes liant les objets suivis et les observations
détectées au pas de temps k. La méthode JPDA suppose que le nombre d’objets suivis est connu.

La mise a jour de leurs vecteurs d’état se fait a ’aide des équations de Kalman.

Pour chaque objet connu i € {1,2,...,n} et m observations détectées, le calcul de la densité de

probabilité a posteriori s’effectue de la fagon suivante :

pi(k)|z(1: k) = N (i(k); 2:(k), Pi(k)), (1.62)

Li(k) = Zi(k[k — 1) + Ki(k)Zi(k), (1.63)

avec

Zﬂm )inov;(k), (1.64)

inovj(k) = Z;i(k) — z(k), (1.65)

et K;(k) représentant le gain de Kalman et f3; ;(k) la probabilité que I'observation z;(k) soit générée
par Z;(k) qui est la méme que P(z;|Z;) utilisée dans I’équation (1.61). La matrice de covariance

est mise a jour de la facon suivante :

Pi(k) = BioPi(k) + Pi(k), (1.66)
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ou

Py(k) =[I — K(k)H(k)]|P(k|k — 1), (1.67)

représente la mise a jour standard du filtre de Kalman et f3; o représente la probabilité qu’aucune

observation n’est détectée. Le complément P;(k) de 'équation (1.66) est calculé ainsi :

Pi(k) = Ki(R)[Y_ Biiz (k)2 (k) — z;(k)Z (k) K (k). (1.68)
j=1

Plus de détails sur le calcul des poids f; ; peuvent étre trouvés dans [74]. Une mise a jour optimale
a l'aide de l'algorithme JPDA nécessite un calcul minutieux des poids ;. La complexité de
ce calcul évolue de maniere exponentielle avec I’évolution du nombre d’hypotheses (objets et/ou
observations) [23], cela rend la méthode irréalisable pour des applications en temps réel. Plusieurs
alternatives sous-optimales de 1'algorithme JPDA sont développées : certaines visent a améliorer
le temps de calcul de la méthode [16, 71, 112, 157, 192] et d’autres completent la méthode avec
une estimation du nombre d’objets suivis & chaque pas de temps [131, 132], qui est supposé connu
dans l'algorithme de base, et également intégrer une action multi-scans ou fenétre glissante afin
de permettre une gestion d’apparitions et de disparitions d’objets [23, 38, 156]. Des combinaisons
de lalgorithme JPDA et I’algorithme IMM sont proposées dans [50, 91] afin de permettre le suivi

d’objets effectuant des manceuvres.

1.2.2.3 Suivi Multi-Hypothéses (Multi- Hypothesis Tracking MHT)

L’association des observations aux objets connus, dans le cas des approches MHT, se fait d’'une
maniere différée. En effet, selon la propagation du conflit dans ’environnement du suivi, ces
approches peuvent prendre des décisions a chaque pas de temps dans le cas ou le conflit est faible,
elles peuvent également faire propager l'information et prendre une décision a la réception de
données plus claires, dans le cas conflictuel. La méthode MHT est initialement introduite par Reid

dans [151]. Depuis, plusieurs extensions ont été proposées [21, 49, 177].

La sortie d’un algorithme MHT est une liste d’hypotheses avec leurs probabilités correspondantes.
La probabilité d’une hypothese h; sachant une observation z est calculée grace au théoreme de

Bayes :
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ou P(h;) représente la probabilité a priori de I'hypothese h;, A(z]h;) est la vraisemblance de la
mesure z sachant ’hypothese h; et P(h;|z) représente la probabilité a posteriori de h; apres avoir

percgu ’observation z.

Le théoreme de Bayes dans 1’équation (1.69) permet d’évaluer la probabilité de chaque hypothese a
chaque réception d’une nouvelle observation z. Toutefois, dans une méthode MHT, une hypothese
peut correspondre a différents événements dans ’environnement du suivi. Cependant le calcul des

probabilités est différent d’une hypotheése & une autre, par exemple :

e l'observation regue correspond & une fausse alarme (notée par 0 dans la figure 1.5), la prob-

abilité de I’hypothese correspondante se calcule par :

_ /Bfa(1 - pd)n

P(h;) 8

P(h;), (1.70)

ou By, est une information a priori représentant la densité de fausses alarmes, Py la prob-
abilité de détecter un nouvel objet dans I’environnement de suivi, P(h; ) la probabilité que
I’hypothese h;, avant la réception des observations, soit vraie. L’entier n représente le nombre

d’objets connus et C' est une constante de normalisation dépendant du volume observé [8].

e l'observation recue j correspond a un objet connu i, la probabilité de I’hypothese correspon-

dante se calcule comme suit :

i i Pa(1 — Pg)" _
3 (L.71)

P(hi)

ou d; ; représente la distance de Mahalanobis entre I'observation j et 'objet connu i.

e l'observation regue peut également correspondre a ’apparition d’un nouvel objet (noté par x
dans la figure 1.5), dans ce cas la probabilité de ’hypothese correspondante se calcule par :

_ Bno(l - Pd)n

P(h;) 8

P(h;), (1.72)

ol [y représente une information a prior: sur la densité de nouveaux objets.
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Plus de détails quant aux calcul des probabilités des différentes hypotheses dans les méthodes MHT

peuvent étre trouvés dans [12].

Pas de temps (k) Pas de temps (k+1)

z,(k) 2y(k) zy(k+1) zy(k+1)
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FIGURE 1.5: Génération d’hypotheses dans une méthode MHT.

I’implémentation directe d’'une méthode MHT est quasiment impossible, di a 'augmentation
exponentielle du nombre d’hypotheses, comme cela est illustré par la figure 1.5. L’implémentation
de telles méthodes, ne peut étre réalisée que si on limitait le nombre d’hypotheses, ce qui peut étre
fait a I’aide de méthodes dites d’élagage (pruning). Plusieurs méthodes d’élagage ont été proposées
[23], la plus simple consiste & éliminer les hypotheses dont les probabilités sont inférieures a un seuil
donné. Les méthodes d’élagage sont souvent dépendantes de ’application considérée. Plusieurs
variantes de la méthode MHT ont été proposées dans la literature, en 'occurrence la méthode MHT
Probabiliste (Probabilistic Multi-Hypothesis Tracking PMHT) [49, 177]. La méthode PMHT est
concue afin d’améliorer le temps de calcul de la méthode MHT classique mais aussi afin d’étre
plus robuste quant a la gestion de scénarios conflictuels. Dans une étude plus récente [45], il a
été démontré que les performances des deux méthodes sont équivalentes lorsque ces dernieres sont

comparées dans des conditions similaires.
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1.2.3 Suivi multi-objets sans association de données (Probability Density Hy-

pothesis PHD)

Contrairement au filtrage de Kalman et au filtrage particulaire qui font propager le premier et
le second moments de la densité de probabilité d’un objet lors du suivi, le filtrage PHD ne fait
propager que le premier moment de la densité correspondant a tous les objets. Cette méthode
est introduite par Mahler [115] dans le cadre du suivi d’objets. Elle est basée sur la théorie des
Ensembles Finis Aléatoires (Random Finit Sets RFS), elle a fait 'objet d’une recherche intensive
durant ces derniéres années [108, 109, 182-184]. La méthode PHD, permet de suivre les objets
comme étant un ensemble, ce qui la rend indépendante de la phase d’association [184]. La technique
PHD permet également d’estimer le nombre d’objets suivis, cela est présenté dans [114, 116, 154],

cette faculté assure une certaine robustesse par rapport aux fausses alarmes.

Plusieurs implémentations sont proposées pour mettre en ceuvre les filtres PHD. Certaines sont
basées sur le filtrage particulaire [41, 86, 153, 182, 183, 188], elles sont également appelées méthodes
PHD Monte Carlo séquentielles (Sequential Monte Carlo Probability Hypothesis Density SMC-
PHD). Les questions qui se posent par rapport au filtrage particulaire concernant le temps de calcul
ou le choix de la densité d’importance se posent également pour les méthodes SMC-PHD. D’autres
implémentations sont indépendamment considérées, elles sont basées sur le filtrage de Kalman, ces
méthodes sont généralement appelées Gaussian Mixture Probability Hypothesis Density GM-PHD
[144, 181, 185] ou GM-CPHD pour les solutions tenant compte de la cardinalité (nombre d’objets)
[77, 146, 178, 189]. Ces méthodes sont également limitées a la condition de Gaussienneté afin que

I’application du filtrage de Kalman soit possible.

Les méthodes PHD donnent d’appréciables résultats concernant le suivi d’objets dans des envi-
ronnements a forte densité de fausses alarmes. Il serait également moins complexe en terme de
calcul par rapport & la méthode MHT [146, 178]. Toutefois, 'application de cette méthode pour
des fins de classification a base de données cinématiques doit étre développée. En effet, une telle
classification nécessite une association explicite des observations aux objets suivis, ce qui permet

de garder leurs identités. Cette faculté est inexistante dans la méthode PHD [181, 185].

Afin d’éviter la phase d’association pour le suivi multi-objets, 'article [18] présente une autre
solution qui consiste a rassembler tous les vecteurs d’état de tous les objets suivis en un seul
vecteur étendu. Cela engendre une modification des modeles d’état et d’observation quand cela

s’avere possible. Les modeles étendus sont ensuite utilisés par le filtre UKF' afin de permettre un
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suivi de ’ensemble des objets. Cette technique vient d’émerger comme cela est signalé par les
auteurs dans [18]. Elle est également limitée au suivi de deux objets uniquement. Son extension
au cas de plusieurs objets s’avere difficile. De plus I'identité des objets n’est pas conservée [18], ce

qui empéche une classification & base de données cinématiques.

1.3 Gestion d’apparitions et de disparitions d’objets

La robustesse aux fausses alarmes est un point important dans le domaine du suivi d’objets. Une
fausse alarme peut étre due a un bruit important, conditions d’observabilité réduites et d’autres
phénomenes comme I’ombrage par exemple. Assurer une robustesse par rapport aux fausses alarmes
revient a suivre leur évolution et les distinguer des objets d’intérét. Les méthodes d’association
a décision différée comme le MHT [22, 151] et le PMHT [45, 177] gérent automatiquement les
fausses alarmes, ces derniéres se retrouvent généralement avec des probabilités de subsistance as-
sez faibles, et les heuristiques d’élagage se chargent alors de les supprimer. La question se pose
spécialement pour les méthodes d’association mono-scan comme le GNN et le JPDA par exem-
ple. La version basique de I'algorithme JPDA ne présente pas de méthode explicite permettant de
gérer les fausses alarmes. Toutefois, d’autres méthodes plus élaborées sont proposées comme par
exemple : I'algorithme IJPDA [131-133] qui introduit une action intégrale permettant d’évaluer les
probabilités d’association des objets au fil du temps, et ainsi supprimer ceux ayant des probabilités
d’association faibles. D’autres variantes de ’algorithme JPDA proposent I'utilisation de fenétres

de temps pour faire propager les probabilités d’association [23, 38, 156].

La version de base de 'algorithme GNN ne gere également pas les fausses alarmes, la solution
nécessite des algorithmes complémentaires comme par exemple I'estimation de la fréquence de
détection des objets sur une fenétre de temps ou bien l'utilisation de tests statistiques comme le
test du rapport de vraisemblances des objets par exemple. Cette section décrit le test du rapport
(ratio) de vraisemblances qui peut étre utilisé avec les algorithmes d’association mono-scan et

déterministes comme le GNN afin de permettre une certaine robustesse aux fausses alarmes.
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1.3.1 Test du ratio de vraisemblances

Le test de Wald [23, 186] est un test statistique se présentant comme un rapport de vraisemblances
(Likelihood Ratio LR) :

Lr = PDIh)po(h) o Pr (1.73)

~ p(Dlho)po(ho) — Pr’
ou hi et hg sont respectivement les hypotheéses qu'une donnée D soit vraie ou fausse, avec respec-
tivement les probabilités Pr et Pr. La quantité p(D|h;) représente la vraisemblance de I'événement
D sachant que I’hypothese h; est vraie et po(h;) représente la probabilité a priori de 'hypothese
h;.

Il est souvent plus adéquat de considérer le logarithme du ratio de vraisemblances (Logarithm
Likelihood Ratio LLR) donné par :
LLR = In[Pr/Pp|, (1.74)

ainsi la probabilité que I’événement D soit vrai peut étre déduite :

P
Pr/Pp = ﬁ = elLR (1.75)

eLLR

Le résultat de ’équation (1.76) est intéressant dans la mesure ou il peut aider a décider si un objet

suivi est un objet d’intérét ou bien seulement une fausse alarme.

1.3.2 Ratio de vraisemblances pour la confirmation d’objets

Dans un contexte de suivi, le test de vraisemblances peut étre cumulé sur plusieurs pas de temps.
Pour un bruit de mesure non corrélé et sur une période de temps k = 1 : K, le test peut se présenter
ainsi :
K
LR(1: K) = Lo | LR(k), (1.77)
k=1

ou LR(k) représente le ratio de vraisemblances calculé a l'instant k et Lo = Py(h1)/Po(ho)-
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Le logarithme du ratio de vraisemblances cumulé (1.77) est simplement une somme, il est noté par

L(1: K) et donné ainsi :

L(1:K)=In[LR(1: K)] =S LR(k).

gt

La formule (1.78) peut étre calculée récursivement de la maniere suivante :

L(k) = L(k — 1) + AL(k),

avec

In[l — Py si Pobjet n’est pas détecté,
L(k) =

In| si objet est détecté,

I & B ﬁ]
(2m)9/2Bpr/ 1St 2

(1.78)

(1.79)

(1.80)

ou P, représente une probabilité de détection et Spp la densité de fausses alarmes. Ce sont des

informations sur le capteur et ’environnement du suivi qui sont supposées connues a priori. Plus

de détails concernant 1'utilisation du test de vraisemblances pour le suivi d’objets peuvent étre

trouvés dans [23, chapitre 2, pages 327-334]. Le test est calculé pour chaque objet ¢ (confirmé ou

non) suivi, il est également appelé : fonction score (Score Function SF'). La prise de décision quant

a la validité ou la non validité des objets se fait de la manieére suivante :

Li(k) > Tt confirmation de l'objet suivi,
Li(k) < T suppression de 1’'objet suivi,

Ts < Ly(k) < T. doute concernant ’objet suivi.

Les seuils T, et T sont respectivement calculés par :

L8 oS

T. = In]
o l1—0

I,

ou £ et o sont des probabilités de fausses décisions supposées connues a priori

probabilité de confirmer de faux objets et o la probabilité de supprimer de vrais objets.

(1.81)

. & représente la

La figure 1.6 illustre le processus de prise de décision pour une fonction score d’un objet donné.
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Confirmation

Suppression

FIGURE 1.6: Illustration de I’évolution de la fonction score d’un objet donné.

1.4 Conclusion

Ce chapitre résume les différentes approches dédiées au suivi d’objets. Leurs avantages et in-
convénients sont discutés, notamment dans la section 1.1.2.2 ol une comparaison entre le filtrage
de Kalman et le filtrage particulaire est donnée. A I'image de cette comparaison, toutes les ap-
proches décrites sont soumises aux dilemmes liés au suivi d’objets, notamment ceux qui sont liés
a I’hypothése de Gaussienneté ou de linéarité, a la prise en compte des complexités citées dans
Iintroduction et au final, au temps de calcul qui est également important pour les systémes de

suivi dont les applications sont souvent en temps réel.

Les différents algorithmes présentés dans ce chapitre ont aidé a construire une solution de suivi
de plusieurs objets a la fois. Cette solution est décrite dans le chapitre 2. Elle a permis d’assurer
le suivi d’objets dans toutes les simulations de cette these qui est essentiellement orientée vers la

phase d’association et celle de la classification d’objets.



Chapitre 2

Classification a base de données

cinématiques

Durant les 40 derni¢res années, une dizaine d’avions civils ont été abattus [63]. Le dernier

événement de ce genre est survenu tout récemment, en juillet 2014, ou un avion civil de la Malaysia

airlines est abattu dans I'espace aérien ukrainien avec 298 personnes abord [7].

Il est peu probable que I'acte d’abattre un avion civil soit volontaire, mais la conséquence d’une

erreur de classification faisant prendre les avions civils pour des avions militaires par exemple.

Ce chapitre traite de la classification d’objets
en mouvement. Il présente des cas de classifi-
cation avec un niveau d’ambiguité important ou
il compare deux types de classifieurs : le clas-
sifieur Bayésien, qui est communément utilisé,
et le classifieur crédal qui a été plus récemment
proposé. De premieres comparaisons entre ces
deux classifieurs étaient développées dans la
littérature [19, 155, 175], ou l'intérét est porté
sur la classification d’un seul objet aérien en
mouvement. Dans ce chapitre les classifieurs
sont comparés dans un contexte multi-objets.

Ajouté a 'ambiguité liée & la classification de

FIGURE 2.1: Avion de ligne escorté par deux avions
de chasse.
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chaque objet, le risque de confusion entre les objets complexifie davantage le probleme, notamment
dans le cas ou les trajectoires des objets sont étroitement proches, comme cela est illustré par la

figure 2.1.

Deux exemples de classifications sont donnés. Le premier concerne la classification de cibles
aériennes, c’est un exemple ou les classes sont constantes dans le temps. Pour un tel exemple,
il a été démontré dans la littérature que le classifieur crédal donne de meilleurs résultats par rap-
port au classifieur Bayésien [175], ce pour un seul objet suivi. Dans ce chapitre, ce résultat a été
confirmé dans le cadre multi-objets. Par ailleurs, la question d’erreurs de classification, dues a la
confusion entre les trajectoires est évoquée. Cette question est directement liée a I'algorithme mis
en place pour suivre les objets, notamment, dans la phase chargée d’associer les multiples obser-
vations aux multiples objets connus. La solution proposée dans ce chapitre rassemble plusieurs
algorithmes tirés de la littérature dédiée au suivi d’objets [15, 23]. Une partie de cette littérature

a été présentée dans le chapitre 1.

Le second exemple de classification porte sur la reconnaissance des comportements des piétons.
C’est un exemple ou les objets (piétons) peuvent changer de classe. Cet exemple a permis de
mettre en avant la souplesse des fonctions de croyance tel qu’une simple modification du classifieur
crédal permet de s’adapter aux changements de classe. Le suivi des piétons est assuré par le méme

algorithme que dans le cas des cibles aériennes mais avec des modeles d’évolution adéquats.

La section 2.1 de ce chapitre reprend quelques notions de base sur les fonctions de croyance. La
section 2.3 présente et positionne la solution proposée concernant le suivi de plusieurs objets a la
fois. Les deux algorithmes de classification, crédal et Bayésien, sont décrits dans la section 2.3.2.
L’exemple de suivi et de classification de plusieurs cibles aériennes est traité dans la section 2.4.
L’exemple visant a reconnaitre les comportements des piétons est exposé dans la section 2.5. La
section 2.6 illustre la sensibilité de la classification crédale aux cas conflictuels d’objets a trajectoires

confondues. Au final, une discussion concluant le chapitre est donnée dans la section 2.7.

2.1 Notions de base sur les fonctions de croyance

L’origine de la théorie des fonctions de croyance remonte aux travaux d’Arthur Dempster concer-
nant la généralisation du formalisme Bayésien [53, 54]. L’aspect évidentiel, ou encore crédal, de la

théorie est formalisé par Glenn Shafer [162] sous I'appellation : théorie des fonctions de croyance
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qui est également connue par la théorie de Dempster-Shafer (DS). Dans les travaux de Philippe

Smets [169, 174], la théorie est reprise sous le nom : Modele de Croyances Transférables (MCT).

Cette section introduit les notions de base du MCT, qui ont contribué au développement du travail

présenté dans ce manuscript.

2.2 Représentation de 'informations

Dans le cadre des fonctions de croyance, 'ensemble Q = {w1,ws, ...} fait référence & un cadre de
discernement, c’est ’ensemble de toutes les hypotheses possibles en réponse a une question donnée.
Il est considéré exhaustif et ces éléments sont considérés exclusifs. A la différence du formalisme
Bayésien qui distribue la croyance d’une source d’information (capteur, agent, ou autres.) sur les
éléments w; en tant que singletons, le formalisme crédal est en mesure de distribuer la croyance sur
les éléments w; ou bien sur des ensembles d’éléments A C 2. En effet, le principal avantage des
fonctions de croyance est le fait de pouvoir préserver la connaissance sur des ensembles d’hypotheses,
ce lorsque 'information regue ne permet pas de les départager. Cela s’opére au niveau crédal (voir
la figure 2.2) ou 'on peut également propager et/ou combiner I'information. La fonction la plus
souvent utilisée pour représenter I'information au niveau crédal est dite : fonction de masse, elle est
également appelée Basic Belief Assignment (BBA ). A tout instant 'information peut étre projetée
sur les éléments singletons de €2 afin de prendre une décision, cela s’opere au niveau dit : pignistique

(voir la figure 2.2).
Information

Niveau crédal ]'

Représentation de l'information

v

Propagation et combinaison de I'information

Niveau pignistique [

Calcul de probabilités et prise de décision
Décision

FIGURE 2.2: Représentation de I'information dans le cadre des fonctions de croyance.

Une fonction de masse m : 2 — [0, 1] sur Q satisfait la condition :
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> m(4) =1, (2.1)

ACQ
avec A C Q. Les sous-ensembles A de €2 tel que m(A) > 0 sont appelés : les éléments focaux (EF')
de m. Outre la fonction de masse m, d’autres fonctions permettent de représenter la connaissance.

On trouve notamment la fonction de crédibilité et la fonction de plausibilité qui sont définies par :

bel(A)= Y m(B), VACQ, (2.2)
BCA, B#0

pl(A)= > m(B), VACQ, (2.3)
BNA#D

Les deux fonctions bel et pl offrent deux alternatives de représentation de l'information. Elles
sont équivalentes et représentent des mesures de probabilités dans le cas ou les éléments focaux
sont des singletons, c’est-a-dire m(A) > 0 avec |A| = 1. En revanche, si les éléments focaux sont
emboités A1 C Ay C ..., alors la fonction pl représente une mesure de possibilité et bel une mesure
de nécessité. Cette souplesse dans la représentation de l'information permet d’étre plus ou moins

engagé dans la propagation, la combinaison et la prise de décision.

2.2.1 Information au niveau crédal

Au niveau crédal, la théorie des fonctions de croyance offre une panoplie d’opérations permettant
de modifier I'information d’une maniere dynamique. Parmi ces opérations, on trouve des regles de
combinaison qui permettent de fusionner des fonctions de croyance qui s’expriment sur le méme
cadre de discernement. On trouve également des fonctions qui proposent de réviser une connais-
sance, ’affaiblir, la renforcer ou la projeter sur des cadres plus ou moins précis. Quelques uns des

outils permettant le traitement de I'information dans le cadre crédal sont décrits dans ce qui suit.

2.2.1.1 Regles de combinaison

Deux regles de combinaison sont principalement utilisées dans cette these, elles sont décrites ici.

Reégle de combinaison conjonctive : la combinaison conjonctive (Conjunctive Rule of Com-

bination CRC') de deux fonctions de masses mg, et myg,, issues de deux sources indépendantes et
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fiables s et ss, est définie ainsi :

Ms1Q)s2 (A) = (msl@msz)(A) = Z mey (Al)msz (AQ)’ (2'4)
A1NA=A

ou Al, A2 g Q.

Une version normalisant le poids m, @s, () est décrite par équation (2.5), c’est la régle de Demp-

ster :

> Mg (A1)ms, (A2)
A1NAs=A

1- Z Msy (Al)m52 (AQ) '
A1NAx=0

Mgy [)s2 (A) = (2'5)

La combinaison conjonctive est tres utilisée pour fusionner les informations dans le cadre des
fonctions de croyance. Plusieurs autres versions avec différentes manieres de normaliser le poids

conflictuel my, @s,(0) ont été développées [56, 64, 106, 173, 187].

Reégle de combinaison disjonctive : la combinaison disjonctive de deux fonctions de masse my,
et my,, issues de deux sources d’informations distinctes s; et sy dont une au moins est supposée

fiable, est définie par :

Ms1Os2 (A) = (m$1©m82)(A) = Z Mgy (Al)mSQ (A2)7 (2'6)
AjUA=A

ol Al, AQ g Q.

Tout comme la regle de combinaison conjonctive, la regle disjonctive est commutative et associative.
La regle conjonctive est souvent utilisée dans un environnement de sources fiables, elle transfert la
croyance sur les éléments sur lesquels toutes les sources s’accordent. La combinaison disjonctive
est plus prudente, elle favorise I'ignorance dans la mesure ou elle est supposée étre utilisée dans un
environnement de sources incertaines [56, 168]. Toutefois, des régles de combinaison conjonctives

prudentes ont également été introduites [55, 59, 95].

2.2.1.2 Révision de connaissances

Dans le cadre des fonctions de croyance, il est tout a fait possible de modifier la croyance attribuée
a un événement donné. Le grossissement, le raffinement, la marginalisation, l’extension vide,

le conditionnement, 1’affaiblissement, le renforcement sont autant d’opérations qui peuvent étre
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utiles pour modifier 'information d’une maniere dynamique et ainsi s’adapter aux changements de
I’environnement. Certaines de ces opérations, comme le grossissement et le raffinement, consistent
a changer le support de 'information, notamment, le cadre de discernement qui peut devenir plus
ou moins précis. D’autres opérations, comme le conditionnement et ’affaiblissement par exemple,
consistent a changer la croyance qui est attribuée aux événements, selon leur correlation ou la

fiabilité des sources d’information.

Marginalisation et extension vide : la marginalisation consiste a exprimer une fonction de
masse m sur un cadre de discernement plus grossier ©. L’opération est symbolisée par une fleche

orientée vers le bas | :

m*OB)= > mP4), VBC®, (2.7)

ACQ, Al©6=B
L’extension vide est duale & la marginalisation, elle permet d’exprimer une fonction de masse m®
sur un cadre de discernment plus précis (). Cette opération est symbolisée par une fleche vers le

haut 1 :

®B) si BC A, BCQ,
meT(A) = moB) siBC - (2.8)

0 sinon.

Affaiblissement et conditionnement : une fonction de masse m peut étre modifiée selon le
degré de fiabilité de sa source. La fonction de masse est inchangée si la source est fiable ou bien
affaiblie si la source est estimée non fiable. Le degré d’affaiblissement, noté o € [0 1], est égal & 0
si la source est completement fiable, a 1 si la source est non fiable. La fonction de masse affaiblie

est notée “m et calculée par :

*m(A) = (1 —a)m(A4), VACQ,
*m(Q) = (1 — a)m(Q) + a.

(2.9)

Ce mécanisme de correction proposé initialement par Shafer [162] affaiblit les éléments focaux
{Alm(A) > 0} d’une maniere uniforme, un autre mécanisme de correction tenant compte du

contexte est proposé par Mercier et al [126].

Une fonction de masse m conditionnée par un événement catégorique B est notée m[B]. La fonction

de masse de I'événement B est dite catégorique si m(B) = 1, elle est plus simplement notée par
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mp. Le conditionnement de la fonction de masse m s’effectue par le moyen d’une combinaison
conjonctive :

m[B] = m@mp, B € Q. (2.10)

Renforcement vers un élément : il a été montré dans [124] qu’il est tout a fait possible de
renforcer la croyance en un élément A C € si des informations additionnelles le justifient. En

utilisant les fonctions de masse, cette opération est exprimée de la maniére suivante :

Fm=(1—p) m+puma, (2.11)

ou i € [0 1] représente le taux de renforcement, et m 4 représente une fonction de masse catégorique
sur I’ensemble A. En terme de plausibilités, I'operation de renforcement vers un ensemble A en

détriment d’un autre ensemble B par exemple, s’exprime ainsi :

Hpl(A) = ppl(A) + (1 - p),
"'pl(B) = pu pl(B).

(2.12)

Cette opération signifie que ’ensemble B C  est affaibli en le multipliant par le parametre p € [0 1]
et en contre partie 'ensemble A C ) est renforcé en rajoutant le terme (1 — p) ce qui assure la

conservation des fonctions pl. Ce mécanisme est utilisé dans le chapitre 3.

2.2.2 Inférence crédale

D’une maniere générale, 'inférence signifie ’estimation d’événements a 1’aide d’autres événements.
En particulier, cela peut correspondre a l’estimation des parametres d’un systeme a l'aide de
I’ensemble des observations faites par un capteur par exemple. Cette notion a un solide fondement
dans le cadre Bayésien et commence a étre développée dans le cadre des fonctions de croyance,

notamment, a ’aide du théoreme de Bayes généralisé (Generalized Bayes Theorem GBT).

Théoréeme de Bayes Généralisée : dans le contexte d’estimation, le théoreme de Bayes clas-
sique propose de calculer des probabilités a posteriori d’événements w; € ) a ’aide de probabilités
a priori et des mesures de vraisemblances notées A(w;|z) qui représentent les probabilités condi-
tionnelles P(z|w;) ol z représente 'observation (la mesure). Le calcul des probabilités est effectué

de la maniére suivante :
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P(wilz) = Zﬁ“gjjgﬁ‘(’i) . (2.13)

Quand aucune information initiale sur la distribution des probabilités a priori P(w;) est disponible,

la distribution est choisie équiprobable.

Avec la méme idée, Smets a introduit le GBT [168] dédié a l'inférence de l'information dans le
cadre crédal. Le GBT permet de calculer une fonction de masse ou une fonction de plausibilité
a laide des vraisemblances. La mesure de vraisemblance P(z|w;) correspond & une plausibilité
conditionnelle pl[w;](z) dans le cadre crédal. A laide des plausibilités plfw;](z), les fonctions de

plausibilité et les fonctions de masse a posteriori des parametres w; € ) sont calculées ainsi :

plIEIA) = 1— [ (- pllwil(2), (2.14)

wi;€EA
m[)(4) = [] pllwil(z)(1 = TT (0 = pllwi](2)), (2.15)
wiEA wicA
ou A C Q. Quand une information a priori ply ou mg est & disposition, elle est conjonctivement
combinée avec la fonction de plausibilité ou la fonction de masse calculées respectivement par les
équations (2.14) et (2.15). Dans le cas ou aucune information a priori n’est disponible, il n’est pas

nécessaire d’imposer une distribution initiale comme dans le cas Bayésien.

Etant donné les éventuelles erreurs de mesure, l'information sur les observations pl[w;](z) est choisie

de maniére & étre la moins engagée possible [58, 168]. Elle obéit au principe d’engagement minimum.

Principe d’engagement minimum : le principe d’engagement minimum est utilisé quand il y
a une ambiguité quant aux degrés de croyance a accorder aux sous-ensembles A C 2. L’ambiguité
pourrait étre levée si & chaque sous ensemble A C €2 on allouait la croyance la plus vague possible.
Le principe d’engagement minimum est utilisé dans les opérations d’extension vide, ballooning et
dans la définition des fonctions de plausibilités conditionnelles pl[w;](z) dans le GBT. En terme de
plausibilités, le principe se traduit de la fagon suivante : soient deux fonctions de plausibilités ply
et ply s’exprimant sur le méme sous-ensemble A € ). La plausibilité ply est dite moins engagée
que ply si :

ply > pla, (2.16)
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La plausibilité pl; n’est pas plus engagée que pls si ply > pla. Le choix de plausibilités égales aux
vraisemblances dans le GBT est considéré comme étant le choix le moins engagé possible [175]. Le

principe d’engagement minimum peut étre formalisé pour les fonctions bel et m également [168].

2.2.3 Information au niveau pignistique

Soit A = aq,as, ..., ensemble des décisions qui peuvent étre prises. La décision optimale a est

celle qui minimise un certain risque noté p(a) :

p(a) = L(a,w)P(w), (2.17)

we

ou la fonction L(a,w)| L: A x Q — R représente la perte qui peut étre engendrée par le choix de

a sachant que la vérité est w. La quantité P(w) est une mesure de probabilité.

Dans le cadre des fonctions de croyance, des probabilités pignistiques sont souvent considérées pour

la prise de décisions. Elles sont notées par BetP et calculées de la maniéere suivante :

BetP(w) = wg;@) wﬁ%, Vw e Q, (2.18)
ou | A| représente la cardinalité de ’ensemble A. La décision a ayant la probabilité pignistique max-
imum est celle qui minimise le risque p(a). La transformation pignistique exprimée par 1’équation
(2.18) est justifiée dans [172]. Les probabilités pignistiques sont largement utilisées dans le cadre
des fonctions de croyance, toutefois d’autres mécanismes de prise de décision existent, notamment
le choix de la décision avec le maximum de plausibilité pl ou le maximum de crédibilité bel par ex-
emple. Plus d’informations sur la prise de décision dans le cadre des fonctions de croyance peuvent

étre trouvées dans [42, 170].

2.3 Solution pour le suivi et la classification de plusieurs objets a

la fois

Cette section propose une solution complete dédiée au suivi et a la classification d’objets manoeu-

vrants [90]. La classification est basée sur les données cinématiques des objets : les données
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cinématiques provenant des IMMs sont utilisées pour reconnaitre les comportements ainsi que
les classes des objets. A cet effet, deux types de classifications sont considérés : une classifica-
tion Bayésienne et une classification crédale. La classification Bayésienne est initialement étudiée
dans [155] pour la classification d’un seul objet aérien manceuvrant. L’exemple de classification
considéré est particulier dans la mesure ou les classes sont imbriquées, cela représente un niveau
d’imprécision difficile a gérer a ’aide des probabilités classiques. Pour le méme exemple de classi-
fication, il a été démontré dans [175] que le classifieur crédal est mieux adapté, il permet de mieux

gérer 'imprécision liée a ce probléme de classification.

Dans [90] et dans ce chapitre, les deux types de classifications sont étendues et comparées dans un
cadre d’objets multiples. Notamment pour le cas d’objets aériens avec des classes imbriquées et
constantes dans le temps et le cas d’un nouvel exemple de piétons avec des classes partiellement
corrélées et changeantes dans le temps. Il est montré dans ce chapitre qu'une simple révision
de l'information permet au classifieur crédal de s’adapter aux changements de classe. Les deux
exemples de classifications utilisent une méme solution concernant le suivi, qui est décrite dans la
section 2.3.1. La section 2.3.2 décrit les deux classifieurs Bayésien et crédal. Les sections 2.4 et 2.5
sont respectivement dédiées aux deux exemples d’application concernant la classification d’objets

aériens et la classification de piétons.

2.3.1 Solution pour le suivi d’objets multiples

La solution de suivi multi-objets proposée rassemble un certain nombre d’algorithmes aupara-
vant développés, et répond a un bon nombre de difficultés liées au suivi d’objets multiples. Elle
est constituée d’algorithmes IMMs pour suivre indépendamment plusieurs objets manceuvrants.
I’association des observations aux objets connus est en premier temps assurée par un algorithme
GNN, cet algorithme peut étre remplacé par une des solutions étudiées dans le chapitre 3. Malgré
son appréciable performance par rapport au temps de calcul (voir la section 3.3 du chapitre 3), le
GNN souffre d’une incapacité a confirmer 'apparition d’objets et de gérer les fausses alarmes. Afin
de remédier & ce probleme, la solution proposée utilise des fonctions score. Une fonction score est
un test de vraisemblance récursif qui permet de mesurer la validité des objets au cours du temps
(voir la section 1.3 du chapitrel). La fonction score est croissante quand 1'objet en question est
fréquemment détecté, elle est décroissante si I'objet est peu fréquemment détecté ou non détecté.
Les valeurs de la fonction score permettent de prendre des décisions quant & la confirmation ou la

suppression d’objets.
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Prédiction IMM 1 Prédiction IMM 2 - -----vnnent Prédiction IMM n

(m) Observations XA\QZ /
Z1l.m

» Association a I'aide du GNN

|

Gestion d'apparition et de disparition ———————

// wojmblement nouveaux objets

Mise a jour IMM 1? Mise a jour IMM 2?2 ... ... Mise a jour IMM n?

FIGURE 2.3: Solution pour le suivi de plusieurs objets a la fois.

La solution de suivi d’objets multiples est illustrée par la figure 2.3. Les algorithmes qui intervien-
nent dans la solution sont décrits dans les sections 1.1.3, 1.2.2.1 et 1.3 du chapitre 1. La solution

de suivi complete est résumée par 'algorithme 2.1.

Comme énoncé dans la section 1.1.3 du chapitre 1, un modele de chaine de Markov a sauts est

souvent utilisé pour suivre les manceuvres des objets. Le modele (1.43) est ici reformulé :

2(k) = Fa(k — 1) + Gunm, (k) + w(k — 1). (2.19)

La variation de la connaissance a priori dans le modele (2.19) est introduite par 'intermédiaire
d’une entrée déterministe u,,, qui dépend du mode d’évolution m; ou i € {1,2,..., M} avec M
représentant le nombre de modes et G représentant la matrice d’entrée. Les observations sont

supposées linéairement liées au vecteur d’état dans ce chapitre :

2(k) = Hx(k) + v(k), (2.20)

ou H représente la matrice d’observation et v(k) représente un bruit de mesure supposé Gaussien
avec une matrice de covariance notée R. La solution mise en place afin d’assurer le suivi de plusieurs

objets a la fois est résumée par I'algorithme 2.1.

La matrice IT = [m;;] dans 'algorithme 2.1 contient les probabilités de transitions entre les différents
modes de I'IMM. Les parametres T et T, représentent respectivement, les seuils de suppression et

de confirmation d’objets, ils sont définis dans la section 1.3.2 du chapitre 1. Les parametres Py et
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Initialisation :

Pour chaque objet

Pour chaque mode d’évolution
Probabilités de mixage :
Mixage des estimations :

Mixage des covariances :

Prédiction :

Pour chaque objet

Pour chaque mode d’évolution
Probabilités des modes :
Prédiction des estimations :
Prédiction des covariances :
Observation prédite :
Covariance de ’observation :

Quantités globales :
Pour chaque objet
Observations :

Covariances d’observations :

Phase d’association :
Pour chaque objet
Matrice des distances [d; ;]
Résolution

Apparition et disparition :
Pour chaque objet
Fonctions score :

Décision :

Phase de mise a jour :
Pour chaque objet

Pour chaque mode d’évolution
Gain de Kalman :
Estimations :

Covariances :

Vraisemblances des modes :
Probabilités des modes :

te{l,2,..,n}

i€{1,2,..,M}

i (k= 1) = [mgjpa(k = D1/ S0 bk — 1)
Bk —1) =M ik — D (k- 1)
POk —1) =M, i (k= 1) {Pi(k — 1)
+Hai(k — 1) — &y’ (k= D)]a§(k — 1) — 2 (k — 1))’}
te{l,2,..,n}

i€{1,2,.., M}

7l (klk — 1) = S map(k — 1)

Zi(klk —1) = F2Y(k—1) + Gu

Pi(klk —1) = FPY (k — 1)F' + Q(k — 1)
Zi(k|k — 1) = Hii(k|k — 1)

Si(klk —1)= HP{(k|k —1)H' + R
te{l,2,..,n}

Zi(klk — 1) = S0, 7 (k[k — 1) 2 (k[k — 1)

Si(klk — 1) = Y270, 7' (k[k — 1)S{(k|k — 1)

réception des observations z;(k), j € {1,2,...,m}
te{l,2,...,n}

oy (k) = (25(K) — Za(ll — 1))/ Su (ki — 1)
algorithme GNN

zj(k) — Z¢(k|k — 1))

te{l,2,..,n}
Li(k) = Li(k — 1) + ALy(k)
) In[1 — Pp] si t n’est pas détecté
Lt k) = P, d? . , ,
ln[m — 5] sitest détecté

Li(k) > T confirmation de l'objet ¢
Li(k) < T suppression de l'objet ¢
Ts < Li(k) <T. doute concernant ’objet ¢

te{l,2,...,n}

ie{l,2,. M}

Ki(k) = Pt (k|k — 1) H'(Sy(k|k — 1))~

(k) = i (k) = Zi(k[k - 1))

&i(klk — 1) + Ki(k)(z
Pi(klk —1) — K}

Pi(k) = (k)S1 (Kl — DK (k)
Ai(K) = expl—(1/2)dr (R))/ 27 S (k] - >|1/?
(k) = [ (k[ — DALR)] S, 7 (klk — DAL(K)

TABLEAU 2.1: Solution proposée pour le suivi de plusieurs objets a la fois.
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Brr représentent respectivement, la probabilité de détection et la densité de fausses alarmes. Ce

sont des parametres d’observation supposés connus.

Un exemple de simulation visant a tester ’algorithme du suivi multi-objets proposé ci-dessus est
donné par la figure 2.4. On peut y voir I’évolution dans le temps de quatre objets différents. Il
peut étre remarqué que les objets peuvent apparaitre, disparaitre ou réapparaitre d’une maniere
aléatoire. La figure 2.4 illustre ’évolution des fonctions score. Il peut étre remarqué qu’une fonc-
tion score est croissante quand 'objet correspondant est détecté, elle est décroissante si I’objet en
question n’est pas détecté. A laide des deux seuils T. et T, les fonctions score gerent la confir-
mation et la suppression d’objets. En effet, un objet non détecté n’est pas tout de suite supprimé,
I’algorithme de suivi permet de prédire sa trajectoire avant que la fonction score concernée atteigne

le seuil Ts. Les seuils T, et T sont fixés selon la méthode décrite dans la section 1.3.2 du chapitre

1.
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FIGURE 2.4: Exemple de quatre objets manceuvrants.

120 * Scoret s
Score 2 ot ¥
w0l © Score 3 5
® Scored ek, e —
ek

o SR o e
o Lo e
g eor M e
H
o
S ot Djjj:ﬁdjjjj
5
£ ao s I el o
[ e o
K A R oo%%0es, T

00— — = = - - - e e e e P il ovoteg -

¥ oo® 00g000® eeeee,
Forprt . ...o" 0*%ee! .."'Qo....
o0 n) e
0 . [Sess
20 I I I I I °)

FIGURE 2.5: Fonctions score des objets de ’exemple de la figure 2.4.

L’objectif principal de I'utilisation des fonctions score dans la solution proposée est d’apporter une
certaine robustesse par rapport aux fausses alarmes. Cet aspect est bien géré dans les méthodes
MHT tel que les probabilités propagées aux cours du temps permettent de distinguer les faux

des vrais objets : les faux objets (fausses alarmes) ont des probabilités assez faibles et leur suivi
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est abandonné au bout d’un moment. Les méthodes JPDA ne présentent, généralement, pas de

solution explicite permettant de gérer les fausses alarmes [23].

Il peut étre remarqué que la solution de suivi présentée par ’algorithme 2.1 ne fait aucune-
ment intervenir des fonctions de croyance. En effet, elle utilise des outils connus dans le cadre
Bayésien, en 'occurrence, le filtrage de Kalman et 'algorithme IMM dont les performances sont
considérablement appréciables dans le domaine de suivi d’objets, ce pour la complexité raisonnable
et la qualité d’estimation qu’ils peuvent fournir. Un filtrage de Kalman Généralisé (Generalized
Kalman Filter GKF'), basé sur les fonctions de croyance, est introduit par Smets dans [65, 175]. La
performance du GKF est optimale pour les systemes linéaires et Gaussiens, elle est équivalente a la
performance du filtre de Kalman classique en ce qui concerne la qualité d’estimation. Toutefois, la
comparaison peut étre complétée par une étude de complexité ol le GKF' utilisant des fonctions de
croyance pourrait étre plus complexe que le filtre de Kalman classique. En ce qui concerne le suivi
d’objets manoceuvrants qui nécessite une estimation adaptative, des méthodes multi-modales basées
sur les fonctions de croyance ont été introduites, notamment dans [85] ou les fonctions de croyance
sont utilisées dans la phase de mise a jour des estimations et dans [135, 136] ou la distribution de
probabilités sur les modes d’évolution est remplacée par une fonction de masse qui est mise a jour
d’une maniére recursive. A chaque pas de temps, la fonction de masse est transformée en proba-
bilités pignistiques afin d’assurer la phase de mixage par exemple. Pour un systeme a deux modes
d’évolution dont les vraisemblances fournies par les filtres de Kalman sont données par la figure
2.6(a), les probabilités et les probabilités pignistiques des deux modes, données respectivement par
VIMM classique et I'IMM crédal, sont présentées par la figure 2.6(b). Par ailleurs, un apercu
concernant 'utilisation des fonctions de croyances et la théorie de Dezert-Smarandache (DSmT)

[166, 167] pour le suivi d’objets est donné dans [26, 179].

Pour I'exemple simplifié de la figure 2.6, il peut étre remarqué que 'IMM classique et I'ITMM
crédal obtiennent les mémes probabilités de modes. Toutefois, un léger retard a ’adaptation
peut étre constaté pour 'IMM crédal au changement de mode d’évolution a linstant 11. Les
détails concernant I"JMM crédal peuvent étre trouvés dans [134, chapitre 4, pages : 101-106].
Contrairement a I'IMM classique, 'IMM crédal n’est pas contraint de définir une distribution de
probabilités initiale. Toutefois, il n’améliore pas pour autant les performances de I’IMM classique.
L’intérét quant a l'utilisation des fonctions de croyance dans les méthodes d’estimation reste a
explorer. Ce chapitre est essentiellement dédié a ’aspect classification d’objets ou le formalisme

crédal est montré pouvoir surpasser le formalisme Bayésien dans certaines circonstances.
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(a) Vraisemblance des modes d’évolution. (b) Probabilités des modes d’évolution.

FIGURE 2.6: IMM classique vs IMM crédal [134].

2.3.2 Classification a base de données cinématiques

Cette section présente deux solutions de classification d’objets qui se basent sur les données
cinématiques. La premiere solution utilise le théoreme de Bayes BT classique est la seconde
est basée sur les fonctions de croyance, elle utilise le théoreme de Bayes généralis¢é GBT. La clas-
sification basée sur les données cinématiques consiste a définir un ensemble de comportements
qu’on notera B = {by, by, ..., by} ot nb représente le nombre de comportements. Une fois les com-
portements possibles des objets suivis connus, il ne reste qu’a déduire la classe de chaque objet,

P’ensemble des classes étant noté C' = {cy, ca, ..., cnc}, OU ne représente le nombre de classes.

2.3.2.1 Classifieur Bayésien

Le classifieur Bayésien est exécuté en deux étapes principales a chaque pas de temps, I'algorithme
est illustré par la figure 2.7. La premiere étape consiste a calculer les probabilités a posteriori des
comportements b; € B, celles-ci sont ensuite projetées sur ’espace des classes C' en se basant sur

des connaissances a priori.

Vraisemblances des comportements : les vraisemblances des comportements sont calculées
a l'aide des vraisemblances des modes d’évolution issues des IMMs. Les comportements ne sont
autre que des groupements (clusters) de modes d’évolution (e.g. un comportement de manoceuvre
complexe est le groupement de modes d’évolution permettant aux objets d’effectuer des mouve-
ments complexes). On suppose que chaque comportement b; regroupe M, modes d’évolution tel

que My, < M ou M représente le nombre total de modes. Les vraisemblances des comportements
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Probabilités a priori des comportements -—

Comportement 1 Comportement 2 Comportement nb

Vraisemblances des comportements

Théoréeme de Bayes BT

Probabilités a posteripri des comportements

Conditionnement

Probabilités a posteriori des classes

FIGURE 2.7: Organigramme du classifieur Bayésien.

Iy, = P(z(k)|b;) sont alors déduites de la maniere suivante :

My,
I, (k) =) v/ (k)M (k), i€{L,2,.., nb}, (2.21)
j=1

avec

; (k)
J(k) —

v (k) = s, , (2.22)
> pi(k)
=1

ott A (k) = P(z(k)|r(k) = m;) et u/(k) représentent les vraisemblances et les probabilités des

modes m; € {my,ma,...,my} calculées dans la phase de mise & jour de l'algorithme de suivi

présenté dans 2.1.

Probabilités a posteriori des comportements : les vraisemblances [, combinées avec des
probabilités a priori P(b;|z(1: k—1)) des comportements, sont utilisées pour le calcul récursif des

probabilités a posteriori P(b;|z(1 : k)) en utilisant la régle de Bayes :

lp, P(bi|2(1: k —1))
S b, P(bilz(1: k= 1))

Plbi|2(1: k) = (2.23)

Une fois les probabilités a posteriori des comportements calculées, elles sont projetées sur ’espace

des classes C. La projection est basée sur des connaissances a priori (e.g. un objet aérien ayant
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un comportement de manceuvre complexe peut étre de la classe des avions de chasse et non pas
de la classe des avions de ligne par exemple). Les relations entre ’espace des comportements B
et I'espace des classes C' sont exprimées a ’aide de probabilités conditionnelles P(c;|b;) contenues

dans la matrice de transition 7T7.

Probabilités a posteriori des classes : la distribution de probabilités a posteriori sur ’espace

des classes notée P(C) est calculée de la facon suivante :

P(C) =Ty x P(B), (2.24)

ou les probabilités conditionnelles contenues dans la matrice de transition 77 dépendent du cadre
d’application considéré. Plus d’informations seront données dans les deux exemples de simulations

présentés dans ce chapitre.

2.3.2.2 Classifieur Crédal

Le classifieur crédal originalement introduit dans [175] est illustré par la figure 2.8.

Fonction de masse a priori sur 'espace des comportements <—

Comportement 1 Comportement 2 Comportement nb

Plausibilitéstvraisembhlances) des copportements

Théoreme de Bayes Généralisé¢ GBT

Fonction de masse sur l'espace des comportements ———

Conditionnement
Fonction de masse sur I'espace des classes

Prise de décision

’

Probabilités pignistiques des classes

FI1GURE 2.8: Organigramme du classifieur crédal.
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Tout comme dans le cas Bayésien, le classifieur crédal est basé sur les vraisemblances [, =
P(z(k)|bj) de comportements bj, qui sont vues comme étant des mesures de plausibilités con-

ditionnelles pl[b;](2(k)) dans le cadre crédal [3, 171, 175] :

Mbi
PIb)(=(k)) = S (RN (), i € {1,2,...,, b}, (2.25)
j=1

otl les parametres v/, Vj € {1,2, ..., My, } sont calculés par 'équation (2.22).

Une fois les plausibilités des comportements sont calculées, une fonction de masse sur I'espace des

comportements notée mP est construite.

Fonction de masse sur I’espace des comportements : le calcul de la fonction de masse a
posteriori des comportements m?P[z(k)](b;) & I'instant k est effectué en deux étapes principales. La
premiere étape consiste & transformer les fonctions de plausibilités pl[b;](z(k)) en une fonction de

masse notée m?5[z(k)](b;) & I'aide du GBT :

mPz(k)](A) = [ pllbad(=(k)) (1 = [T (2 = pibi] (=(k)))- (2.26)

b;eA b;eA

La seconde étape consiste & combiner conjonctivement la fonction de masse m? (k) avec la fonction

de masse a posteriori des comportements de I'instant précédent m®”(k — 1) :
mB (k) = mP (k)em?P (k - 1). (2.27)

A noter que le pas de temps k n’est pas un élément du cadre de discernement, il est utilisé dans
I’équation (2.27) simplement pour exprimer la récursivité. La fonction de masse initiale m?(0)
peut étre considérée vide si aucune information a priori n’est disponible. Les fonctions de masse
dans I’équation (2.27) sont combinées a 1’aide de la régle de combinaison conjonctive (2.4), 'objectif

étant la propagation de l'information a travers le temps.

Il peut étre remarqué que contrairement au classifieur Bayésien ou la croyance est exclusivement
répartie sur les singletons b; € B, la croyance dans le cadre crédal est répartie sur des singletons
b; € A et des ensembles de singletons A C B. Cela représente un avantage considérable dans le
sens ou la croyance peut étre transférée sur ’espace des classes C' d’'une maniere plus précise que

dans le cas Bayésien.
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Fonction de masse sur 1’espace des classes : les relations entre comportements et classes
sont traduites par des fonctions de masse conditionnelles m[D](A) tel que A C C et D C B. Les

fonctions de masse m[D](A) sont rassemblées dans la matrice de transition notée T5.

m® =Ty x mP. (2.28)
La transition entre I'espace des comportements B et ’espace des classes C' sera détaillée dans les

exemples de simulations donnés dans les sections 2.4 et 2.5.

Prise de décision : afin de se prononcer sur les classes des objets suivis, les fonctions de masse a
posteriori des classes m® (k) sont simplement transformées en probabilités pignistiques en utilisant

I’équation (2.18).

Les deux classifieurs Bayésien et crédal sont testés sur un premier exemple de classification de cibles
aériennes dans la section 2.4 ou les classes sont supposées constantes dans le temps. Le classifieur
crédal est ensuite confronté a une situation de classification plus complexe ou les classes sont
changeantes dans le temps. Cela est présenté dans la section 2.5 sur un exemple de classification
de piétons. A noter que les classifieurs sont exécutés pour chaque objet ¢t € {1,2,...,n}. Par souci

de lisibilité I'indice des objets t n’est pas utilisé dans la description des classifieurs.

2.4 Application 1 : suivi et classification de cibles aériennes (classes

constantes)

2.4.1 Description

Cette section présente une comparaison des deux classifieurs crédal et Bayésien sur un exemple de
suivi et de classification de plusieurs objets aériens. L’évolution des objets est supposée obéir au
modele donné par I’équation (2.19). Le vecteur d’état © = [x @ y §] représente la position et la
vitesse des objets sur le plan (z,y). La matrice d’état F et la matrice d’entrée G représentent un

modele d’évolution en vitesse constante, elles sont définies ainsi :
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1 AT 0 0 (AT)? /2 0
0 1 0 0 AT 0

F = 5 G: )
0 0 1 AT 0 (AT)?/2
(0 0 0 1 | 0 AT |

ou AT est la période d’échantillonnage. Le modele d’observation est donné par :

z(k) = Hx(k) + v(k), (2.29)
ol la matrice d’observation est :
1 000
H =
0010
Le vecteur v = [a; a,)', avec a, : l'accélération selon l'axe x et a, : l'accélération selon l'axe

y, dans Péquation (2.19) représente un mode d’accélération m; € {my, mao,...,mpr}. L’exemple
considéré dans cette section est initialement présenté dans [155] pour le suivi d’un seul objet.
Ici le méme exemple est repris dans un contexte de suivi multi-objets. Le suivi de chaque objet
est assuré par un IMM constitué de 13 modes d’évolution m; € {my,ma,...,mi3}. Les modes
d’évolution représentent différentes manceuvres plus ou moins complexes. La répartition des
modes d’évolution sur l'ensemble des classes C' = {avion de ligne, bombardier, avion de chasse}

considérées est donnée par la relation suivante :
- LZ S {azaay} S Ll ) (230)

avec L; = 0g,2g et 4g qui sont respectivement les limites d’accélération pour les classes ¢; =
{avion de ligne}, co = {bombardier} et c3 = {avion de chasse}, ot ¢ = 9.81 m/s? représente

l’accélération terrestre. La répartition des modeles sur les trois classes est illustrée par la figure 2.9.

Les connexions entre les modes dans la figure 2.9 représentent les éléments non nuls de la matrice
de transition II de I'JMM. Les éléments sur la diagonale de la matrice II sont égaux a 0.9, le restant

du poids est réparti sur les éléments non nuls de chaque ligne de sorte a ce que ) m; ; = 1.
i

En se basant sur des informations a priori, les différents modes d’évolution m; peuvent étre re-
groupés de maniere a définir les comportements attendus des objets suivis. Les comportements de

I’exemple considéré sont définis ainsi :
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FIGURE 2.9: Les différents modes d’évolution et définition des classes pour ’application 1.

e Comportement 1 (by) :

correspond au comportement d’évolution avec une vitesse constante

uniquement (e.g. avions de ligne). L’ensemble des modes d’évolution appartenant a ce
comportement est réduit & un seul élément : {m; }, ce qui correspond au mode d’accélération :

u=100].

Comportement 2 (bs) ce comportement concerne les objets pouvant évoluer en vitesse
constante et effectuer des manceuvres moyennes (e.g. bombardiers). Ce comportement re-
groupe les 5 premiers modes {my, ..., m5} représentés par la figure 2.9, ce sont les modes dont

Paccélération est limitée a 2g.

Comportement 3 (b3) c’est un comportement associé au objets pouvant effectuer tous

les mouvements : évoluer en vitesse constante, effectuer des manceuvres de moyenne et de

forte complexités. Ce comportement regroupe tous les modes d’évolution {my, ...,mi3} de la

figure 2.9.

Comme indiqué par les classifieurs présentés dans 2.3.2.1 et 2.3.2.2, une fois la connaissance est

exprimée sur ’espace des comportements B, elle est projetée sur I’espace des classes C qui sont

définies par :
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e Classe 1 (c1) : classe des avions de ligne.
e Classe 2 (¢2) : classe des bombardiers.

e Classe 3 (c3) : classe des avions de chasse.

Le transfert de la connaissance entre 1’espace des comportements B et I’espace des classes C' est
effectué a l’aide des équations (2.24) et (2.28) pour les classifieurs Bayésien et crédal respectivement.

Les relations liant 'ensemble B et ’ensemble C' sont les suivantes :

e Relation 1 : un objet ayant un comportement b; peut étre un avion de ligne, un bombardier
ou un avion de chasse. Tous peuvent évoluer en vitesse constante. Cette relation peut étre

traduite par : by = {¢1,c2,c3}.

e Relation 2 : un objet ayant un comportement by, pouvant effectuer des manceuvres moyennes,
peut étre un bombardier ou un avion de chasse. Les avions de ligne sont supposés ne pas

pouvoir effectuer de manceuvres. Cette relation peut étre réécrite comme suit : by = {ca, c3}.

e Relation 3 : un objet ayant un comportement b3 ne peut étre qu’'un avion de chasse. Les
avions de ligne et les bombardiers ne peuvent pas effectuer des manoeuvres complexes. Cette

relation peut étre réécrite ainsi : by = {c3}.

2.4.2 Conditionnement de la connaissance

Pour le classifieur Bayésien, la matrice de transition figurant dans 1’équation (2.24) est donnée par :

/3 0 0
Tv=11/3 1/2 0 |- (2.31)
1/3 1/2 1

La matrice T traduit le conditionnement :

W=

o Si P(b1) =1= P(c1|b1) = %, Plcalby) = 3, P(cs|br) =
e Si P(by) = 1= P(c1]|by) =0, P(ca|ba) = 3, P(cslba) = 1.

e Si P(bg) =1= P(Cl‘bg) = 0, P(Cg‘bg) = 0, P(Cg|b3) =1.
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Le transfert d’information entre les espaces B et C est effectué de maniere plus précise dans le
cadre crédal. Le conditionnement de la connaissance est le suivant :

o m[b]({c1,c2,c3}) =1 (cf. Relation 1),

o m[ba]({c2,c3}) =1 (cf. Relation 2),

o m[{b1,b2}]({c1,c2,c3}) =1 (cf. Relations. 1 et 2),

e m[bs](c3) =1 (cf. Relation 3),

o m[{b1,b3}]({c1,c2,c3}) =1 (cf. Relations 1 et 3),

o m[{b2,b3}]({c2,c3}) =1 (cf. Relations 2 et 3),

o m[B]({c1,c2,c3}) =1 (cf. Relations 1, 2 et 3).

La matrice de transfert Th correspondante est de dimension (23 = 8) x (23 = 8), elle est donnée

par :

o o o o o o o
o o o o o o O
_ o O O o o o
o o o o o o o

= o o O O
o o o o o o O
_ o O O o o o
o o o o o o o

o o O

Le conditionnement ici présenté permet d’avoir une fonction de masse sur ’ensemble des classes C

en utilisant I’équation (2.28).

2.4.3 Résultats de simulations

La figure 2.10 présente les observations et les estimations de quatre objets aériens sur le plan
(z,y). Les objets apparaissent, disparaissent et effectuent des manceuvres aléatoires au cours de
la simulation, ils sont suivis a ’aide de ’algorithme 2.1. A Daide des deux classifieurs Bayésien et

crédal, on souhaite également reconnaitre les classes des objets parmi I’ensemble C.



Chapitre 2. Classification a base de données cinématiques 62

1200 b

1000

800 - veeeonsessae e

/’

600 - * Observation 1
Observation 2

00 Observation 3

400 * Observation 4
Estimation 1
Estimation 2
200+ Estimation 3 H
) ) ) ) ) ) == Estimation 4
200 300 400 500 600 700 800 900 1000 1100

X

FIGURE 2.10: Exemple de simulation : quatre objets manceuvrants.

Dans ce qui suit, nous nous intéressons aux résultats de classification de 'objet 2. L’objet en ques-
tion évolue principalement en vitesse constante, il effectue une manceuvre de complexité moyenne
durant la période de temps 50 — 54, et une manceuvre de forte complexité durant la période de

temps 70 — 75, et il disparait au pas de temps 100.

Selon I’évolution observée pour l'objet 2, il est attendu des deux classifieurs d’étre en doute parfait
entre les trois classes durant la premiere phase du mouvement (avant la manceuvre moyenne)
car tous les types d’avions peuvent évoluer en vitesse constante. Entre la premiére manceuvre a
moyenne complexité et la seconde manceuvre a forte complexité, un doute parfait entre la classe 2
et la classe 3 est attendu. Apres la manceuvre a forte complexité on attend a ce que I'objet 2 soit

identifié comme étant un avion de chasse.

Les vraisemblances/plausibilités des comportements adoptés par 1'objet 2 sont données par la
figure 2.11(a). Dans [155] ou le classifieur Bayésien a été étudié, la transition entre I'espace des
comportements B et I'espace des classes C n’est pas considérée. Les comportements sont considérés
directement comme étant les classes des objets C' = B. Des lors, le résultat de classification obtenu

est donné par la figure 2.11(b).

Il peut étre remarqué que I'objet 2 a bien été identifié comme étant un avion de chasse. Toutefois,
le doute durant la premiere et la seconde phases du mouvement n’est pas bien géré. En effet,

dans la premiere phase du mouvement, par exemple, ot un doute parfait entre les trois classes est
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FIGURE 2.11: Classification Bayésienne basée sur les comportements de cibles aériennes (applica-
tion 1).

attendu, le classifieur Bayésien a tendance & classer précipitamment ’objet comme étant un avion
de ligne alors que c’est un avion de chasse, idem pour la seconde phase du mouvement ou la classe
2 est favorisée. La cause principale de ce comportement est I'imprécision des vraisemblances :
durant la premiere phase du mouvement par exemple, il peut étre remarqué que la vraisemblance
du comportment b; est légerement supérieure aux vraisemblances des comportements bo et b3, cela
est di au fait que les comportements sont imbriqués (by C by C b3), et le fait que le comportement
b1 contient le nombre minimum de modes d’évolution, seulement le mode m; qui est justement le
mode d’évolution de 'objet 2 durant la premiere phase du mouvement. De ce fait, le calcul de
la vraisemblance de b; par ’équation (2.21) est moins influencé par d’autres modes d’évolution,
contrairement aux comportements by et b qui sont respectivement composés de 5 et de 13 modes
d’évolution et dont le calcul de la vraisemblance est donc moins pur pour une évolution en vitesse

constante par exemple.

La projection des probabilités des comportements obtenues dans la figure 2.11(b) sur 'espace
des classes C selon 'équation (2.24) donne le résultat présenté par la figure 2.12(a). Cela donne
le résultat de la classification Bayésienne avec transfert d’information selon I’équation (2.24). Il
peut étre remarqué que méme si I'objet 2 a fini par étre classé comme étant un avion de chasse, les
situations de doute restent irrésolues par le classifieur Bayésien. D’autre part, il peut étre remarqué
sur la figure 2.12(b) que le doute est mieux géré par le classifieur crédal, cela grace a un transfert

d’informations plus précis effectué en utilisant ’équation (2.28).

Les résultats présentés par la figure 2.12 représentent une moyenne sur 20 simulations, ils montrent

que le classifieur crédal assure de meilleures performances dans les situations imprécises comme le
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FIGURE 2.12: Classification Bayésienne vs classification crédale (application 1).

cas de classes imbriquées ici considéré. A noter que l'utilisation de probabilités imprécises permet
également de gérer ce genre de situations comme cela est démontré dans [19] pour la classification

d’un seul objet au prix d’une complexité supplémentaire.

2.5 Application 2 : suivi et classification de piétons (classes pou-

vant changer dans le temps))

Ayant montré des propriétés intéressantes dans le cadre de classification ou les classes sont con-
stantes dans le temps, le classifieur crédal est, dans cette section, testé sur un cas ou les classes

sont changeantes dans le temps.

2.5.1 Description

Cette section propose de tester I'algorithme de classification crédal sur un exemple visant a re-
connaitre les comportements des piétons. Les piétons sont supposés évoluer selon des modeles de

vitesse constante ou les parametres sont différents d’un modele & un autre :

z(k) = A(sg, sy)z(k — 1) +w(k — 1), (2.32)
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avec

1 s, AT 0 0
0 1 0 0
A(Sﬂm Sy) = )
0 0 1 SyAT

0 0 0 1

ou s, et s, représentent la vitesse en m/s selon I'axe x et 'axe y, respectivement. En fonction
des parametres s, et sy, un ensemble {my,mo,...,m7} de 7 modes d’évolution différents est défini.
Les 7 modes sont exécutés par les IMMs chargés de suivre les différents objets. La répartition des

modes sur les différents comportements considérés est illustrée par la figure 2.13 :

e Comportement 1 (b;) correspondant au mode statique. Le comportement b; est constitué d’'un
seul mode d’évolution {m1}, ot m; correspond & la matrice d’état A(s,sy) avec (sg, Sy) =

(0,0).

e Comportement 2 (bg) correspondant au comportement de marche. Le comportement by est
représenté par trois modes d’évolutions : {mg, ms3,my} correspondant & des modeles d’état

avec les parametres (sz, sy) = {(2,0), (0,2), (2,2)} respectivement.

e Comportement 3 (bg) correspondant au comportement de course. Les modes constituant
le comportement bg sont les suivants : {ms, mg,m7}, ils correspondent aux parameétres

(s2,8y) = {(6,2),(2,6),(6,6)} respectivement.

m;

Classe 2 ———.

FIGURE 2.13: Les différents modes d’évolution et définition des classes pour 'application 2.
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Contrairement au cas des cibles aériennes ou les classes sont completement imbriquées, dans cet

exemple les classes se chevauchent mais ne sont pas imbriquées comme le montre la figure 2.13.

On se basant sur les comportements définis ci-haut, on souhaiterait reconnaitre parmi les piétons,
les promeneurs et les sportifs. L’ensemble des classes C' = {c1,c2} est donc donné par C' =

{promeneur, sportif}. Les relations entre les comportements et les classes sont les suivantes :

e Relation 1 : un promeneur peut marcher ou rester statique (¢; = {b1, b2}).

e Relation 2 : un sportif peut marcher ou courir (¢ = {ba,b3}).

Ces relations confirment le fait que les deux classes se chevauchent. Le sportif et le promeneur
peuvent tous les deux adopter un comportement de marche, mais il est supposé qu’un sportif ne

s’arréte pas et qu’un promeneur ne court pas.

2.5.2 Conditionnement de ’information

Le transfert de l'information entre ’espace des comportements B et 1’espace des classes C' dans
cet exemple obéit aux relations 1 et 2. Les conditionnements permettant ce transfert sont donnés

par :

o mbi)(c1) =1,

o mbs)({er, o)) = 1,

o m[{b1, b2}]({c1, c2}) = 1,
o mbs](c2) =1,

o m[{b1,b3}]({c1, c2}) = 1,
o m[{bs, b3}]({c1, c2}) = 1,

° m[{bl,bg,bg}]({cl,@}) =1.
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Les conditionnements sont regroupés dans la matrice T» qui figure dans I’équation (2.28) du clas-

sifieur crédal :

10000000
01000000

T, = (2.33)
00001000
(00110111,

Ce conditionnement permet d’obtenir une fonction de masse sur 'espace des classes C' qui peut &

son tour étre transformée en probabilités pignistiques pour la prise de décision.

2.5.3 Simulation et résultats

Un exemple de suivi et de classification de deux piétons est donné dans cette section. Les deux
piétons se déplacent sur l'espace (x,y). La figure 2.14 montre ’évolution dans le temps des deux

piétons selon la direction ¥, leur évolution selon la direction x est identique.

800 T

T
Piéton 1
700H ¢ Piéton2

0 ¥ 1 1 1 1 1 1 1 1
0 20 40 60 80 100 120 140 160 180
Temps

FIGURE 2.14: Trajectoires de deux piétons sur le plan (z,y).

Dans ce qui suit, on s’intéresse aux résultats de classification du piéton 1 qui commence son
évolution avec un comportement de marche jusqu’au pas de temps 60 ensuite il effectue une course
jusqu’au pas de temps 120 ou il s’arréte. Selon ce scenario, illustré par la figure 2.14, un doute
parfait entre les deux classes est attendu durant la phase de marche. On attend ensuite, que le
piéton 1 soit classé comme étant un sportif durant la phase de course et qu’il soit classé comme

étant un promeneur a son arrét, ce qui signifie que 'objet a changé de classe.
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(a) Classification crédale sans affaiblissement. (b) Classification crédale avec affaiblissement.

FIGURE 2.15: Classification crédale sans/avec affaiblissement de connaissances (application 2).

La figure 2.15(a) montre le résultat de classification de ’algorithme crédal tel qu’il est présenté dans
la section 2.3.2.2. Il peut étre remarqué que les résultats de la classification durant la premiere et
la deuxiéme phases du mouvement sont comme attendus, tel qu'un doute parfait est percu durant
la phase de marche et une classification en tant que sportif est atteinte durant la phase de course.
Toutefois il peut étre constaté qu’au changement de classe a 'instant 120, le classifieur crédal n’a
pas pu s’adapter. En effet, les probabilités pignistiques des classes ne peuvent plus étre calculées
a cause d’un conflit total généré au changement de classe. Le conflit total est le résultat de la
combinaison conjonctive de deux fonctions de masse antagonistes dans I’équation (2.27). En effet,
a I'instant 120, la fonction de masse cumulée m®(k — 1) a convergé vers la classe ca = {sportif} et
la fonction de masse instantanée m? (k) croit que le piéton est un promeneur parce qu’il venait de

s’arréter au pas de temps k = 120.

Une solution simple qui consiste en l'affaiblissement de 1'une des fonctions de masse antago-
nistes avant la combinaison (2.27) aide le classifieur crédal a s’adapter aux changements de classe.

L’affaiblissement de la fonction de masse instantanée m?

avec un coefficient o = 0.3 par exem-
ple, permet au classifieur crédal de s’adapter au changement de classe, comme le montre la figure
2.15(b). D’autres coefficients d’affaiblissement peuvent également étre utilisés, cela engendre une
adaptation au changement de classe plus ou moins rapide. Toutefois, I’affaiblissement peut étre

introduit de manieres différentes dans le classifieur crédal 2.3.2.2.

L’objectif de cette modification apportée au classifieur crédal est de réduire le conflit généré au
changement de classe. L’affaiblissement peut étre appliqué a la fonction de masse cumulée ou la

fonction de masse instantanée avant la combinaison faite par 1’équation (2.27). Les deux types



Chapitre 2. Classification a base de données cinématiques 69

——Promeneur
*Prom_eneur Sportif
Sportif

o 1r
o 7 @
Q 123
a S
©
s o ol
< o8t 3 08
3 3
8 | o
Z o06f | B 0%f |
2 | 5 |
g’ | o
o 04f | 8 04t
g | 3
;
8 02t a 02
) J

o ‘ ‘ ‘ ‘ ‘ 0 ‘ P
50 100 150 200 250 300 50 100 150 200 250 300
Temps Temps
(a) Affaiblissement de linformation cumulée dans (b) Affaiblissement de linformation instantanée
Péquation (2.27). dans I'équation (2.27).

FIGURE 2.16: Modifications du classifieur crédal permettant ’adaptation au changement de classe
(application 2).

d’affaiblissements peuvent conduire & des résultats différents. En effet, si par exemple le piéton 1
se remet & marcher apres 'instant 180 (voir la figure 2.14), Iaffaiblissement de la fonction de masse

cumulée m? (voir 'équation (2.27)) incite le classifieur & revenir en situation de doute entre les deux
classes au fil du temps, comme le montre la figure 2.16(a). Cela peut étre utile selon I’application
considérée. D’un autre coté, I’affaiblissement de la fonction de masse instantanée m” permet au
classifieur de rester sur la décision prise auparavant, notamment, la classe ¢; = {promeneur} dans

le cas de 'exemple considéré dans cette section, comme le montre la figure 2.16(b).

Discussion : l'exemple présenté dans cette section montre une faculté intéressante pouvant étre
utilisée dans le cadre crédal, qui est celle de réviser ou modifier une connaissance afin de s’adapter
a des situations de classification complexes, notamment la situation ou les objets peuvent changer
de classe. D’autres travaux ont introduit les fonctions de croyance dans des systémes de suivi et de
classification d’objets, notamment, dans [102] ou les fonctions de croyance sont utilisées pour fu-
sionner les données cinématiques des objets et les résultats de classification basés sur le son Doppler
des objets ou la classification est effectuée indépendamment du suivi. Dans certaines situations, il
est montré dans [32], que le classifieur crédal ne fait pas mieux que le classifieur Bayésien et que ce
dernier converge plus rapidement que le classifieur crédal. Dans [137], une solution de classification
de véhicules militaires et civils est proposée, elle est basée sur la fusion Bayésienne des données

cinématiques et la forme des objets, ou encore dans la référence [70] ou les classifieurs Bayésien et
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crédal sont appliqués a l'identification d’objets sous-marins. La situation de classification corre-
spondant & la premieére application dans ce chapitre est étudiée dans [19] ou le classifieur est basé
sur des probabilités imprécises et I'intérét est porté sur la classification d’un seul objet aérien. Dans
[33], le classifieur crédal étudié dans ce chapitre est combiné avec un filtrage de Rao-Blackwilize qui
assure le suivi d’un seul objet. D’autres méthodes de classification d’objets peuvent étre trouvées
dans [79, 104], elles sont basées sur l'inférence Bayésienne. Concernant l’aspect changement de
classe, une solution crédale visant a reconnaitre les comportements d’athletes est proposée dans

[148, 149], cette solution utilise la notion d’affaiblissement pour s’adapter au changements de classe.

2.6 Classification & fausses associations

Cette section reprend ’exemple de classification d’objets aériens présenté dans la section 2.4. Elle
s’intéresse particulierement a une situation de suivi conflictuel consistant a classifier des objets
dont les trajectoires sont étroitement proches. L’objectif étant d’observer le comportement du

classifieur crédal dans de telles situations.

L’évolution d’'un avion de ligne escorté par un avion de chasse est considérée. Les trajectoires des
deux avions sur le plan (x,y) sont illustrées par la figure 2.17 qui montre qu’a un certain moment

(k = 38) une fausse association entre les observations des deux objets est faite.

300
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FIGURE 2.17: Fausse association entre les observations d’un avion de chasse et d’un avion de ligne.
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La figure 2.18 montre que 'occurrence de telles fausses associations peut altérer la qualité de
la classification, en 'occurrence la classification crédale dans cet exemple. En effet, il peut étre
remarqué sur la figure 2.18(a) que la classification concernant l’avion de chasse reste inchangée
apres 'occurrence de la fausse association, cela est lié au fait que les classes considérées dans la
section 2.4 sont imbriquées et constantes dans le temps. D’autre part, il peut étre remarqué sur la
figure 2.18(b) que la classification concernant ’avion de ligne est modifiée par la fausse association.
Cela est du au fait que le classifieur (algorithme du suivi) a regu une observation autre que celle
attendue. En effet, d’apres la figure 2.18(b) un quelconque organe de décision peut étre induit en
erreur en décidant que I'avion 2 est un avion de chasse ou bombardier alors que ce dernier n’a

effectué aucune manceuvre, il est fort probable que ca soit un avion de ligne.
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Classe 2
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(a) Probabilités pignistiques (avion de chasse). (b) Probabilités pignistiques (avion de ligne).

FIGURE 2.18: Effet des fausses associations sur la classification.

L’exemple présenté dans cette section montre que la qualité de la classification est liée & la qualité
du suivi. En effet, la classification est basée sur les données cinématiques estimées par l'algorithme
d’estimation. Le principal probleme des algorithmes dédiés au suivi est bien le cas ou les trajectoires

des objets se confondent. Ce probléme est traité dans le prochain chapitre.

2.7 Conclusion

Ce chapitre traite de la classification d’objets a base de leurs données cinématiques. Deux exemples
de classification sont étudiés. Le premier concerne la classification de cibles aériennes avec un
niveau d’ambiguité assez élevé dans la mesure ou les classes considérées sont imbriquées. Il a été
démontré dans la littérature que dans de telles situations, le classifieur basé sur les fonctions de

croyance donne de meilleurs résultats comparé au classifieur Bayésien qui est communément utilisé.



Chapitre 2. Classification a base de données cinématiques 72

Ce résultat a été démontré dans un cadre de classification d’un seul objet. Dans ce chapitre, ce
résultat est confirmé dans un cadre multi-objets. Toutefois, une limitation quant & son utilisation
dans un cadre multi-objets est constatée, elle est liée a la phase d’association dans I’algorithme du
suivi, la phase qui se charge d’attribuer une observation a chaque objet connu. Cette phase est
assurée par un algorithme GNN dans la solution de suivi proposée. C’est un algorithme qui peut
étre remplacé par d’autres solutions plus élaborées comme le MHT, JPDA, PMHT, au prix d’une
plus grande complexité calculatoire [23]. En restant dans le cadre mono-scan et déterministe, le

probleme d’association est abordé dans le chapitre 3 avec des fonctions de croyance.

Un second exemple de classification est donné dans ce chapitre, il concerne la classification de
piétons et propose une situation ou les classes se chevauchent et varient dans le temps. Il a été
montré qu'un simple affaiblissement de connaissances permet de s’adapter aux changements de

classe.



Chapitre 3

Algorithmes d’association crédaux

L’association séquentielle des observations aux objets connus est I'une des taches les plus ardues rel-
evant du domaine du suivi et de la classification d’objets [23].
En effet, la phase d’association est en charge
d’attribuer, a chaque pas de temps, les obser-
vations regues (mesurées par un capteur) aux
objets déja connus (pistes suivies par les fil- Observations

tres). La figure 3.1 illustre le probleme pour

un pas de temps donné. La complexité d’un tel

probleme est essentiellement liée & ’aspect in-

certain, imprécis et ambigu de ’environnement

du suivi, et également aux imperfections des in-  FIGURE 3.1: Illustration du probléme d’association
struments de mesure. Dans la solution du suivi

initiale présentée dans le chapitre 2, la phase d’association est assurée par ’algorithme GNN qui

est un algorithme d’association mono-scan et déterministe.

L’algorithme GNN est loin de pouvoir répondre a toutes les exigences liées au probléeme d’association
pour le suivi d’objets, ce chapitre considere d’autres solutions mono-scan et déterministes, basées
sur les fonctions de croyance, qui visent a associer a chaque objet connu (observation) une hypothese
unique. A un objet connu, on peut associer une observation ou I’hypothése de non détection. A une
observation, on peut associer un objet déja connu ou I'hypothese d’apparition d’un nouvel objet.
Pour l'algorithme GNN, décrit dans la section 1.2.2.1 du chapitre 1, cela est considéré comme étant

un probléme d’optimisation qui est résolu a l’aide de I’algorithme Hongrois [103], de I’algorithme

73
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des encheres (Auction) [20] ou bien de l'algorithme de Munkres [30, 130]. Les algorithmes crédaux
décrits dans ce chapitre proposent d’autres formalisations du probleme d’association. Tout comme
le GNN, ils nécessitent souvent I'usage d’un parametre afin de permettre la gestion des apparitions
et des disparitions d’objets. Toutefois, ils présentent une faculté intéressante quant a 'intégration
de plusieurs informations (distances inter-objets, classes, formes et autres) dans un méme probléme
d’association ce qui peut étre utile dans un cadre multi-capteurs. Cette faculté d’association multi-
informations n’est pas abordée dans ce chapitre, les algorithmes d’association crédale sont comparés
a travers une panoplie de tests différents dans un cadre mono-capteur (association d’observations

aux objets connus).

Les résultats présentés dans ce chapitre integrent également les performances d’une nouvelle méthode
d’association crédale a deux variantes : une variante optimale et une autre non optimale qui
s’averent étre de meilleure robustesse et par rapport a l'apprentissage paramétrique et par rapport

aux erreurs d’estimation et/ou d’observation.

La section 3.1 de ce chapitre décrit la problématique liée a l’association des observations aux
objets connus dans un cadre de suivi mono-capteur. La section 3.2 illustre le cas d’association
multi-capteurs, la ou plusieurs informations concernant les objets suivis peuvent étre a disposition.
La section 3.3 discutes et reprend les principes de base des algorithmes d’association crédale les
plus récents : 'algorithme proposé par Denceux et al 3.3.1, 'algorithme proposé par Mercier et
al 3.3.2, I'algorithme proposé par Lauffenburger et al 3.3.3, I'algorithme proposé par Fayad et
Hamadeh 3.3.4, I’algorithme proposé par Dallil et al 3.3.5, ainsi qu'une nouvelle solution a deux
variantes présentées respectivement dans 3.3.6 et 3.3.7. La section 3.4 met en relation ’algorithme
GNN et certains algorithmes d’association crédale. Dans la section 3.5, le chapitre propose une
panoplie de tests visant a comparer I’ensemble des algorithmes par rapport a leur optimalité, leur

robustesse ainsi que leur complexité calculatoire. La section 3.6 conclue le chapitre.

3.1 Association des observations aux objets connus (association

mono-capteur)

Les positions relatives des objets sont souvent la seule information dont les systemes de suivi
disposent. Dans ce cas, la formalisation du probleme d’association se base sur les distances entre

les observations réelles z;, avec j = {1,2,...,m} et les observations Z;, i = {1,2,...,n} prédites
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par les IMMs chargés de suivre les objets connus. En plus de la prédiction des observations Zz;,
les IMMs prédisent également les matrices de covariances associées S; qui participent au calcul de
la distance de Mahalanobis qui est utilisée tout au long de ce chapitre. On notera par O; 'objet

connu a qui correspond l'observation prédite z;.

Comme cela est décrit dans la section 1.2.2.1 du chapitre 1, 'association des observations z; aux
objets connus O; est vue comme étant un probléme d’optimisation ou l'objectif est de minimiser

la distance globale séparant les objects connus des observations :

n m
minZdem,j, (3.1)

i=1 j=1
ou, d; ; représente la distance de Mahalanobis entre I’objet connu O; et I'observation z;, r; ; est une
variable auxiliaire représentant la relation entre O; et z; (r;; = 1 si z; est associée & O;, r;j =0
sinon). La gestion des apparitions et des disparitions d’objets est gérée en posant les contraintes

suivantes :

n+m

Z ri,j S 1 s (3.2)
7

m

Z”’j S 1 s (33)

J

rij €{0,1} Vie {l,...,n+m},Vje{l,...,m} (3.4)

La contrainte (3.2) signifie qu’un objet existant peut étre associé a une observation a l'instant
k ou ne pas étre associé, ce qui représente la non détection. La contrainte (3.2) signifie qu'une
observation détectée a un instant k peut étre associée a un objet existant, dans le cas échéant elle

est considérée comme un nouvel objet.

Le probleme, tel qu’il est formalisé par les équations (3.1), (3.2) et (3.3) correspond & la formali-
sation du GNN. La matrice d’association D = [d; ;] dans 1'algorithme GNN contient des distances
de Mahalanobis qui sont supposées suivre une distribution de x? [122]. Le GNN considere qu'une
observations z; doit étre associée a un objet connu ou bien a un nouvel objet noté x;, le parametre
ou la distance notée A, liant I’observation z; a I'hypothese *; est tiré de la table de x? en se basant

sur une connaissance a priori de I'environnement du suivi. Cette connaissance a priori est la
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probabilité P(z;|O;) qu'une observation détectée z; soit générée par un objet connu O; comme cela

est décrit par I’équation (1.61) du chapitre 1.

Des formalisations différentes pour un objectif équivalent a celui du GNN, sont proposées par les
algorithmes étudiés dans ce chapitre ainsi que par les deux nouvelles méthodes crédales proposées.
Apres la description des différents algorithmes, ces derniers sont comparés par rapport a leur

optimalité, leur robustesse aux erreurs de mesure et/ou d’estimation et leur complexité calculatoire.

Dans les sections 3.1.1 et 3.1.2, on distingue ce que nous appelons un scénario conflictuel d’un

scénario non conflictuel.

3.1.1 Association non conflictuelle

Notons par dop; la distance minimale séparant les objets connus des observations, c’est la solu-
tion obtenue par I’algorithme Munkres ou 'algorithme Hongrois pour la résolution du probleme
d’optimisation posé par I’équation (3.1). La distance dgy est fonction de la distance réelle entre les
objets connus et les observations, qu’on notera d,, elle est également fonction de la distance notée

dy occasionnée par le bruit de mesure et/ou les erreurs d’estimation :

dopt = dy + dy. (3.5)

Un scénario est considéré comme étant non conflictuel si d, > d;. Cela signifie que les distances
réelles sont largement plus importantes que les modifications de distances causées par le bruit de
mesure ou les erreurs d’estimation, il s’agit d’un scénario ou les objets sont suffisamment espacés

comme cela est illustré par la figure 3.2.

3.1.2 Association conflictuelle

D’une maniere équivalente, on consideére qu’un scénario est conflictuel si : d, < dp. Cela signi-
fie que les objets sont suffisamment rapprochés au point que les distances qui les séparent sont
considérablement modifiées par les erreurs de mesure et/ou les erreurs d’estimation, ce qui peut
erroner la décision d’association. Un tel scénario est illustré par la figure 3.3 ou I'observation z;
de l'objet O; est associée par erreur a I'objet Oz et 'observation zo de l'objet Oy est associée par

erreur a l'objet Or. Sur la figure 3.3, dopt = di12 + do1 + d33.
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FIGURE 3.2: Association basée sur les distances dans un cas non conflictuel.
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d33

FIGURE 3.3: Association basée sur les distances dans un cas conflictuel.

D’une maniere similaire, un scénario partiellement conflictuel peut étre défini. C’est un scénario
ol certains objets sont éloignés et d’autres évoluent d’une maniere étroite. Dans ce cas, la relation

d,. < dp n’est valable que dans la partie conflictuelle du scénario.

3.2 Association d’objets suivis par différents capteurs (association

multi-capteurs)

En présence d’informations supplémentaires comme : la vitesse, la classe et/ou la forme par exem-
ple, en plus des distances séparant les objets estimés par deux capteurs différents, le conflit quant
a leur association peut étre réduit ou éliminé. Une illustration est donnée par la figure 3.4. Dans
cet exemple, la connaissance de la forme de 'objet connu Oy estimé a des positions différentes

par les deux capteurs permet d’éviter 'erreur d’association qui est illustrée par la figure 3.3. La
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question qui se pose est : comment intégrer des informations supplémentaires dans le probleme

d’association décrit par les équations (3.1), (3.2) et (3.3) 7

[ Objets estimés par un capteursi ]

[ Objets estimés par un capteur s2 ] o dll
dZZ :

FIGURE 3.4: Association basée sur plusieurs informations.

Cette question est étudiée dans larticle [57], elle n’est cependant pas abordée dans ce chapitre
ou l'intérét est porté a ’association mono-capteur, notamment 1’association des observations aux
objets suivis. L’association multi-capteurs est toutefois utilisée et illustrée dans la section 4.4(b)

du chapitre 4.

La suite de ce chapitre a pour objectif de comparer les algorithmes d’association crédale les plus
récents dans un cadre de suivi mono-capteur. La comparaison porte sur deux aspects fondamentaux

dans le domaine du suivi d’objets, notamment :

e Performances dans les situations conflictuelles (voir la figure 3.3).

e Gestion des apparitions, des disparitions et des réapparitions d’objets.

Avant de passer a la comparaison, des descriptions succinctes des algorithmes sont proposées dans
ce qui suit. L’idée vise a faire comprendre :

e Comment les distances sont-elles transformées en fonctions de croyance 7

e Comment les apparitions, les disparitions et les réapparitions d’objets sont-elle gérées ?

e Quels sont les principaux avantages et inconvénients des différentes solutions ?
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3.3 Description des algorithmes d’association crédale

Dans la littérature, plusieurs solutions d’association basées sur des fonctions de croyance sont
développées [47, 84, 123, 129, 158]. Cette section reprend les principes de base des algorithmes les
plus récents et fournit un ensemble de remarques concernant leurs avantages et leurs inconvénients.
Les algorithmes concernés sont décrits dans ’ordre suivant : ’algorithme proposé par Denceux et
al 3.3.1, I’algorithme proposé par Mercier et al 3.3.2, I’algorithme proposé par Lauffenburger et al
3.3.3, lalgorithme proposé par Fayad et Hamadeh 3.3.4, ’algorithme proposé par Dallil et al 3.3.5

ainsi que deux versions d’un nouvel algorithme, présentées dans 3.3.6 et 3.3.7.

3.3.1 Méthode de Denceux et al [57, 67] :

La méthode proposée par Denceux et al dans [57, 67] transforme les distances entre observations
et objets connus en fonctions de masse et considere la prise de décision comme étant un probléeme
d’optimisation. Les fonctions de masse dans cette méthode s’expriment sur les relations 7; ; con-
cernant I’association de chaque objet connu O; a une observation z;, elles sont définies sur le cadre

de discernement binaire €; ; = {0,1} :

m;;({1}) = a; j, poids affirmant l'association : r; ; = 1.
m;;({0}) = Bi s poids réfutant I’association : r; ; = 0. (3.6)
m;;({0,1}) = 1—o;; — B, ignorance quant a l’association de z; a O;.

Disposant des distances d; ; comme information, les fonctions de masse sont calculées de la maniere

suivante :

mi;({1}) = Qi = oexp(—di;),
m;;({0}) = Bij = o(1—exp(—d;;)), (3.7)
mi;({0,1}) = 1—-a;;—Bi; = l—o,

ou d; j représente une distance entre I’objet connu O; et 'observation z; et v un parametre a fixer.

Le parametre o est utilisé pour affaiblir I'information, selon la fiabilité de la source (capteur) [174].

L’ensemble des relations concernant I’association de O; et z; est noté R, et 'ensemble des relation

affirmant leur association est noté R; ; et donné par :
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R@j = {7’ € R’T@j = 1}. (3.8)

Les fonctions de masse m; ; initialement définies sur le cadre binaire €; ; = {0, 1} sont étendues
sur I’ensemble des relations R :

e la masse m; j({1}) = a; ; est transférée sur R; ;.

e la masse m; j({0}) = f; ; est transférée sur R; ;.

e la masse m; ;j({0,1}) =1 — «; j — B3; j est transférée sur R.
Le transfert des fonctions de masse se fait a ’aide de I’extension vide décrite dans la section 2.2.1.2

du chapitre 2. Les fonctions de masse m; ; sont ensuite transformées en fonctions de plausibilités

pl; j de la maniére suivante :

plig({r}) = (1= i)™ (1 = aig) 7" (3.9)

Une fois toutes les fonctions de plausibilités s’exprimant sur le couple (O;, ;) sont obtenues, elles

sont combinées a l'aide la loi conjonctive décrite dans [57] :

pl({r}) o H(1 — Bi) (1= a ) "o (3.10)
1]
Une fonction de plausibilité pl({r}) est calculée pour tout » € R. La fonction logarithme corre-

spondante est donnée par :

Inpl({r}) o< > [rijIn(1 = Bi;) + (1 =i 5) In(1 — s 5)]. (3.11)

i,J
Le calcul de la fonction logarithme dans I’équation (3.11) permet d’exprimer le probléeme comme
étant un probleme d’optimisation. Les parametres o ; et 3; ; sont considérés strictement inférieurs
a 1. L’objectif est alors de retrouver la relation optimale r* qui maximise les fonctions logarithme

des plausibilités. Le probléme pour n objets connus O; et m observations z; est décrit par :
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maxZwmri,j, i={1,..,n},j=A{1,....,m}, (3.12)
/[:7j

avec
n

ZTi,j <1, (3.13)

%

m

> iy <1, (3.14)
J

rij €{0,1}, Vie{l,..,n},Vje{1,..,m}, (3.15)

:7” Comme dans le cas de l'algorithme GNN, ce probleme est résolu a I’aide de
lalgorithme Munkres [31], par exemple. L’algorithme proposé par Denceux et al est optimal quand
le parametre v permettant de transformer les distances en fonctions de masse est optimal. Dans
le cadre de la fusion multi-capteurs, il présente une faculté intéressante concernant 1’association
multi-informations (distances, classes, vitesses, et autres). Le temps de résolution de ’algorithme
est nettement inférieur au temps de résolution des algorithmes d’association basés sur les fonctions
de croyance comme par exemple la méthode proposée par Mercier et al [125], ce qui est confirmé

dans I’étude qui va suivre.

3.3.2 Méthode de Mercier et al [125] :

Dans la méthode introduite par Mercier et al dans [125], les fonctions de masse m; ; sont également
exprimées sur le cadre de discernement §2; ; = {0,1} concernant l’association de l'observation z; a

Pobjet connu O;. Leur calcul est effectué comme décrit par le systéeme d’équations (3.7).

L’association dans cette méthode peut s’effectuer dans deux sens différents : point de vue des
objets connus (& quelle observation z; l'objet connu O; est-il associé ?) et le point de vue des

observations (& quel objet connu O;, I'observation z; est-elle associée 7).

Selon le point de vue considéré, les masses de croyance m; ; sont étendues (extension vide décrite
dans la section 2.2.1.2) a lensemble ©; = {z1, 22, ..., 2m, %} contenant toutes les hypotheses con-
cernant ’association de ’objet connu O;, y compris 'hypothese que O; soit non détecté qui est
notée (x). SiI’association se fait selon le point de vue des observations, les masses m; ; concernant

I'observation z; sont étendues a I’ensemble ©; = {O1, Oy, ..., Oy, x} ou (%) représente I'hypothese
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que z; soit un nouvel objet. On note par mjei, I’extension de la fonction de masse m; ; de ’ensemble

(2; ; a I'ensemble ©;.

Une fois les fonctions de masse sont exprimées sur le méme cadre de discernment (0; par exemple),

elles sont combinées a 'aide de la régle de combinaison conjonctive (voir la section 2.2.1.1).

A Tissue de la combinaison conjonctive, pour chaque objet connu 4, on obtient une fonction de masse

m®i. La procédure est la méme dans le cas ot on s’intéresse au point de vue des observations.

En vue de prendre une décision quant a l’association des observations aux objets connus, les

fonctions de masse sont transformées en probabilités pignistiques en utilisant I’équation (2.18).

Une fois, les probabilités pignistiques Betp®: de chaque objet connu i € {1,2,...,n} sont calculées,
il en résulte une matrice de probabilités pignistiques. La décision d’association est celle qui max-

@1 X@Q,...X

imise la probabilité pignistique jointe Betp On et qui vérifie des contraintes d’association

préalablement fixées, a savoir :

e chaque objet O; doit étre associé a une seule hypothese : 'observation z; ou bien x s’il est

non détecté.

e chaque observation z; doit étre associée a une seule hypothese : I'objet connu O; ou bien x

s’il s’agit d’un nouvel objet.

Comme cela peut étre remarqué, le calcul des fonctions de masse dans la méthode proposée par
Mercier et al s’effectue de la méme maniere que dans la méthode proposée par denceux et al, toutes
les deux utilisent le parametre v afin de transformer les distances en fonctions de masse comme
expliqué par le systeme d’équations (3.7). La différence principale est dans la phase de prise de
décision qui nécessite dans la méthode de Mercier et al la recherche du maximum de la probabilité
pignistique jointe ce qui la rend beaucoup plus complexe. Plus de détails concernant la comparaison

des algorithmes en terme de complexité calculatoire sont présentés dans la section 3.5.4.4.

3.3.3 Méthode de Lauffenburger et al [105]

Au niveau crédal, la méthode proposée par Lauffenburger et al est équivalente & la méthode
proposée par Mercier et al, toutefois, Lauffenburger et al proposent de considérer les deux points

de vue (point de vue des objets connus et point de vue des observations) a la fois. Deux matrices
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de probabilités pignistiques sont alors calculées au lieu d’une seule pour la méthode proposée par
Mercier et al. Les deux matrices de probabilités pignistiques sont utilisées pour le calcul d’une

matrice duale qui sert & la prise de décision.

Tout comme dans les méthodes de Denceux et al et Mercier et al, les fonctions de masse initiales
m; ; sont exprimées sur le cadre de discernment local €2; ;. Par la suite, elles sont étendues aux
cadres de discernment ©; = {z1, 22, ..., 2m, *} et ©; = {01, 02, ..., Oy, *} correspondant au point

de vue des objets connus et au point de vue des observations, respectivement :

o m; ;j({1}) = a; ; est affecté a {z;} € ©;.
o m%]({O}) = Bi,j est affecté a {Zl, ey Zj—1s Zjlenns Zm,*}.

e m;;({0,1}) =1— oy ; — B  est affecté a ©; ,
et

o m; j({1}) = ay j est affecté & {O;} € ©;.
e m;;({0}) = Bi; est affecté a {O1,...,0;_1,0i11..., On, *}.

e m; ;({0,1}) =1 —«;; — B;; est affecté a ©;.

. . . . . ; O; ey
De cette opération, il en résulte deux ensembles de fonctions de masse m?l et m;’ exprimées sur

©; et ©; respectivement. Une fois obtenues, les fonctions de masses sont combinées a l'aide de la

régle de combinaison conjonctive. Les fonctions de masse résultantes sont notées m® et m®i :

m® = ﬁjm?i, (3.16)
m® = nymy. (3.17)

Les fonctions de masse m®: et m®7 sont transformées en probabilités pignistiques. Contrairement
a la méthode proposée par Mercier et al ol le poids accordé & I’ensemble vide (), & lissue de
la combinaison, est normalisé lors du calcul des probabilités pignistiques, cette méthode propose
de conserver le poids en question. Le calcul des probabilités pignistiques est effectué de la fagon

suivante :
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BetP®:({h;}) = > hicA m(‘);“A) (3.18)
PO (0) - m®i (())
BetP ({hi}) = Yhea™ |i1|A)

| | (3.19)
PO (() = m®i ()

oit P9 (()) et P®i(()) sont les poids accordés & I’ensemble vide ((}), issus des combinaisons conjonc-
tives exprimées par les équations (3.16), (3.17) respectivement.

Une fois les deux matrices de probabilités pignistiques BetP®i et BetP®i sont calculées, elles sont
utilisées pour calculer une matrice dite duale. La matrice duale est calculée en effectuant le produit

matriciel d’Hadamard :

BetP®®i = (BetP®)' @ BetP®i. (3.20)

En utilisant les poids représentant le conflit (poids sur ’ensemble vide (), une matrice duale de

conflit, notée Mf  est également calculée de la maniére suivante :

M = (PO PO i ={1,2,..,n}, j={1,2,..,m}. (3.21)

conf

La matrice conflictuelle M/ est transformée en deux vecteurs Ve et V™ de la faon suivante :

m

Vet = 30 M), (322
j=1
n

verh = M (i, ). (3.23)
=1

La prise de décision est basée sur la matrice de probabilités pignistiques duale de dimension (n xm)

conf

et les vecteurs VY et V| de longueurs n et m respectivement.

Pour chaque objet connu O; correspondant & la ligne ¢ de la matrice duale, I’hypothese avec
la probabilité pignistique maximale max BetP®:%9i (i, j) est retenue. L’objet O; est associé a
J

I’observation z;, si et seulement si les conditions suivantes sont satisfaites :
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e La probabilité pignistique maximale soit supérieure au poids conflictuel V<o () :

max Bet P99 (i, j) > Vs (4).
j

e La probabilité pignistique maximale soit supérieure a un seuil Th fixé au préalable :

max BetP®*9i (i, j) > Th.
J

Notons que dans l'article [105], Th est fixé & 0.1. Ce dernier n’est pas optimisé dans 1’étude

présenté dans ce chapitre, la méme valeur Th = 0.1 est utilisée.

Si ces deux conditions sont satisfaites alors O; est associé a z;, sinon I'objet connu O; est considéré
comme étant non détecté. Dans [105], la méthode est testée sur des scénarios peu conflictuels
et la solution semble donner de bons résultats. Dans ce chapitre, les algorithmes d’association
sont testés sur des scénarios conflictuels. Cette solution s’avere ne pas étre adaptée a ce genre de
scénarios. Cela serait essentiellement da a l'utilisation du poids accordé au conflit dans la prise
de décision ou/et & la non optimisation du parametre Th. Toutefois, la prise de décision locale
évitant la recherche du maximum de la probabilité jointe peut s’avérer moins complexe que dans

le cas de la méthode proposée par Mercier et al.

3.3.4 Méthode de Fayad et Hamadeh [69] :

La méthode de Fayad et Hamadeh décrite dans [69] propose un calcul différent des fonctions de
masse et une autre stratégie de prise de décision. La méthode propose de calculer une fonc-
tion de masse pour chaque observation z; dont les hypotheses d’association possibles sont @j*- =
{01,04,...,0p,*}. Le calcul des poids de la fonction de masse se fait par normalisation des dis-
tances séparant 1’observation des objets connus. L’élément (%) est vu comme étant un objet virtuel,
tel que si une observation lui est associée, elle est considérée comme étant un nouvel objet ainsi
donc la gestion des apparitions de nouveaux objets est permise. Pour illustrer la maniere dont les
fonctions de masse sont calculées, on considere I’exemple d’association donné par la figure 3.5 avec
une seule observation. Supposons que dj 1, d21 et d3 1 sont les distances séparant ’observation
z1 des objets connus O, Oz et O3 respectivement, et d, 1 est la distance d’apparition fixée au
préalable. En premier temps, ces distances sont triées dans un ordre décroissant et utilisées pour

calculer les poids M; :
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FIGURE 3.5: Association concernant une seule observation.

My =1/dy;,
M, = (1/dys 1) — My,
My = (1/da 1) — M.,
Ms = (1/d3 1) — Mo.

(3.24)

En utilisant les poids calculés dans (3.24), une fonction de masse m®! concernant 'observation z;

est calculée :

m1({03}) = M3/M,
m9 ({02,03}) = Ma/M,
mO ({x,01,02}) = M, /M,
m® ({*,O1,02,03}) = My /M,

(3.25)

ou M est un facteur de normalisation : M = M, + M7 + My + Ms.

(€]

Une fonction de masse m™7 est calculée pour toutes les observations z; avec j = {1,2,...,m}.

Les fonctions de masse sont ensuite étendues au cadre de discernement joint de toutes les observa-
tions en adoptant une combinaison de connaissances particuliere illustrée par ’exemple suivant :
considérons un exemple de trois objets connus O1, Oy et O3 et deux observations zi1, zo détectées.
Deux fonctions de masse m®! et m®2 sont calculées pour les observations z1 et z5 comme illustré
par les équations (3.25). Les fonctions de masse sont ensuite exprimées sur le cadre de discernement

joint @1><2 :
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O1x2 = { (,%), (£, 01), (5, 02), (01, %), (01,02), (02, %), (02,01) } (3.26)

ou la proposition (x, O1) par exemple, signifie que 'observation z; est considérée comme un nouvel

objet et I'observation zo est associée a ’objet connu O;.

La fonction de masse m®1x2 est le résultat de la combinaison des fonctions de masse m®! et m®©2
a l’aide de l'opérateur min (minimum). En voici par exemple, comment est ce que le poids accordé

a la proposition {*,x} du cadre 19 est obtenu :

mO2 ({x, x}) = min(m® ({x}),m®({x})), (3.27)
mO2({(x,%), (,01)}) = min(m® ({x}), m({x, 01})). (3.28)

Le méme processus est répété pour toutes les autres propositions du cadre O1yo.

O1x2

Afin de normaliser la fonction de masse m , tous ces éléments mele(A) avec A C O1x9 sont

divisés par : Y. m®1x2(A).
ACO1x2

Afin de prendre une décision d’association, la fonction de masse jointe est transformée en prob-
abilités pignistiques comme décrit dans la section 2.2.3 du chapitre 2. L’hypothése A C G145 la

plus probable est considérée comme étant la solution au probleme d’association posé.

A noter que dans cette solution la distance d, ; correspond au parametre A de I'algorithme GNN :
c’est la distance d’apparition. Il est attendu que la méthode soit de grande complexité calculatoire
notamment pour un nombre d’objets et/ou d’observations important dans la mesure ou elle cherche

a calculer et prendre une décision sur des fonctions de masse jointes.

3.3.5 Méthode proposée par Dallil et al [46] :

Tout comme dans les méthodes de Denceux et al et Mercier et al les fonctions de masse initiales
dans la méthode proposée par Dallil et al sont exprimées sur le cadre de discernement binaire

Q;; = {0,1} pour chaque objet connu O; et observation z;.
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Dans cette approche les poids confirmant les associations notés «; ; dans la méthode de Denceux

et al ne sont autres que des vraisemblances normalisées, calculées comme suit :

G
Qi = 7 L s (329)
> Gij
J
ou (G ; est une mesure de vraisemblance :
exp|—d?./2
i = M, i€{l,...,n}, (3.30)
(2m)4]Si

et S; représente la matrice de covariance associée a 'objet connu O; et ¢ représente la dimension

du vecteur observé z;.

Les fonctions de masse initiales sont alors données par :

mi;({1}) = iy,
mi;({0}) = l-—ai; = Bij

(3.31)

Selon le point de vue choisi, les fonctions de masse sont conjonctivement combinées. La combinaison

selon le point de vue des objets connus, par exemple, est effectuée de la maniére suivante :

My =mi;({1}) x H m;({0}). (3.32)

1=1,l#j

Le poids conflictuel issu de la combinaison est calculé ainsi :

m

z@_1—21\@ (3.33)

La quantité M; ; représentant la croyance globale concernant 1’association de 'objet connu O; et
I'observation zj, est exprimée sur le cadre de discernement ©; concernant l'objet connu O;. Les
différents poids sont ensuite étendus au cadre de discernement joint ©11 X ... X O, ,, concernant
tous les objets et toutes les observations. Une fois exprimées sur le méme cadre de discernement,
les fonctions de masse sont conjonctivement combinées. Il en résulte une fonction de masse jointe

notée my :



Chapitre 3. Algorithmes d’association crédauz 89

M; ;
mr(d)= [ —=— (3.34)
€A, JEA

ou A est une proposition du cadre de discernement joint O X ... X O,,,. La proposition A =
{(01,21), (04, 2j), (On, zm) } par exemple, signifie que les observations zi, z; et z, sont générées

par les objets connus O1, O; et O, respectivement.

Pour la phase de prise de décision, la proposition A € ©11 X ... X Oy, la plus crédible est alors

considérée comme étant la solution au probleme d’association posé.

Le nouveauté dans la méthode proposée par Dallil et al est le fait de calculer les fonctions de masse
a partir des vraisemblances, seulement leur extension sur un cadre de discernement joint engendre
une grande complexité calculatoire. De plus la méthode ne présente aucune stratégie pour gérer

les apparitions de nouveaux objets [46].

3.3.6 Solution proposée 1 :

La méthode proposée repose sur le GBT, elle construit les fonctions de masse concernant les as-
sociations & partir de vraisemblances. Elle s’inspire des travaux de Smets [171] sur les fonctions
de croyances appliquées aux variables réelles ainsi que les travaux d’Appriou [3, 5], ou les vraisem-
blances sont interprétées comme étant des fonctions de plausibilités. Ce sont les fonctions les moins
spécifiques qui permettent de respecter le principe d’engagement minimum. Les fonctions de plau-
sibilités (vraisemblances) représentent les données en entrée de 1’algorithme d’association proposé,
elles sont exprimées sur ’ensemble des observations z;, j € {1,...,m} et peuvent étre notées par
pl[O;](zj) ce qui répondrait a la question : & quelle objet connu O; I'observation z; est associée ?
Dans ce qui suit, la notation pl[0;](z;) est simplifiée a pl;({j}) et le calcul des plausibilité s’effectue

ainsi :

pll({j}) = Gi,j(ﬂ d@j), Vi € {1, .. .,n}, (335)

ot G; ; est une mesure de vraisemblance et p € [0, 1] est un parametre qui pondere les distances
de Mahalanobis d; ;. Dans le cas de distributions Gaussiennes, les plausibilités peuvent étre cal-
culées par I’équation (3.30). Les simulations de ce chapitre consideére des exemples de distributions
Gaussiennes mais cela n’est point une limite a la méthode proposée. Peu importe la distribution

des variables tant que des vraisemblances peuvent étre calculées.
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La plausibilité maximale quune observation z; soit associée a un des n objets connus correspond

a: max (pl;({7})) < 1. Sil'observation en question est réellement générée par I'un des objets
i=1,....,n

connus alors max (pl;({i})) ~ 1 sinon le maximum de plausibilité est nettement inférieur a 1

=1,...

('nllax (pl;({i})) < 1) ce qui correspondrait a un cadre de discernement non exhaustif. Dans
i=1,...,n

ce cas I'observation z; correspond éventuellement a un nouvel objet x;. La plausibilité de cette

hypothese peut alors étre calculée par :

pl,({7}) =1~ z.gllﬁ%fn(pli({j}))- (3.36)

A Daide des plausibilités calculées par les équations (3.35) et (3.36), une fonction de masse m est
construite. La fonction de masse s’exprime sur 'ensemble ©; = {Oy, ..., Oy, %;} et peut étre notée
par m[z;](h;) tel que h; € ©;. La notation est simplifiée & m;(A) ou j fait référence aux observations
zj et A a un ensemble ot un sous-ensemble de ©;. Les fonctions de masse sont obtenues a ’aide

du GBT :

m;(A) = [T Pl T (0 = Pli({5}). vAC e, (3.37)

hic A hicA

Une fois toutes les fonctions de masse m; sont calculées, elles sont transformées en probabilités
pignistiques BetP; comme décrit dans la section 2.2.3 du chapitre 2. L’objectif final est alors de
choisir la relation jointe avec le maximum de probabilité pignistique, ce qui est formalisé de la

maniere suivante :
maxZBetPj({i})riﬁj, i={1,....,n+m},j={1,...,m}, (3.38)
i?j
en respectant les contraintes suivantes :
n+m

S <, (3.39)

)

m
J

ri; €{0,1} Vie{l,....n+m},Vje {1,...,m}. (3.41)
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Tout comme dans la méthode de Denceux et al (voir la section 3.3.1), ce probleme d’optimisation

est résolu a ’aide de 'algorithme des encheéres ou l’algorithme de Munkres [31], par exemple.

La contrainte exprimée par (3.39) signifie qu'un objet connu peut recevoir ou ne pas recevoir
d’observation. Dans le cas de non réception d’observation, ’objet est considéré comme étant non
détecté. La contrainte (3.40) signifie qu'une observation peut étre associée a un objet connu, dans

le cas contraire, elle est considérée comme étant un nouvel objet.

Le probleme d’association a 1’étape décisionnelle, pour ’exemple présenté par la figure 3.3 peut
étre traduit par le tableau 3.1.

TABLEAU 3.1: Matrice des probabilités pignistiques.

Z1 z2 z3 24

04 BetPLl BetPLQ BetPLg BetPlA
02 BetPQ’l BetPZQ BetP2,3 BetPQA
03 BetP&l Betng Betpg’g BetP3,4

*1 | BetPy,, 0 0 0
*9 0 BetP*%Q 0 0
x3 | 0 0 BetP,,3 0
*4 0 0 0 BetP*474

3.3.7 Solution proposée 2 :

La seconde méthode proposée et quasi-similaire a celle présentée dans la section 3.3.6. A la
différence de la premiere, celle-ci utilise une distance de Mahalanobis pure pour le calcul des
vraisemblances et effectue un transfert d’informations au calcul des plausibilités. Le transfert
d’information est simplement un renforcement des éléments du cadre de discernement en détriment

de I’élément (x). Les plausibilités se calculent alors par :

pli({j}) = Gij(dij), Vie{l,...,n}, (3.42)

avec,

ploy({3)) = 1= max (GL({}), (3.43)

et le parametre g manquant par rapport a la formule (3.35) intervient cette fois dans le renforcement
des plausibilités pl;({j}) favorisant I’association de 'observation z; aux objets connus O;, ce qui se

fait de la maniére suivante :
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Ppli({}) = px pli({7}) + (1 = p), Vie{l,...,n}, (3.44)

ol ({5}) = w < pl;({7})- (3.45)

Les équations (3.44) et (3.45) expriment un renforcement d’hypotheses tel qu’il est introduit dans
[124] et repris par I’équation (2.11) du chapitre 2. Dans le cadre du suivi d’objets dans cette
solution, ce concept est utilisé afin de renforcer les hypotheses favorisant 1’association des obser-
vations z; aux objets connus O;. Cette action est motivée par 'effet des erreurs de prédiction
des objets connus et les erreurs d’observation qui lorsqu’elles sont importantes peuvent conduire
a des décisions erronées, notamment les décisions associant les observations d’objets connus a de
nouveaux objets. De ce fait, le parametre p dans les équations (3.44), (3.45) représenterait le poids
qu’aurait engendré les erreurs de mesure et de prédiction, il est utilisé dans cette solution comme
information a priori dont 'objectif est d’apporter plus de robustesse. A noter que dans un cadre
idéaliste ou les erreurs de mesure et de prédiction sont négligeables, la solution sans renforcement
ou les plausibilités sont calculées a 1’aides des équations (3.42) et (3.43) simplement, serait optimale

mais surtout indépendante de tout parametre.

Le calcul des fonctions de masse et la prise de décision dans cette méthode se font exactement
comme dans la méthode proposée 1 : le calcul des fonctions de masse se fait a l'aide de ’équation
(3.37) et la prise de décision se fait sur les probabilités pignistiques comme cela est exprimé par le

tableau 3.1 par exemple.

Alternativement, I'affaiblissement de la plausibilité pl.;({j}) de la maniére suivante peut étre en-
visagé :

ple,(3Y) = (1 — max (pl({7}).

L’affaiblissement étant motivé par les erreurs d’estimation ou de mesure qui conduiraient au
fait de considérer que les observations des objets existants correspondent a de nouveaux objets.
L’optimisation du parametre p dans le cas de cette altérnative est difficile dans la mesure o on
agit sur les plausibilités, contrairement au cas de la solution proposée 1 ol on agit directement sur
les distances. Tout comme la solution proposée 2, c’est une solution qui n’atteint pas ’optimalité,
toutefois des valeurs faibles du parametre 1 donnent de bons résultats. Afin d’éviter la confusion
avec les deux solutions proposées, les résultats de cette altérnative ne sont pas présentés dans cette

these.
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L’originalité dans les deux solutions proposées et le fait de pouvoir calculer d’'une maniere dy-

namique les poids accordés a I’hypotheése (x) notamment, grace a 1’équation (3.36).

3.4 Mise en correspondance du parametre v propre a certaines

solutions crédales et du parametre A\ de I’algorithme GNN

Cette section illustre une relation entre l'algorithme GNN et l'algorithme proposé par Fayad et
Hamadeh qui dépendent du parametre A et les algorithmes crédaux qui dépendent du parametre

permettant de transformer les distances en fonctions de masse (voir le systeme d’équations (3.7)).

Le parametre A dans I'algorithme GNN correspond a la distance de détection. Ce parametre peut
étre mis en relation avec le parametre v dans l'ensemble d’équations (3.7). Pour ce faire, il suffit
de choisir un parametre v tel que la distance de détection des algorithmes crédaux soit égale a A
sachant que la distance de détection pour les méthodes crédales satisfait la relation 5;; = «; ;.
Cette relation représente le cas ol le poids confirmant une association donnée est égal au poids qui

la réfute.

0.8

— exp(_y dl,j)
- - - l-exp(-y di’j)

0.2 ’

0 10 20 30 40 50 60
Distance "dij "

FIGURE 3.6: Illustration de la relation entre 7 et A.

La figure 3.6 représente 'évolution du poids approuvant I’association de z; & O; : oy ; = exp (—7d; ;),

et le poids réfutant I'association : f; ; = 1 — exp (—vd; ;), en fonction de la distance d; ;.
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Si A est choisi comme étant la distance de détection, on peut poser exp (—yA) = 1 — exp (—yA) et

déduire la valeur du parametre v permettant d’avoir une telle distance de détection. D’ot :

_ —log (0.5)

T (3.46)

La relation exprimée par I’équation (3.46) montre que les méthodes crédales geérent ’apparition
d’objets a ’aide d’un seuil v équivalent a la détermination de la distance d’apparition A dans la

solution GNN.

3.5 Comparaisons dans un cadre d’association mono-capteur

A travers les descriptions précédentes des algorithmes, il a pu étre remarqué que tous les algorithmes
dépendent d’au moins un parametre. Les premieres simulations présentées dans les sections 3.5.1,
3.5.2 et 3.5.3 ont pour objectif 'apprentissage des parametres optimaux u, v et A des différents
algorithmes ainsi que l'observation de leurs sensibilités. L’étude de sensibilité est a chaque fois
accompagnée d’une étude de robustesse a travers une multitude de simulations. Toutes les simu-
lations d’apprentissage de parametres ou d’études de robustesse représentent des moyennes sur 20

réalisations différentes.

3.5.1 Apprentissage partiel des parametres : scénario d’objets a trajectoires

confondues

Le premier scénario donné par la figure 3.7(a) représente un cas de suivi conflictuel réduit a deux
objets. La figure 3.7(b) mesure le taux de fausses décisions pouvant étre commises sur un tel
scénario : Taux de fausses décisions = (nombre de fois ot les observations sont confondues +
nombre de fois ou les observations sont associées a de nouveaux objets a tort)/nombre de décisions

totales.
Les remarques pouvant étre faites sur les résultats donnés par la figure 3.7(b) sont les suivantes :
e le taux de fausses décisions minimum dépend du rapprochement des deux objets ce qui

correspondrait au nombre de fois ot les observations sont confondues. Le rapprochement

étant constant durant toute la durée du suivi, on admet que ’augmentation des erreurs de
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FI1GURE 3.7: Influence des parametres u, v et A sur les performances des algorithmes pour le suivi
de deux trajectoires conflictuelles.

décisions, avec la variation des parametres u, v et A, est dii a ’association des observations

des deux objets existants a de nouveaux objets.

e I’évolution des taux de fausses décisions des algorithmes dépendant du parametre v et des
algorithmes dépendant du parametre A\ est similaire, cela est du au fait que -y est pris
égal & —log(0.5)/A ou A est la distance d’apparition de l'algorithme GNN. Il peut étre re-
marqué qu’'une augmentation du parametre -y, correspondant a une diminution de la distance
d’apparition A, ce qui engendre une augmentation des erreurs de décision associant les ob-
servations des deux objets a de nouveaux objets. Cette remarque confirme la relation établie

entre les parametres v et A dans I’équation (3.46).

e il peut étre remarqué également que la solution proposée 1 est également dépendante du
parametre pu, toutefois, elle est nettement moins sensible que les solutions dépendant du

parametre A ou 7.

e la solution proposée 2 n’atteint pas la performance optimale qui est dans cette simulation a
peu pres égale 5% de fausses décisions, toutefois elle présente une certaine indépendance par
rapport au parametre p utilisé pour le transfert d’information dans les équations (3.44) et

(3.45).

e ¢étant un scénario conflictuel (trajectoires confondues), le conflit généré a la combinaison des
fonctions de masse dans les méthodes crédales proposées par Mercier et al, Lauffenburger et
al est important. N’ayant pas était normalisé comme dans la méthode de Mercier et al, mais
utilisé pour la prise de décision dans la méthode de Lauffenburger et al, ce conflit conduit a

un taux de fausses décisions tres important comme le montre la figure 3.7(b).
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e a noter que la solution proposée par Dallil et al présente un taux de fausses décisions optimal
pour le scénario 3.7(a). Cette solution ne gere pas l'apparition d’objets, donc elle ne risque

pas d’associer les observations des objets existants & de nouveaux objets.

e la simulation présentée dans cette section incite a choisir des parametres u et v tres petits
pour assurer une performance optimale. La simulation présentée dans la section suivante va
a ’encontre de cette conclusion, elle montre que le choix de parametres p et v tres petits

conduit a un autre type de fausses décisions.

3.5.2 Apprentissage partiel des parametres : gestion de la réapparition d’objets

Cette section présente un scénario particulier concernant la gestion de la réapparition d’objets. En
effet, comme illustré par la figure 3.8(a), 'objet Oy a cessé d’étre détecté, sa trajectoire continue
toutefois a étre prédite par I'algorithme IMM. A un instant donné, un nouvel objet O3 apparait
a proximité de la trajectoire prédite de I'objet O2. Le but de cette simulation est de calculer le
nombre de fois ol les observations du nouvel objet Os sont associées a tort a I’objet Oy. Dans cette
simulation : le Taux de fausses décisions = nombre de fois ou les observations de [’objet O3 sont

associées aux prédictions de 'objet Oz /nombre d’associations possibles des observations de l’objet

Os.
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[} L =¥ = Proposition 1
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(a) Scenario illustrant la disparition et I’apparition (b) Taux de fausses décisions.
d’objets.

Fi1GURE 3.8: Influence des parametres u, v et A quant a la gestion de la disparition, la réapparition
et I’apparition d’objets.

Comme attendu, les résultats présentés par la figure 3.8(b) remettent en question le choix de petites

valeurs pour les parametres u et 7, ce qui correspond au choix de larges distances d’apparition .
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En effet, les résultats montrent qu’un tel choix induit en erreur les algorithmes d’association, tel
que les observations z3 du nouvel objet O3 sont par erreur, associées aux prédictions de 'objet
0. Bien qu’il soit rare d’étre confronté a ce type d’erreurs dans les systemes de suivi, il faut en
tenir compte dans ’apprentissage des parametres. Il peut étre remarqué que ’algorithme proposé
1 est un peu plus sensible que les autres algorithmes a ce type d’erreurs. La solution proposée 2
est quant a elle & performance constante sans pour autant atteindre ’optimalité qui est dans ce

cas de 0% d’erreurs.

3.5.3 Apprentissage complet des parametres : objets a trajectoires confondues

et gestion de réapparition

La simulation présentée dans cette section tient compte des deux types d’erreurs considérées dans
les sections 3.5.1 et 3.5.2. Elle vise a apprendre finement les parametres des différents algorithmes.
La performance est mesurée ainsi : Taux de fausses décisions = (nombre de fois ou les observations
des objets O1 et O sont confondues + nombre de fois ot les observations des objets existants O
et Oy sont associ€es a de nouveaux objets + nombre de fois ot les observations du nouvel objet O3

sont associées aux prédictions de l'objet O2)/ nombre de décisions totales.
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120001 4 Observation z, de 'objet O 90%- ¥ Denoeux
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(a) Scenario conflictuel avec apparition et disparition (b) Taux de fausses décisions.

d’objets.
FIGURE 3.9: Apprentissage des valeurs optimales des parametres u et +.
Les résultats présentés par la figure 3.9(b) montrent qu’en effet les parametres i, v doivent étre plus

finement appris afin de permettre une meilleure performance pour les algorithmes correspondants.

Certains algorithmes atteignent une performance optimale qui est dans cette simulation a peu pres
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égale a 2%. A noter que la performance optimale dépend des parametres du systeme, notamment

la distance séparant les trajectoires de 'objet O1 et 'objet Oy par exemple.

Discussion des résultats présentés par la figure 3.9(b) : les résultats présentés par la
figure 3.9(b) et illustrés par la figure 3.10 montrent ’apprentissage des parametres p et 7y corre-

spondant au scénario de la figure 3.9(a). Un certain nombre de remarques en découlent :
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FIGURE 3.10: Influence des parametres p, v et A sur les performances des différents algorithmes
(zone rouge : zone défavorable & la méthode proposée 1, zone verte : zone favorable & la méthode
proposée 1).

e la méme variation est adoptée pour le parametre p et le parametre v (A = —log(0.5)/7),
c’est une variation entre 0 et 0.1, c’est la zone ou les algorithmes d’association présentent les

meilleures résultats concernant le systéme de la figure 3.9(a).

e certains algorithmes d’association présentent des performances optimales pour certaines valeurs
de leurs parametres respectifs. C’est le cas notamment de I'algorithme proposé par Denceux
et al, Mercier et al, 'algorithme de Fayad et Hamadeh ainsi que l'algorithme GNN, ces

algorithmes ont une performance quasi-similaire ce qui confirme & nouveau la relation (3.46).

e la solution proposée 1 atteint également une performance optimale et ce pour une variation
du parametre p plus large comparée a la variation de la zone d’optimalité du parametre
~ concernant les autres algorithmes crédaux. A en déduire que la solution proposée 1 est

beaucoup moins sensible a la variation de son parameétre, comme le montre la figure 3.10.
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e on remarque toutefois que la zone de variation des parametres v et u se divise en deux zones
représentées par deux couleurs différentes dans la figure 3.10. Dans la zone rouge ou les
erreurs concernent la gestion de réapparition (voir la figure 3.8), la solution proposée 1 se
trouve étre plus sensible. Un choix hasardeux des parametres p et v dans cette zone pour le
systeme 3.9(a) va en défaveur de la solution proposée 1. Cependant, un choix hasardeux des
parametres u et v dans la zone verte permet a la solution proposée 1 d’étre bien plus robuste

que les autres solutions d’association.

e & remarquer que la solution proposée 2 n’atteint pas la performance optimale mais elle
présente une certaine constance par rapport a la variation du parametre u ce qui peut
étre intéressant dans certaines situations. En l'occurrence, les situations ou 'apprentissage

paramétrique ne peut pas étre effectué.

e la non optimalité de la solution proposée 2 serait due au fait que l'information de base
(distances) est modifiée & un plus haut niveau, notamment au calcul des plausibilités, con-
trairement a la solution proposée 1 ou la solution proposée par Denceux et al qui modifient
directement les distances on les multipliant par les coefficients u et v respectivement. A noter
que les parametres p et v ont une influence linéaire sur les distances de sorte a ce que, si :

distance 1 < distance 2 alors : parameétre X distance 1 < paramétre X distance 2.

Les études relevant du domaine du suivi d’objets ont rarement abordé le type d’erreurs concernant
la réapparition d’objets [16, 23]. Cette situation se trouve étre particuliére et rare dans les systémes
de suivi. De ce fait, la zone rouge illustrée dans la figure 3.10 est susceptible d’étre trés mince,
voir inexistante dans les situations réelles du suivi d’objets et cela va évidemment au profit de
la solution proposée 1. L’utilisation de cette derniere solution est alors recommandée lorsque les

parametres optimaux sont difficiles ou impossibles & définir.

3.5.3.1 Tests de robustesse

Cette section propose un test de robustesse, par rapport aux erreurs de mesure, sur le scénario de
la figure 3.9(a) en utilisant les parametres optimaux appris dans la figure 3.9(b). Les parametres
optimaux sont ceux qui donnent des taux de fausses décisions minimaux. Les résultats du test sont

présentés par la figure 3.11.
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FI1GURE 3.11: Robustesse par rapport aux erreurs de mesure.

Il est & remarquer que 'augmentation des erreurs de mesure, modélisée dans la simulation par
une augmentation de la variance du bruit de mesure, engendre une augmentation dans les taux de
fausses décisions de tous les algorithmes testés, comme le montre la figure 3.11. Il est a remarquer
également que la solution proposée 1 présente une meilleure robustesse, et la solution proposée 2 se
voit moins robuste pour les variances de bruit nominales, ce qui est di au fait que c¢’est une solution
non optimale, mais elle présente une meilleure robustesse pour des variances de bruit extrémes,

trés supérieures aux variances de bruit nominales qui ont aidé a ’apprentissage des parametres.

Afin de confirmer la robustesse par rapport & I’apprentissage paramétrique ainsi qu’aux erreurs de
mesure de la solution proposée 1, un autre test est effectué, il compare la méthode proposée 1 avec
la méthode proposée par Denceux et al. Les résultats obtenus sont portés sur les figures 3.12(a) et

3.12(b) respectivement pour la solution proposée par Denceux et al et la solution proposée 1.

Le taux de fausses décisions moyen présenté par la figure 3.12(b) est inférieur au taux de fausses
décisions moyen présentés par la figure 3.12(a), cela confirme I'avantage de la solution proposée 1

et sa robustesse par rapport a 'apprentissage paramétrique et par rapport aux erreurs de mesure.

La figure 3.13 représente la différence entre le taux de fausses décisions de la méthode proposée 1
et le taux de fausses décisions de la méthode proposée par Denceud et al. Il peut étre remarqué que

ce test confirme les résultats obtenu précédemment, notamment le fait que la méthode proposée
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FIGURE 3.12: Test de robustesse combiné comparant la solution proposée 1 a la solution proposée
par Denceux et al.
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FIicureE 3.13: Différence entre les taux de fausses décisions présentés par les figures 3.12(b)
et 3.12(a) respectivement.

soit moins robuste pour un choix de parametres dans la zone rouge représentée dans la figure 3.10

mais bien plus pour tous les autres choix de parametres.
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3.5.4 Test sur des données de simulation issues de la littérature [24, 25]

Combinés a des algorithmes IMM, trois algorithmes d’association sont testés sur un scénario de
suivi de six trajectoires d’objets manceuvrants. La simulation concerne un scénario de référence
(benchmark) dédié au tests des algorithmes de suivi d’objets. Le scénario est initialement proposé
dans [24, 25] pour essentiellement tester les méthodes du type multi-scan d’ou la simulation de
fausses alarmes. Ces dernieres ne sont pas intégrées dans la simulation réalisée dans cette section
dans la mesure ol les IMMs sont combinés a des méthodes d’association mono-scan. L’intérét est
porté sur la capacité a estimer les trajectoires proposées qui sont illustrées par la figure 3.14(a).
A noter que les trajectoires sont initialement proposées en trois dimensions [24, 25|, dans cette

section nous ne considérons que leur projection sur le plan (z,y).

Objets
* Estimations

20 201 .

Objet 1
Objet 2
-201 ——— Objet 3
Objet 4

= Objet 5
—a0}F Objet 6 40+

L L L L L L L L L L L L L L
20 30 40 50 60 70 80 20 30 40 50 60 70 80
X X

(a) Trajectoires d’objets manceuvrants. (b) Estimation des trajectoires présentées par la fig-
ure 3.14(a).

F1GURE 3.14: Application des méthodes d’association au suivi d’objets manceuvrants.

La figure 3.14(b) montre les trajectoires des six objets ainsi que les trajectoires estimées. Ce
sont les estimations obtenues a ’aide des algorithmes IMMs combinés avec I'un des algorithmes
d’association proposés, l'algorithme proposé par Denceux et al ou l'algorithme GNN avec des
parametres fixés adéquatement pour que les trajectoires puissent étre suivies correctement en pre-

mier temps.

3.5.4.1 Apprentissage des parametres et test de robustesse pour le scénario “bench-

mark”

Afin d’apprendre les parametres optimaux permettant d’assurer un suivi correct des trajectoires,

une simulation faisant varier les parametres u, v est effectuée. Le résultat de I'apprentissage est
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donné par la figure 3.15(b). Il peut y étre remarqué que les parametres optimaux sont les plus
petites valeurs de p et . Il peut étre remarqué également que la méthode proposée 1 est moins
sensible a la variation de son parametre que la solution proposée par Denceux et al et ’algorithme
GNN, ce qui confirme les résultats obtenus dans la section précédente. La solution proposée 2
présente une indifférence par rapport a la variation du parametre u, toutefois, contrairement aux

autres méthodes, elle n’atteint pas I'optimalité.
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F1cURE 3.15: Apprentissage de parametres et test de robustesse correspondant au scénario de la
figure 3.14(a).

En utilisant les parametres optimaux appris dans la figure 3.15(b), un test de robustesse consistant
a faire varier les erreurs de mesure est réalisé. Le résultat obtenu est donné par la figure 3.15(b), il
confirme que dans le cas ou les variances de bruit ne sont pas apprises, la solution proposée 1 est
plus robuste que les solutions optimales GNN et de Denceux et al. La figure confirme également
Paspect non optimale de la solution proposée 2 pour des variances de bruit nominales (proches de
celles qui ont permis apprentissage des parameétres), mais elle présente une meilleure performance

que toutes les autres solutions dans le cas de variances de bruit extrémes non apprises.

3.5.4.2 Test de robustesse sans apprentissage de parameétres

Cette section reprend les parametres appris pour le scénario 3.14(a) dans la figure 3.15(b) et les
utilisent pour réaliser un second test de robustesse sur le scénario donné par la figure 3.16(a) qui
est légerement différent du scénario 3.14(a) de par le nombre d’objets dans la scéne par exemple.

Dans la réalité, le nombre d’objets ne peut pas étre connu a priori.
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FIGURE 3.16: Test sur un scénario dont les parametres ne sont pas appris.

Les résultats donnés par la figure 3.16(b) confirment les conclusions faites par rapport a la ro-
bustesse des deux solutions proposées. Les résultats montrent méme que les algorithmes d’association
perdent leur optimalité méme pour de basses variances de bruit, 1a ou il peut étre remarqué que
la solution proposée 1 présente le meilleur taux de fausses décisions. Cela peut étre un avantage

pour des applications dont I’environnement de suivi est inconnu.

3.5.4.3 Impacts des fausses décisions sur le suivi de trajectoires

Quand les parametres des algorithmes d’association sont optimalement appris, 'Erreur Quadra-
tique Moyenne FQM de la position concernant l’estimation des trajectoires présentées par la
figure 3.14(a) est donnée par la figure 3.17(a) et PEQM sur Pestimation de la vitesse des ob-
jets est donnée par la figure 3.17(b). L’EQM sur lestimation de la position est calculée ainsi :
(Hy & — H, x) x (H, & — H, x) ot x est le vecteur d’état réel et & son estimation avec H,, donnée

par :
1 0 0O

0010

Y
I

L’EQM sur 'estimation de la vitesse est calculée de la méme maniere mais en remplacant la matrice

H,, par la matrice H, :
0100
00 01
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Les algorithmes d’estimation sont simulés d’une maniere indépendante sur 20 réalisations de bruit
de mesure différentes. Les résultats de la figure 3.17 représentent alors une moyenne sur 20 simula-
tions et sur les six trajectoires. Les EQMs présentées par les figures 3.17(a) et 3.17(b) correspondent

a des algorithmes d’association bien calibrés combinés a des algorithmes IMMs.

:
= IMMs + GNN —I‘MMS*—GNN

IMMs + Méthode proposée IMMs + Méthode proposée
— IMMs + Méthode proposée par Denoeux et al | —— IMMs + Méthode proposée par Denoeux et al. |

w
3]

25

w

N
N
3]

T

=
&
T

EQM sur la position (m)
[
= o
T

EQM sur la vitesse (m/s)
N

[N
T

0.5¢

o
4

L A

50 100 150
Temps

o
o
o
=]
=
=y 8
o
=
a
o
o
o

Temps

(a) EQM sur 'estimation de la position. (b) EQM sur lestimation de la vitesse.

FIGURE 3.17: Algorithmes d’association et suivi des trajectoires données par la figure 3.14(a).

Les résultats présentés par la figure 3.17 montrent que les performances des algorithmes sont
équivalentes. Il peut également étre remarqué que 'EQM de position et de vitesse sont plus
importantes lors des manceuvres, ce qui peut surprendre les algorithmes d’association. En effet,
cela peut conduire a une erreur de décision au niveau des algorithmes d’association ainsi a la perte

d’une ou de plusieurs trajectoires suivies comme illustré par la figure 3.18.

Suite a la perte d’une ou de plusieurs trajectoires, I’ EQM de position diverge comme le montre la
figure 3.19(a) : les positions estimées sont loins des trajectoires réelles. Par contre, il peut ne pas
y avoir une grande différence entre les vitesses réelles et les vitesses estimées, comme le montre la

figure 3.19(b) illustrant I’ EQM faite sur l'estimation de la vitesse.

A noter que pour la simulation dont les résultats sont donnés par la figure 3.19, les algorithmes
sont simulés sur la méme réalisation de bruit d’ou la superposition des courbes. L’intérét est de
tester les algorithmes sur exactement le méme scénario tel qu’il est donné par la figure 3.18, avec

les mémes erreurs de mesure (méme réalisation de bruit).

La perte de trajectoires illustrée par la figure 3.18 engendrant les erreurs d’estimation données par
la figure 3.19 est ce qu’il peut étre obtenu lorsque les algorithmes d’association ne sont pas bien

calibrés. Cependant, 1’algorithme d’association proposé 1 est & peu preés 20% moins exposé a ce
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FIGURE 3.18: Estimation des trajectoires données par la figure 3.14(a) (cas d’une mauvaise cali-
bration de parametres).
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FIGURE 3.19: EQM sur I'estimation de trajectoires avec une mauvaise calibration des algorithmes
d’association.

probléme comme le montrent les tests de robustesse donnés par les figures 3.15(b) et 3.16(b). Le
gain est plus important pour la solution proposée 2, mais seulement pour des variances de bruit

extrémes.

Les tests effectués dans cette section justifient la robustesse avérée des solutions proposées. Toute-
fois, il se trouve qu’elles soient moins performantes en terme de capacité calculatoire lorsqu’on les

compare a la solution proposée par Denceux et al et 'algorithme GNN.



Chapitre 3. Algorithmes d’association crédauz 107

3.5.4.4 Comparaison des algorithmes en terme de complexité calculatoire

Cette section donne une idée quant a la complexité calculatoire des algorithmes étudiés dans ce
chapitre. Les temps d’exécution des algorithmes pour des problemes d’association réduits, dont le

nombre d’objets est croissant, sont donnés par la figure 3.20.

3 —
——GNN
—e— Denoeux
Mercier ’
H ]
251 . - Fayad )
Lauffenburger !
- % = Proposition 1 !
ol ]
]
- I}
@ !
2 ’
1.5+ ’
5 '
L ‘
’
1r &’
’
4
4
.
¢
0.5+ 4
4
- 4
-
(- - 5 *
0 **;‘L;*;:_:ﬂ:_;__—;*_-_*-_-*—_dh*—_#.
2 4 6 8 10 12

0
Nombre d'observations (nombre d'objet constant =3)

FIGURE 3.20: Test de complexité calculatoire.

La figure 3.20 montre que l'algorithme GNN et 'algorithme de Denceux et al présentent les temps
de calcul les plus faibles, ils sont négligeables pour les instances présentées. Le temps de calcul
est un peu plus important pour la solution proposée 1. La résolution du probleme d’association a
I'aide de l’algorithme de Munkres, qui est de complexité polynomiale, fait que ces solutions soient
parmi les moins complexes et ont d’appréciables facultés calculatoires. Il peut étre remarqué que
I’algorithme proposé par Fayad et Hamadeh est le plus complexe. Le tableau 3.2 donne une idée
sur la complexité de calcul des algorithmes pour des instances plus grandes que celles considérées

dans la figure 3.20.

Les simulations présentées dans cette section donnent une idée de la complexité calculatoire des
algorithmes étudiés : I'algorithme GNN et I'algorithme de Denceux et al sont les moins complexes
en terme du temps de calcul, ils auraient une complexité qui se réduit a la complexité de I’algorithme
de Munkres qui est de I'ordre O(n3) [130]. En plus de la complexité de résolution & l'aide de

l’algorithme de Munkres, la complexité du GBT s’ajoute pour la solution proposée, elle serait
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TABLEAU 3.2: Temps de calcul en secondes des algorithmes pour des problemes d’association de
dimension n X n.

GNN Denceux et al Proposition Lauffenburger et al Mercier et al Fayad et al
n=4 | 0.039 0.058 0.172 0.114 0.243 0.285
n=7 | 0.041 0.061 0.225 0.175 643.965 683.966
n =10 | 0.047 0.068 0.286 0.604 +2h +2h
n =13 | 0.051 0.070 0.808 4.907 +2h +2h
n =16 | 0.055 0.071 6.863 85.423 +2h +2h
n=19 | 0.05 0.072 58.776 ~ 1h +2h +2h
n =22 | 0.058 0.075 689.101 +2h +2h +2h
n =25 | 0.063 0.076 ~ 1h +2h +2h +2h

polynomiale d’ordre 4 vu le nombre d’opérations & effectuer dans 1’équation (3.37). La complexité
de la solution proposée serait alors de 'ordre O(n*)+O(n?) ~ O(n?). D’apres les résultats obtenus
dans cette section, on pourrait déduire que la complexité de la solution proposée par Lauffenburger
et al soit polynomiale d’ordre supérieur a 4 et que les solutions proposées par Mercier et al et

Fayad et Hamadeh auraient une complexité exponentielle.

3.6 Conclusion

Ce chapitre décrit quelques algorithmes d’association basés sur les fonctions de croyance. Ces
algorithmes accordent, a chaque pas de temps et d’une maniére explicite, une hypothese bien
définie a chaque observation détectée ou objet connu. Ils sont donc mono-scan et déterministes
dont la logique est équivalente a celle de ’algorithme GNN. Une description élaborée des différents
algorithmes est fournie. En plus de la description des algorithmes existants, la description d’une
nouvelle méthode a deux variantes est rajoutée. L’étude de ce chapitre vise, a observer I'influence
des parametres sur les performances des différents algorithmes, ce pour un probleme d’association
mono-capteur. Il a été observé que les parametres des algorithmes sont en relation directe avec
I’apparition de nouveaux objets au cours du suivi. En effet, les parametres des algorithmes aident
a modéliser la distance d’apparition de telle sorte que si une observation donnée est détectée au
dela de cette distance par rapport aux objets existants, elle est considérée comme étant un nouvel
objet. A noter toutefois que la solution proposée par Dallil et al ne dépend pas de parametres,

mais ne gere pas 'apparition d’objets également.

A Vissue de Iétude effectuée dans ce chapitre, deux conclusions importantes peuvent étre faites :
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e les solutions d’associations proposées présentent de meilleures performances quant a leur
application dans des environnements incertains. Notamment le cas ou il est difficile ou im-
possible de calibrer les algorithmes et le cas ou les erreurs de mesure sont supérieures a celles
qui ont aidé a la calibration des algorithmes ce qui peut en réalité correspondre & une calibra-
tion faite a ’aide d’un capteur neuf. Cependant, avec le temps, la fiabilité du capteur diminue
ainsi, a défaut d’en étre robuste a cette situation comme le cas de la solution proposée ou

plus, une nouvelle calibration s’impose.

e comme le montre I’étude de complexité, 'utilisation de la solution proposée pour des appli-
cations en temps réel peut étre compromise par le nombre d’objets dans la sceéne. La solution

est significativement lente lorsque le nombre d’objets suivis dépasse 20.






Chapitre 4

Systemes multi-capteurs pour le suivi

et la classification d’objets

Les travaux présentés dans les chapitres 2 et 3 sont dédiés au suivi et a la classification d’objets
multiples dans un cadre mono-capteur. Peu importe efficacité des algorithmes de suivi et/ou
de classification considérés, la performance de ces derniers reste conditionnée par la fiabilité du
capteur percevant les objets. Une fiabilité parfaite n’étant jamais assurée, il est souvent nécessaire
de recourir & des approches multi-capteurs. Des stratégies de fusions peuvent alors corriger et/ou

compléter les informations des capteurs dont la fiabilité et /ou 1'observabilité sont limitées.

Apres avoir donné un bref apercu des stratégies
multi-capteurs pour le suivi d’objets, ce
chapitre propose deux solutions généralisant
les algorithmes de suivi et de classification Gapteurs
présentés dans le chapitre 2 au cadre multi-

capteurs.

\ /

Centre de fusion

La premiere solution multi-capteurs proposée
est dite centralisée, elle reprend les mémes al-
gorithmes de suivi et de classification d’objets

FiGURE 4.1: TIllustration d’une solution multi-
présentés dans le chapitre 2 dans un contexte capteurs centralisée.

de capteurs non fiables. L’objectif est alors

d’acheminer les classifications locales des capteurs a un centre de fusion en vue de construire

111
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une classification globale de meilleure fiabilité. Les deux types de classifications Bayésienne et
crédale sont considérés et plusieurs regles de fusions sont testées. Cette architecture centralisée
a permis également de tester l'algorithme d’association proposé dans la section 3.3.6 dans un
cadre multi-capteurs. En effet, il est nécessaire que les capteurs aient un consensus sur les objets
suivis pour ainsi fusionner leurs classifications locales. Une illustration simplifiée d’une architecture

multi-capteurs centralisée est donnée par la figure 4.1.

Pour des systémes nécessitant une multitude de capteurs, les approches de fusions centralisées
sont toutefois jugées limitées de par leur non extensibilité [139, 150]. En effet, si on se propose
de surveiller une zone spatialement large, d’autres capteurs doivent étre rajoutés au systeme de
surveillance. Des lors, la communication de ces derniers avec le centre de fusion devient tres
couteuse, voir irréalisable. Il est donc nécessaire de décentraliser le systeme de surveillance en

question.

La seconde partie de ce chapitre propose une

solution de suivi et de classification distribuée,

une solution ou les capteurs n’observent que
partiellement 1’état des objets et n’ont pas a
Capteurs
communiquer avec un quelconque centre de fu-

sion pour construire I'information complete. En

effet, chaque capteur dans cette solution ne

communique qu’avec les autres capteurs qui lui
sont immédiatement voisins. Les communica- FIGURE 4.2: Illustration d’une solution multi-
. ) <o capteurs distribuée.

tions entre capteurs visent a faire propager des

informations incompletes dans le réseau de capteurs et ainsi construire une information complete au
niveau de chaque capteur. Dans la solution proposée dans la section 4.3, cela est rendu possible par
lintégration d’un algorithme de consensus dans les phases de suivi et de classification présentées
dans le chapitre 2. Cette solution ne fait pas intervenir des fonctions de croyance, seule le classi-

fieur Bayésien est considéré. Une illustration simplifiée d’une solution de suivi et de classification

multi-capteurs distribuée est donnée par la figure 4.2.

Le reste de ce chapitre est principalement divisé en quatre sections. La section 4.1 donne un apergu
de la littérature traitant du suivi et de la classification multi-capteurs. La section 4.2 détaille
la solution multi-capteurs centralisée proposée et la section 4.3 présente la solution distribuée

proposée. Quelques conclusions et perspectives sont données dans la section 4.4.
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4.1 Apercu de I’état de P’art concernant le suivi multi-objets et

multi-capteurs

Cette section présente un apercu des techniques multi-capteurs dédiées au suivi et/ou a la classi-
fication d’objets présentées dans la littérature [8, 11, 127, 150]. Principalement, trois catégories

d’approches multi-capteurs peuvent étre distinguées :

e [’approche centralisée : la plupart des approches multi-capteurs dédiées au suivi d’objets
sont centralisées [11, 72, 110, 127], tout comme la solution proposée dans la section 4.2. Les
approches centralisées sont en général limitées a la surveillance de zones peu étendues. La
surveillance de zones étendues nécessite le déploiement de capteurs supplémentaires dont les
communications avec le centre de fusion deviennent couteuses, voir impossibles. De plus le
fonctionnement des approches centralisées dépend du fonctionnement du centre de fusion.

Une panne dans ce dernier engendre une paralysie totale du systeme de survaillance.

e L’approche décentralisée : les approches décentralisées ne dépendent pas de centre de fusion,
chaque capteur représente un centre de fusion. Si un capteur tombe en panne le systeme
de surveillance continue sa fonction avec les capteurs restants. Toutefois, les approches
décentralisées nécessitent des réseaux compleétement connectés : chaque capteur commu-
nique avec tous les autres capteurs du réseau. Par conséquent, ces approches sont également
limitées a la surveillance de zones peu étendues a cause des colts ou lirréalisabilité des
communications entre capteurs. Quelques exemples d’approches décentralisées appliquées au

suivi d’objets peuvent étre trouvées dans [35, 128, 150].

e L’approche distribuée : les approches distribuées sont proposées afin d’éviter les limites des
approches centralisées et décentralisées. Cette solution ne dépend pas de centre de fusion et les
capteurs ne communiquent qu’avec un nombre réduit de capteurs dans le réseau, souvent les
plus proches, ce qui assure une extensibilité du systeme de surveillance. Quelques approches
de fusions distribuées peuvent étre trouvées dans [29, 39, 107, 138, 161]. Peu d’entre elles sont
dédiées au suivi d’objets. Ce chapitre propose une solution basée sur le filtrage de Kalman

distribué dans la section 4.3.

Comme cela est évoqué, la plupart des approches multi-capteurs dédiées au suivi multi-objets sont

centralisées et visent & fusionner les estimations faites par différents capteurs [4, 8, 12-14, 92]. Dans
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le domaine du suivi d’objets, la classification est un probléeme subordonné induit par le probleme
du suivi dans la mesure ou la classification est généralement effectuée a I'aide des données estimées.
Une illustration concernant la fusion des estimations &7 et Zo provenant respectivement de deux

capteurs 1 et 2 tel qu’elle est adoptée dans [8] peut se présenter ainsi :
T =11+ (21 + Z2), (4.1)
avec une erreur d’estimation globale donnée par :
er = ez, +alez + esz,). (4.2)

L’objectif de la fusion étant de choisir le parametre « tel que 'erreur d’estimation globale e; soit

minimale [8, 9]. En terme de variance d’erreur d’estimation, le probléeme de fusion est donné ainsi :
02 = E{e2} = 07 + 2aF{ez,e3,} + 2007 + a*E{(ez,e3,)*} (4.3)
z 1 T1 -T2 1 T1%%2 ’ .
ol
2 2 2 2
oi = E{e, }, 05 = E{ej,}, (4.4)
avec lopérateur E{.} représentant I’espérance mathématique.

Les termes E{ez,ez,} et E{(ez,es,)?} représentent les inter-correlations entre les deux estima-
tions 1 et o des capteurs 1 et 2. Dans le cas ou les estimations sont supposées completement
indépendantes, ce qui revient a négliger les termes (4.4), le parameétre « minimisant l’erreur

d’estimation globale 4.2 peut étre donné ainsi :

2
o
o= 51, (4.5)
o1 + 03
ce qui donne une estimation globale :
2 25 25
. N 09 A . 012 + 0521
T=01+——5@2— 1) = —F5—F5— 4.6
a%—I—ag( ) 0?4023 (46)
et une variance globale :
2 2
oio
ot = 12 (4.7)

7, 3
o + 03
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Le gain ou la perte d’information dans ce processus de fusion dépend de la valeur du rapport
otos
(7%—&-0%

8, 9, 48]. A noter que la supposition concernant I'indépendance des estimations n’est pas
vérifiée dans la mesure ou méme les estimations faites par des capteurs indépendants peuvent
étre dépendantes [17, 127] : méme si le bruit de mesure est indépendant entre les capteurs, le
bruit d’état reste le méme, ce qui fait que les estimations faites par les différents capteurs sont
dépendantes. Une des solutions tenant compte de cette dépendance entre les estimations propose
de réinitialiser a chaque pas de temps les estimations locales des capteurs a ’aides des estimations
globales calculées au niveau du centre de fusion [17]. Cette question de dépendance occupe un
bon nombre de chercheurs en fusion multi-capteurs pour le suivi d’objets [127, 176]. D’autres
recherches dans le domaine s’intéressent a la non synchronisation des estimations provenant des

différents capteurs [117, 190].

Dans ce chapitre, l'intérét principal est porté sur la classification collaborative des objets. La
premiere solution décrite dans la section 4.2, ne fusionne pas les estimations locales des capteurs,
elle propose de fusionner de différentes manieres les classifications locales. La seconde approches
décrites dans la section 4.3 propose de fusionner les observations faites localement au niveau des
capteurs ainsi que leurs classifications locales. Dans la seconde approche dite distribuée, la fusion
se fait au niveau de chaque capteur, ce a ’aide de ’algorithme de consensus qui est un algorithme

de fusion distribué décrit dans la section 4.3.1.2.

4.2 Approche centralisée proposée

La figure 4.3 représente I'organigramme de I’approche de classification multi-capteurs proposée. Les
capteurs étant considérés peu fiables, ils assurent un suivi et une classification locale d’un certain
nombre d’objets. La solution propose de fusionner les classifications locales des objets qui sont
communément suivis afin d’avoir une classification globale de meilleure qualité. Le consensus sur
les objets suivis est assuré par une étape d’association appelée également track-to-track assignment

utilisant ’algorithme proposé dans la section 3.3.6 du chapitre 3.

4.2.1 Suivi local au niveau des capteurs

Chaque capteur exécute 'algorithme 2.1, décrit dans le chapitre 2, afin d’assurer le suivi de plusieurs

objets a la fois. A chaque pas de temps k, chaque capteur s € {1,2,...,S} fournit un rapport
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Environnement des objets

Capteur 1 Capteur 2 Capteur S

l l |

Suivi local Suivi local Suivi local

N

Association : track-to-track

Classification locale Classification locale Classification locale

Classification globale

FIGURE 4.3: Organigramme de la solution multi-capteurs centralisée proposée.

A

Xs = {&1, 22, ..., &y, } contenant les estimations des ns objets suivis par le capteur s en ayant percu

l’ensemble des observations noté par : Zs; = {z1, 22, ..., Zm, }, comme illustré par la figure 4.3.

4.2.2 Classification locale au niveau des capteurs

Pour un objectif de comparaison, les deux types de classifieurs présentés dans le chapitre 2 sont

exécutés au niveau de chaque capteur.

Dans le cas de la classification Bayésienne, chaque capteur s fournit un rapport noté C'Lg contenant
ng distributions de probabilités CLs = {P(O1]cj), ..., P(On,|cj)} concernant les classifications des

ng objets suivis O; parmi les nc classes définies ¢; € C ol C' représente ’ensemble des classes.

Dans le cas de la classification crédale utilisant I’algorithme 2.3.2.2, chaque capteur s fournit un
rapport de classifications locales noté CLs = {m(0O1|A),...,m(O, |A)} contenant ns fonctions de

masse concernant la classification des ng objets suivis O; parmi les nc classes définies, avec A C C.

4.2.3 Application de P’algorithme proposé 1 pour ’association multi-capteurs

(track-to-track)

Cette section montre 'intérét d’utiliser une solution crédale dans le cadre de 1’association multi-

capteurs. Elle décrit la maniere dont les informations de base (les distances entre les objets) sont
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utilisées et la maniere dont une information additionnelle (les classes des objets) peut étre intégrée
sachant que la technique est initialement présentée dans [57]. Un résultat de simulation est par
ailleurs présenté afin d’illustrer I’avantage de pouvoir résoudre le probleme d’association a l’aide

de plusieurs informations.

4.2.3.1 Association multi-capteurs : utilisation des distances (information de base)

L’étape d’association entre les estimations faites par les capteurs est nécessaire, elle permet de
reconnaitre les objets qui sont communément suivis par les différents capteurs afin de fusionner

leurs classifications locales comme illustré par la figure 4.3.

L’étape d’association track-to-track qui est usuellement effectuée a 'aide de 1’algorithme GNN [23]

ou la matrice des distances entre objets estimés par deux capteurs ¢ et j peut étre calculée ainsi :

Diy(k) = (Zip(klk = 1) = &ju(k[k = 1)) (Pie(k[k = 1)

(4.8)
+Pji(klk — 1)) (& 0(k|k — 1) — 5, (k|k — 1)),

ou Dy représente la distance de Mahalanobis entre le vecteur d’état Z;.(k|k — 1) de I'objet Oy
estimé par le capteur i et le vecteur d’état z;;(k|k —1)) de 'objet O; estimé par le capteur j. Dans
l’algorithme GNN, la matrice des distances est résolue a ’aide de 'algorithme de Munkres. Les
distances peuvent également étre transformées en vraisemblances et le probleme peut alors étre
résolu a 'aide de la solution d’association proposée dans la section 3.3.6 du chapitre 3. L’utilisation
de cette derniere est recommandée dans la mesure ot elle se trouve étre moins sensible a la définition
des parametres et plus robuste par rapport aux erreurs d’estimation. En plus de cette avantage, la
méthode proposée permet d’intégrer des informations additionnelles afin d’améliorer la performance

d’association comme étudié dans [57].

4.2.3.2 Association multi-capteurs : intégration de I’information concernant les classes

des objets (information additionnelle)

Dans le cas de l'architecture proposée dans cette section, la situation est justement favorable
a lintegration de l'information concernant les classes des objets dans la phase d’association.

L’intégration de cette information peut se faire de la maniére suivante :
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e supposons que m;; soit la fonction de masse concernant 1’association de 1'objet O; estimé par
le capteur i. Elle est calculée a 'aide de I’équation (3.37) et exprimée sur ’ensemble O; des

objets estimés par le capteur j.

e supposons que mft et mfl soient deux fonctions de masse provenant des deux capteurs i et
J, concernant la classification des objets O; et O; respectivement. Elles sont exprimées sur
I’ensemble des classes C' et calculées comme expliqué dans la section 2.3.2.2 du chapitre 2. La
combinaison conjonctive selon I’équation (2.4) du chapitre 2 donne un poids k£ = m(() ~ 0 si

les objets Oy et O; sont de la méme classe, autrement x = m(() > 0.

Q

e une fonction de masse m** se pronongant sur l’ensemble {2 = {0, 1} peut alors étre construite

a l'aide du poids & :

m?l({()}) = K poids réfutant I’association de ¢ a [, (4.9)
m&({o, 1}) = 1—k ignorance concernant I’association de ¢ a [.

Les deux équations dans (4.9) signifient que le poids & est utilisé pour réfuter I’association de

I’objet Oy estimé par le capteur ¢ et 'objet O; estimé par le capteur j parce qui’ils seraient de

classes différentes selon la valeur du poids k. La fonction de masse mgl est ensuite étendue

a 'ensemble OF de sorte que le poids sur 'élément {0} soit affecté & 'ensemble OF — {O;} et

le poids sur 'ensemble {0, 1} soit affecté a I’ensemble O.

le résultat est une fonction de masse qui peut étre notée : “m; ; et qui s’exprime sur I’ensemble

0;.

e au final les deux fonctions de masse m;; et “m;; qui s’expriment sur le méme ensemble
O;-‘ peuvent étre combinées conjonctivement. L’opération peut étre répétées pour tous les
objets O; € Oj estimés par le capteur i. Une fois que toutes les fonctions de masse sont
calculées et combinées, elles sont utilisées dans le processus de prise de décision de la solution

d’association proposée 1 (voir la section 3.3.6 du chapitre 3).

La stratégie décrite ci-haut concernant l'intégration des résultats de classifications des objets dans
le probleme d’association est proposée dans [57], elle peut étre appliquée & toute autre information

qui est en mesure d’étre exprimée par une fonction de masse portant sur le méme ensemble d’objets.



Chapitre 4. Systémes multi-capteurs pour le suivi et la classification d’objets 119

4.2.3.3 Association multi-capteurs : résultat de simulation (avec/sans information

additionnelle)

La figure 4.4(a) présente un exemple simplifié qui consiste a associer les estimations de deux objets
qui sont communément suivis par deux capteurs. Les estimations du capteur 1 sont représentées
par des étoiles et des carrées bleus et les estimations du capteur 2 sont représentées par des étoiles

et des carrés verts dans la figure 4.4(a).

T T T T T T e 15%
A
150+ 1
03
A% 2
140 e o 1 '%
m 2
I & * $ 10%
130 * 1 @
D;f ]
7 3
> 120F * & ] &
g °
W :
P 3
110F @ * —— - 3 = 5%
i Trajectoire de I'objet 1
o ”'“F Trajectoire de I'objet 2 e — GNN
100, sifex %  Estimation de I'objet 1 par le capteur 1 R = Denoeux et al. (mono-information)
a Estimation de I'objet 2 par le capteur 1 R4 = = = Denoeux et al. (multi-informations)
90' i O Estimation de I'objet 1 par le capteur 2 . Proposition 1 (mono-information)
Estimation de I'objet 2 par le capteur 2 ,' Proposition 1 (multi-i i
. . . 0 . . . . n T T T
100 110 120 130 140 150 160 0 0.2 0.3 04 0.5 0.6 0.7 0.8 0.9 1
X Variance de l'erreur d'estimation
(a) Scénario de deux trajectoires confondues avec (b) Taux de fausses décision avec et sans information

leurs estimations faites par deux capteurs différents. additionnelle.

FIGURE 4.4: Taux de fausses décisions obtenus pour des associations mono-information et multi-
informations.

Les résultats portés sur la figure 4.4(b) montrent que la solution proposée 1 et la solution proposée
par Denceux et al voient leurs taux de fausses décisions diminuer lorsque les informations concernant
les classes des objets sont intégrées dans le probleme d’association. D’un autre coté le taux de
fausses décisions reste inchangé pour ’algorithme GNN dans la mesure ou ce dernier ne présente

aucune stratégie permettant d’intégrer 'information concernant les classes des objets.

Une fois que le consensus est atteint par rapport aux objets qui sont communément suivis par les

différents capteurs, leurs classifications locales sont combinées au niveau du centre de fusion.

4.2.4 Classification globale (fusion Bayésienne)

Différentes régles de fusion Bayésienne sont répertoriées et comparées dans [27, 119]. Cette section
reprend quelques-unes de ces regles, notamment la regle de fusion conjonctive et d’autres regles

basées sur les opérateurs min, max, moyenne et autres. Les régles de fusion sont testées dans
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un cadre de classification collaborative de cibles aériennes dont les classes sont imbriquées (voir

Papplication 1 dans la section 2.4 du chapitre 2).

4.2.4.1 Fusion conjonctive Bayésienne

La combinaison conjonctive de deux distributions de probabilités P et P» issues de deux capteurs

1 et 2 supposés indépendants, est donnée par :

P1(Oilcj) P2(Oilcj)
>eec Pi(Oiler) P (Oiler)’

Pin2(Oilej) = (4.10)
ol Pin2(0Oj|cj) représente la probabilité que 'objet O; soit de classe ¢;j, obtenue a l'issue de la

combinaison.

4.2.4.2 Autres régles de fusions Bayésiennes

Les distributions de probabilités locales peuvent également étre combinées a 1’aide d’autres opérateurs
de combinaison [27] :

P15(0ilej) = W (P1(0s]cs), P2(Oiley)), (4.11)

ou U peut représenter les opérateurs : moyenne, minimum, maximum ou autres [27]. A noter que

la combinaison disjonctive crédale n’a pas d’équivalent dans le cadre Bayésien [27].

4.2.5 Classification globale (fusion crédale)

Deux regles de fusions crédales sont testées, il s’agit de la regle de combinaison conjonctive décrite
par I’équation (2.4) du chapitre 2 et la regle de fusion disjonctive décrite par ’équation (2.6).
Généralement la combinaison conjonctive est utilisée dans le cas ou les sources d’informations sont
supposées indépendantes et fiables. La combinaison disjonctive est généralement utilisée dans le

cas ou les sources sont supposées indépendantes et au moins une d’elles est fiable [174].

A noter que la classification globale, dans la solution proposée, n’est effectuée que pour les objets
O; qui sont suivis par plus d’un seul capteur. Pour les objets qui ne sont suivis que par un seul
capteur par exemple, leurs classifications locales sont conservées. Cela est valable pour les deux

types de classifieurs : Bayésien et crédal.
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4.2.6 Simulation et résultats

Cette section s’intéresse a I’exemple de classification de cibles aériennes présenté dans la section 2.4
du chapitre 2. Le suivi et la classification des cibles aériennes sont effectués par un ensemble de
capteurs peu fiables, ce qui est modélisé par des bruits de mesure extrémes. L’objectif est de
fusionner leurs classifications locales en vue d’aboutir a une classification globale de meilleure
qualité. Par souci de simplicité, on ne s’intéresse qu’a la fusion de données provenant de deux

capteurs comme illustré par la figure 4.5.

Capteur 1 Classification locale]

[Association . track-to-track

~

Capteur 2 ————f Suivi local ——— Classification locale

FIGURE 4.5: Organigramme de la solution proposée réduite au cas de deux capteurs.

4.2.7 Résultats de classification locale

La figure 4.6 montre les trajectoires de trois objets aériens suivis par deux capteurs. Les objets
évoluent selon les modeles décrits dans la section 2.4 du chapitre 2. Ils peuvent étre classés dans
lensemble de classes C' = {avion de ligne, bombardier, avion de chasse} selon leurs capacités de
manceuvre. Dans ce qui suit, on ne s’intéresse qu’aux résultats de classification de I'objet 2 qui
évolue principalement en vitesse constante et effectue deux manceuvres : une premiere manceuvre
d’accélération moyenne et une seconde manceuvre d’accélération forte. La classification attendue
de 'objet 2 est : un doute entre les trois classes avant la manoceuvre moyenne, un doute entre la
deuxieme et la troisieme classes avant la seconde manceuvre forte et une classification finale comme

étant un avion de chasse apres la manceuvre forte.

La figure 4.7 présente les résultats de classification obtenus par un capteur fiable. Les résultats sont
analysés dans la section 2.4 du chapitre 2. Dans cette section on s’intéresse au cas ou le capteur
est peu fiable (les capteurs sont peu fiables). La non fiabilité des capteurs est simulée par un bruit

de mesure de grande variance dans 1’équation (2.20) du chapitre 2.
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FIGURE 4.6: Scénario de 3 objets manoceuvrants observés par deux capteurs peu fiables.
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FI1GURE 4.7: Résultats de classifications de I'objet 2 obtenus par un seul capteur fiable.

La figure 4.8 montre que les erreurs de mesure engendrent la détérioration des résultats de classi-
fication. Il peut étre remarqué que les probabilités des classes divergent d’avantage du résultat de
classification attendu, qui est par exemple un doute parfait entre les trois classes dans la premiere
phase du mouvement. Les classifieurs sont induits en erreur a cause des importantes erreurs de
mesure qui sont considérées comme étant des manceuvres, ce qui peut conduire a des erreurs de

décision.

La divergence dans la classification locale est mesurée pour plusieurs niveaux d’incertitude. Elle
correspond a I’Erreur Quadratique Moyenne de classification calculée par : EQM = (BétP —
BetP)/(BetP — BetP) dans le cas de la classification crédale ot Bet P représente la distribution de

probabilités pignistiques attendue et BetP représente la distribution de probabilités pignistiques
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FIGURE 4.8: Résultats de classification de I'objet 2 obtenus par un seul capteur non fiable.

calculée par le classifieur crédal. La méme quantité est calculée par : EQM = (P — P) (P — P)
pour le cas de la classification Bayésienne ou P représente la distribution de probabilités attendue
et P représente la distribution de probabilités calculée par le classifieur Bayésien. L'EQM de
classifications correspondant au données d’un seul capteur pour différents niveaux d’incertitude est

présentée par la figure 4.9.

—— Capteur 1 Classification crédale
—O— Capteur 2 Classification crédale
0.6 Capteur 1 Classification Bayésienne =
= B - Capteur 2 Classification Bayésienne

B2

Erreur Quadratique Moyenne (classifications locales)

0 . . . . . . . )
0.2 0.4 0.6 0.8 1 1.2 1.4 1.6 1.8

Variance du bruit de mesure

FiGURE 4.9: Classifications locales Bayésienne et crédale pour différents niveaux de fiabilité de
capteur.

Le résultat présenté par la figure 4.9 confirme 'avantage de la classification crédale par rapport a
la classification Bayésienne. Une saturation de performances est également remarquable pour un
bruit de mesure important. Sachant que ces résultats sont obtenus au niveau locale, la classification

vise a les améliorer en adoptant une loi de fusion adéquate.
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4.2.8 Résultats de classification globale

Cette section s’intéresse a la fusion des classifications locales. La figure 4.10(a) présente ’ensemble
des résultats de classifications Bayésiennes obtenus localement par les deux capteurs 1 et 2 ainsi
que les résultats globaux obtenus a l'issue de la fusion conjonctive (voir 1’équation (4.10)) et a
laide des opérations : moyenne, min et max (voir I’équation (4.10)). Il peut étre remarqué que le

meilleur résultat de classification Bayésienne est obtenu a 1’aide de I'opérateur max.
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FIGURE 4.10: Résultats de classifications Bayésiennes et crédales pour différents niveaux de fia-
bilité de capteurs.

Concernant les résultats de la classification crédale, il peut étre constaté par la figure 4.10(b) que
la fusion disjonctive fournit le meilleur résultat de classification comparé aux résultats obtenus
localement par les capteurs et au résultat obtenu a ’aide de la fusion conjonctive. Compte tenu

de 'aspect ambigu de la classification considérée, ces résultats peuvent étre expliqués ainsi :

e [’aspect engagé de la fusion conjonctive est inadapté au probléme de classification considéré
ou le doute est souvent préférable. En effet, si on considére par exemple une distribution
de croyance : mj({c2,c3}) = 0.4 et my({c1,c2,c3}) = 0.6 fournie par le capteur 1 et une
distribution : ma({c2,c3}) = 0.5 et ma({c1, c2, c3}) = 0.5 fournie par le capteur 2, le résultat
de la fusion conjonctive est : mi@2({c2,c3}) = 0.7 et mi@2({c1, c2,c3}) = 0.3, cela montre
que l'ensemble spécifique {ca,c3} est favorisé par rapport au doute or dans 'exemple de
classification considéré, comme le montre la figure 4.8(b), I'engagement sur les ensembles
spécifiques dans des phases ou on est censé avoir un doute parfait, est causé par les erreurs

dont on souhaite minimiser 1’effet.
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e D’une autre part, la fusion disjonctive des fonctions de masse provenant des capteurs 1 et
2 donne : mig2({c2,c3}) = 0.2 et myga({ci,c2,c3}) = 0.8 ce qui montre que le doute
{c1,c2,c3} est largement favorisé par rapport a I'ensemble spécifique {c2, c3} ce qui explique
I’aspect prudent de la fusion disjonctive assurant le meilleur résultat dans le cadre de la classi-
fication considérée. A noter que d’autres regles de fusion peuvent également étre considérées,

notamment les régles de fusion conjonctives prudentes [55, 59, 95].

©
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FI1GURE 4.11: Comparaison entre les meilleures classifications globales Bayésienne et crédale.

La figure 4.11 reprend le meilleur résultat Bayésien obtenu a l'aide de l'opération max sur les
classifications locales, et le meilleur résultat crédal obtenu & 'aide de la fusion disjonctive des
classifications locales. Cette figure confirme ’avantage de la classification crédale par rapport a
la classification Bayésienne dans le cas du probleme de classification considéré, y compris dans le

cadre de la fusion multi-capteurs.

4.3 Approche distribuée proposée

Cette section propose une solution de suivi et de classification multi-objets, multi-capteurs dite
distribuée. La solution concerne des capteurs ayant de différents points de vues sur un ensemble
d’objets, cela peut étre le cas par exemple d’une scéne surveillée par plusieurs caméras posées a des
angles différents et ayant une observabilité partielle de ’état des objets. L’idée de la solution est
de construire au niveau de chaque capteur 'information compléete concernant I’état et les classes

des objets. Les capteurs sont supposés pouvoir communiquer entre eux, ils sont considérés comme
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étant des noeuds dans un graphe ou les arcs représentent les communications entre les capteurs.
La contribution de la solution consiste en I'insertion d’un algorithme de consensus dans les phases
de suivi et de classification des objets comme illustré par la figure 4.12. L’algorithme de consensus
permet de calculer la valeur moyenne des données en entrée en un certain nombre d’itérations
ou ces derniéres représentent les échanges d’informations dans le réseau de capteurs [51, 76]. La
particularité de la solution proposée dans ce chapitre est I'utilisation d’un algorithme de consensus
pouvant calculer la valeur moyenne en un temps fini [98, 99] contrairement a d’autres travaux qui
utilisent un algorithme de consensus dont le calcul de la moyenne est asymptotique [36, 140, 142].
A notre connaissance la technique de consensus est peu utilisée pour le suivi d’objets [39, 141, 161]

et moins pour la classification d’objets.

Suivi local [Classiﬁcation locale]
Suivi local i Classification locach

FIGURE 4.12: Organigramme de la solution distribuée proposée réduite au cas de deux capteurs.

Dans ce qui suit, une description succincte de l'algorithme de consensus asymptotique et de
I’algorithme de consensus en temps fini est donnée. Ensuite, les solutions de suivi et de classi-
fication distribuées sont présentées ainsi que les résultats de leur application a la reconnaissance

des comportements de véhicules sur une autoroute.

4.3.1 Algorithme de consensus

L’algorithme de consensus est une solution distribuée qui calcule la valeur moyenne de données en
entrée provenant d’'un ensemble de capteurs connectés en réseau. L’algorithme est embarqué avec
chaque capteur, ce qui permet de s’en passer du centre de fusion et ainsi assurer I'extensibilité du
systeme. L’aggregation des données au niveau des capteurs se fait a travers quelques itérations,
ce qui correspond aux échanges de données dans le réseau. La moyenne est calculée au fur et a
mesure que les données parviennent aux capteurs ce qui évite leur sauvegarde ainsi épargner la
mémoire des capteurs. Dans ce qui suit, deux types d’algorithmes de consensus sont brievement

décrits : I'algorithme de consensus asymptotique et I’algorithme de consensus en temps fini.
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4.3.1.1 Algorithme de consensus asymptotique

L’objectif de ’algorithme de consensus est de calculer une valeur moyenne tel qu’il est illustré par

I'équation (4.12).

S
ave(y(0)) = 5 > ui0) (412
s=1

W

ou "ave” symbolise la fonction qui calcule la valeur moyenne des données en entrée y,(0) avec s =
1,..., S ou S représente le nombre de sources (de capteurs). La valeur moyenne dans I’équation (4.12)

peut étre calculée d’une maniere distribuée en utilisant ’équation recursive suivante :
y(t+1) = Py(t), (4.13)

ol ¢ représente les itérations de Dalgorithme, y(t) = [y1(t) ya(t) ... ys(t)] et P représente une

S
matrice de transition double stochastique de dimension (S x S) tel que : (P; > 0, Y P; =
=1

)

S
1, > P;; =1,). La matrice P est compatible avec le graphe de communication ce qui signifie que
j=1
: P;j > 0 sile noeud 7 est connecté au neeud j, F; ; = 0 sinon. La matrice P est constante lorsque
le graphe de communication est fixe dans le temps, elle satisfait la condition suivante dans le cas

du consensus asymptotique [76, 140] :

t—o0

1
lim P = <11, (4.14)

ot 11 représente une matrice unitaire de dimension (S x S). Des méthodes permettant de

paramétrer la matrice P peuvent étre trouvées dans [51].

4.3.1.2 Algorithme de consensus en temps fini

L’algorithme de consensus en temps fini présenté dans [98, 99] calcule la valeur moyenne (4.12) en un
nombre fini d’itérations. Au lieu d’utiliser une seule matrice de transition P dans I’équation (4.13)
Palgorithme utilise un ensemble de matrices Q(t), une matrice pour chaque itération ¢t = 1,..., L
ou L représente le nombre de valeurs propres distinctes de la matrice Laplacienne du graphe de

communication.

1
[[ew =511 (4.15)
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L’équation (4.15) pose la condition concernant les matrices Q(¢) : leur produit est censé calculer la
valeur moyenne exacte au bout de L itérations. Les matrices Q(t) sont compatibles avec le graphe

de communication, plus d’informations quant a leur calcul peuvent étre trouvées dans [98, 99].

Algorithme de consensus asymptotique vs algorithme de consensus en temps fini : ce
paragraphe vise & comparer ’algorithme de consensus asymptotique et 'algorithme de consensus

en temps fini sur un exemple simplifié de graphe de communication représenté par la figure 4.13.

N

FIGURE 4.13: Exemple simplifié de graphe de communication.

On s’intéresse au calcul de la valeur moyenne des éléments d’un vecteur y(0) = [1 2 3 4 5] ou chaque
élément provient d’un nceud distinct du graphe 4.13. La matrice P et la matrice Laplacienne Lp

compatibles avec le graphe 4.13 sont :

05 025 O 0 025 2 -1 0 0 -1

025 05 025 O 0 -1 2 -1 0 0

P=| 0 020 05 025 0 |, Lp=] 0 -1 2 -1 0
0 0 025 05 025 o o0 -1 2 -1

025 0 0 025 05 -1 0 0 -1 2

Le calcul de la valeur moyenne a travers les itérations de l'algorithme de consensus asymptotique
est illustré par la figure 4.14(a) et son calcul a I'aide de I’algorithme de consensus en temps fini est

illustré par la figure 4.14(b).

Il peut étre remarqué sur la figure 4.14 que I'algorithme de consensus en temps fini calcule la valeur
moyenne du vecteur y(0) = [1 2 3 4 5] en 2 itérations tandis qu’une valeur moyenne acceptable n’est
atteinte qu’apres environ 8 itérations pour ’algorithme asymptotique. De plus, ce dernier nécessite
de fixer un critére d’arrét dont dépend la finesse de la valeur moyenne calculée. Dans le cadre du
suivi d’objets, cela se répercute sur la qualité d’estimation des trajectoires (voir 'algorithme 4.2).

Quelques solutions de suivi d’objets basées sur ’algorithme de consensus asymptotique peuvent
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Données en entrée
Données en entrée

0.5¢
ol ‘ ‘ ‘ ‘ ‘ ‘ o ‘ ‘ ‘ ‘ ‘
2 4 6 8 10 12 14 1 15 2 25 3 35 4
Itérations Itérations
(a) Calcul de la valeur moyenne a l’aide du consensus (b) Calcul de la valeur moyenne & l’aide du consensus
asymptotique. en temps fini.

FIGURE 4.14: Consensus asymptotique vs consensus en temps fini pour le calcul d’une valeur
moyenne simplifiée.

étre trouvées dans [39, 141, 161]. A notre connaissance 1'algorithme de consensus en temps fini n’a

pas été appliqué au suivi d’objets si ce n’est dans [89)].

4.3.2 Suivi distribué basé sur ’algorithme de consensus en temps fini

Tout comme dans la section 2.3.1 du chapitre 2, le modele d’évolution des objets (véhicules) est

un modele de Markov a sauts. Le modele d’état est le modele d’observation sont ainsi rappelés :
z(k) = Fx(k — 1) + Gup, (k) + w(k — 1), (4.16)

ol Uy, est une entrée déterministe et les modes m; € {my, ma, ...,mps} représentent les différentes

manceuvres sur la plan (z,vy).

Le modele d’observation d’un capteur s est donné par :
zs(k) = Hsx(k) 4+ vs(k), (4.17)

ou Hy représente la matrice d’observation et vy(k) le bruit de mesure qui est supposé Gaussien avec
une matrice de covariance R. L’indice s mentionne que ce sont des grandeurs locales, propres au

capteur s € {1,...,S} ou S représente le nombre de capteurs.
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L’application de la solution distribuée nécessite une indépendance des observations faites par les

capteurs.

4.3.2.1 Indépendance des observations locales

L’indépendance des observations est exprimée par les équivalences suivantes concernant les vecteurs

d’observations :

z(k) = [#1(k) zo(k) ... zg(k)] , (4.18)

les bruits de capteurs :

v(k) = [vy (k) va(k) ... vg(k)], (4.19)

les matrices de covariances correspondantes :
R=[R; Ry ... Rg], (4.20)

et finalement les matrices d’observations qui sont supposées complémentaires :

H=[H, Hy .. Hyg|. (4.21)

Les parametres : z(k), v(k), R, H correspondent a un modele d’observation global qu’aurait eu
un capteur imaginaire pouvant centraliser toute l'information. Les suppositions concernant les

modeles d’observation locaux permettent de poser I’équivalence suivante [139] :

S
H'R'H =Y H,R;'H,
e (4.22)
H R '2(k) =Y. H,R; 2,(k)
s=1

L’équivalence exprimée par (4.22) est nécessaire & la mise a jour des filtres de Kalman assurant le
suivi des objets. Ces derniers sont appelés : Filtres de Kalman Distribués FKD dans [139] lorsqu’ils

sont combinés a des algorithmes de consensus.

Le suivi au niveau des capteurs illustré par I’étape ”suivi local” dans la figure 4.12 est effectué en

plusieurs étapes qui sont a leur tour illustrées par la figure 4.15 et résumées dans ce qui suivi.
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Prédiction des objets (Multi-IMMs)

Association des observations au objets
+

Echange de prédictions

Association des prédictions :

+

¥

+

track-to-track

Agrégation des observations (consensus)

+

Mise & jour des objets (Multi-IMMs)

FIGURE 4.15: Etapes principales de I’algorithme de suivi distribué.

4.3.2.2 Phase de prédiction

La phase de prédiction est détaillée dans I'algorithme 4.1.

Initialisation :

Pour chaque capteur se{1,2,..,5}

Pour chaque objet te{l,2,..,ns}

Pour chaque mode d’évolution ie{1,2,..,M}

Vecteurs états a k — 1 : &t (k- 1)

Matrices de covariances a k — 1 : PS’ J(k—=1)

Probabilités des modes prédites : g ,(k|k — 1)

Prédiction :

Pour chaque capteur sef{l,2,...,S5}

Pour chaque objet te{l,2,...,ns}

Pour chaque mode d’évolution ie{l,2,.., M}

Prédiction des estimations : &, (k|k — 1) Fzt ,(k—1)+ Gu(m
Prédiction des covariances : Psit(k\k; -1)=F g( - 1DF' +Q(k—
Observation prédite : Zy¢(klk — 1) = Hydy 4(k|k — 1)

Covariance de I'observation : Sz (klk —1) = H P, (klk — 1)H{ + Ry
Quantités globales :

Pour chaque capteur sef{l,2,..,5}

Pour chaque objet te {1,27 vy Mg}

Vecteurs d’état globaux : Tt (k|k — 1) = ZZ 1 us (k| — D)2t (k|k — 1)
Covariances d’état : P (klk—1) = Z 7 (k|k = 1)PL(klk —1)
Observations globales : Zst(klk—1) = Zl 1 ,us J(k|k — 1)z (klk — 1)
Covariances des observations : Ssi(klk—1) = Zl LI (k|E = 1)SE, (klk —1)

TABLEAU 4.1: Phase de prédiction de I'algorithme de suivi distribué.

Avant la réception des observations z,;(k) au pas de temps k, chaque capteur aura prédit les

observations Zs; des objets connus avec [ € {1,...

,mst et t € {1,..,

ns} ol ms est le nombre

d’observations réelles détectées par le capteur s et ns le nombre d’observations prédites par le
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méme capteur. Les observations réelles sont associées aux observations prédites a l'aide du GNN

ou un algorithme d’association parmi ceux présentés dans le chapitre 3.

N

A Tissue de la phase d’association, chaque capteur s est en mesure de fournir les données suivantes :

e L’ensemble des vecteurs d’état prédits : Xy (k|k—1) = {&1(k|k—1), 52(k|k—1), ..., Zq.n. (k|-

1)}.

e L’ensemble des matrices de covariances prédites : Ps(k|k — 1) = {Ps1(k|k — 1), Ps2(k|k —
1), ..., Py, (klk —1)}.

e Les indices de détections : rg(k) = {rs1(k),rs2(k),...,rin,(k)}, ot rs (k) = 1 si 'objet ¢ est

détecté par le capteur s a U'instant k, 75¢(k) = 0 sinon.

e Les informations sur les observations locales : vg(k) = {vl(k),v2(k),...,v%(k)}, vs(k) =

{wl(k),v2(k),...,u(k)} qui sont calculées par :
vi(k) = 1o (k) (H RV H), (4.23)

vl(k) = 7t (k) (H, Ry 25 1(K)). (4.24)

Une fois toutes les quantités locales sont calculées au niveau des capteurs, elles sont communiquées
aux autres capteurs. Cette phase de communication s’effectue en deux étapes principales : échange

et arrangement des prédictions et agrégation des observations locales.

4.3.2.3 Echange et arrangement des prédictions

Cette étape vise a ordonner les objets suivis de la méme maniere au niveau de tous les capteurs. Elle
nécessite la communication et la sauvegarde des données : ’ensemble des prédictions Xl(k]k - 1),
Pensemble des covariances correspondantes P;(k|k—1) ainsi que I’ensemble des indices de détections
rs(k). L’execution de I'un des algorithmes d’association décrit dans la chapitre 3 permet d’ordonner
les objets de la méme maniere au niveau de tous les capteurs. Toutefois, I’algorithme d’association
doit étre exécuté pour chaque paire de données provenant de deux capteurs. Cette étape est
la plus fastidieuse de l'algorithme de suivi distribué. La complexité n’est pas étudiée dans ce

chapitre, I'intérét est porté sur 'apport de la solution globale en terme de suivi et de classification
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collaboratifs. A noter qu’a l'issue de cette opération tous les capteurs connaissent le méme nombre

d’objets n qu’il soient communément détectés, partiellement détectés ou non détectés.

4.3.2.4 Agrégation des observations locales

Cette étape vise a calculer des observations globales selon 1’équivalence (4.22). La sauvegarde des
observations locales au niveau des capteurs n’est pas nécessaire, ces dernieres sont agrégées au fur
et a mesure qu’elles sont propagées dans le réseau de capteurs grace a ’algorithme de consensus
en temps fini présenté dans la section 4.3.1.2. Les calculs effectués par 1'algorithme de consensus

sont donnés par :

Vi(k) = Nbtave({v!(k)}NY), (4.25)
o' (k) = Nb‘ave({v(k)} 1), (4.26)
S
ot Nbt = 3 ri(k) représente le nombre de capteurs ayant détecté 'objet ¢ & I'instant k.
s=1

En utilisant les quantités globales calculées dans les équations (4.25) et (4.26), la mise & jour
complete de ’état des objets peut étre effectuée, cela passe par la mise a jour des filtres de Kalman

au niveau des IMMs.

4.3.2.5 Mise a jour de I’état des objets

La mise a jour de I’état des objets est effectuée selon ’algorithme 4.2.

Il peut étre remarqué que les équations des filtres de Kalman utilisées dans ’algorithme 4.2 sont
différentes de celles utilisées dans 1’algorithme 2.1 du chapitre 2. Elles correspondent aux filtres
de Kalman dits informationnels utilisés dans [140]. A T'aide de P'algorithme de consensus, chaque
capteur centralise toute I'information concernant 1’état des objets suivis, détectés ou non détectés.
Comme dans la solution 2.1 du chapitre 2 la gestion des apparitions et des disparitions d’objets

est gérée par les fonctions score.
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Données nécessaires :

Pour chaque capteur se€{1,2,..,5}
Pour chaque objet te{l,2,..,n}
Pour chaque mode d’évolution ie{l,2,..,M}
Vecteurs d’état prédits : zt,(klk—1)
Matrices de covariances prédites : P, (klk—1)

Quantités globales : vt v

Probabilités des modes (algorithme 2.1) : g , (k)

Phase de mise a jour :

Pour chaque capteur se€{1,2,..,5}

Pour chaque objet te{l,2,..,n}

Pour chaque mode d’évolution ie{1,2,.., M}

Matrices de covariances & 'instant & : (PL(k))~' = (PLy(klk— 1))t 4+ 0t

Vecteurs d’état a U'instant k : Top(k) = Pl (k)[(PL (klk—1))" 2% ,(klk — 1) +0'].

Quantités globales :
Pour chaque capteur
Pour chaque objet

(usage externe)
se€{1,2,..,5}
te{l,2,..,ns}
Zoa(k) = Ei2, pa o ()25 ()
Pop(k) = 3 im st () P (F)

TABLEAU 4.2: Phase de mise a jour de I’algorithme de suivi distribué.

Vecteurs d’état globaux :
Covariances d’état :

4.3.3 Classification distribuée basée sur 1’algorithme de consensus

La classification distribuée des objets nécessite 1’échange de vraisemblances des classes qui sont
calculées d’une maniere similaire au calcul des vraisemblances des comportements dans la sec-
tion 2.3.2.1 du chapitre 2. Chaque capteur envoie un ensemble de vraisemblances : A (k) =
{As1(k), As2(k), ..., As n (k) } sachant que 'objectif est de classer les n objets suivis parmi ’ensemble
{c1, 2, ..., cnc} de ne classes. Une vraisemblance Ag (k) n’est qu’une probabilité conditionnelle qui
peut étre notée par : \s¢(Z¢(k)|c;), elle correspond & la probabilité que I'objet connu Oy représenté
par son observation prédite z; a l'instant k, soit de la classe ¢;. L’agrégation des vraisemblances
locales a l'aide de l'algorithme de consensus permet de calculer des vraisemblances globales au

niveau des capteurs ainsi procéder au calcul des probabilités a posterior: des classes. Le processus

permettant cette opération est décrit ainsi :

Selon [141], les probabilités a posteriori, a I'instant k, des classes ¢; € {c1, c2, ..., Cne} peuvent

étre calculées par :
S

p(ej[z(k)) = ap(ejlze(k — 1) [ Asa(Ze(R)ley),

s=1

(4.27)

ou « est un parametre de normalisation. La validité de I’équation (4.27) nécessite I'indépendance

des capteurs.
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L’idée est de calculer la vraisemblance globale de 'objet O; notée W; a 'aide de l'algorithme de

consensus

H Xo.t(ze(K)|ej), (4.28)

Pour ce faire le produit des vraisemblances locales W; est transformé en une somme de logarithmes

des vraisemblances locales notée W :

W/ = glog (W) = Zlog s,t(Ze(k)|cj)). (4.29)
La quantité W/ = ave({log(\s.+(Z:(k)|c;)) }5_;) peut alors étre calculée d’une manieére distribuée a
l'aide de I'algorithme de consensus en temps fini. Une fois cela est fait, la vraisemblance globale

est déduite : Wy = exp(SWY).

Les vraisemblances globales W sont alors utilisées pour mettre a jour les probabilité a posteriori

des classes dans ’équation (4.27).

4.3.4 Simulation et résultats

Cette section présente une simulation visant a reconnaitre le comportement des véhicules sur une
autoroute. Deux résultats de simulation sont donnés, le premier concerne le suivi des trajectoires

des véhicules et le second concerne leurs classifications.

4.3.4.1 Simulation

Un exemple de suivi de véhicules sur une autoroute est proposé. Les véhicules sont supposés
évoluer selon le modele (4.16) avec des parametres adéquats a ’évolution de véhicules routiers. Le
vecteur d’état x = [z & y y|' représente la position et la vitesse d’un véhicule sur le plan (z,y).
L’entrée déterministe dans (4.16) modélise les différents modes d’accélérations. Ces derniers sont
séparés en deux groupes : le groupe des accélérations autorisées correspondant & un comportement
d’évolution régulier et le groupe des accélérations non autorisées ce qui correspond & un comporte-

ment d’infraction. L’évolution réguliere et I’évolution en infraction sont les comportements qu’on
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souhaite reconnaitre dans la phase de classification. L’exemple de simulation est illustré par la

figure 4.16(a).

Eninfraction
Régulier

(a) Simulation proposée. (b) Dispositions des capteurs.

FIGURE 4.16: Reconnaissance des comportements de véhicules sur une autoroute.

La figure 4.16(b) représente le systeme d’observation mis en place afin de surveiller le comportement
des véhicules sur un trongon d’autoroute. Trois capteurs ayant des observations partielles de la
scene sont mis en place. Le capteur 1 et 2 ont une observabilité redondante sur I’axe  du trongon
d’autoroute et le capteur 3 observe l'axe y. Les observations obéissent au modele (4.17) ou la

matrice Hg pour les capteurs 1 et 2 est donnée par :

Hy=Hy,=[1000], (4.30)

et la matrice Hj est donnée par :

H3=1[0010]. (4.31)

Il peut étre constaté par ces modeles d’observations qu’aucun capteur n’a une information compléte
sur ’état des objets d’ou 'intérét de ’approche collaborative proposée dont les résultats de simu-

lations sont présentés dans la section suivante.

4.3.4.2 Résultats de simulations

Cette section présente deux résultats de simulations, le premier résultat présenté par la figure 4.17

concerne le suivi distribué des véhicules, il compare les résultats de suivi qui peuvent étre obtenus
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localement par les capteurs et le résultat de suivi avec application de la solution collaborative.
Le second résultat donné par la figure 4.19 présente une comparaison entre la classification locale

pouvant étre obtenue au niveau des capteurs et le résultat de la classification collaborative.

Résultats du suivi collaboratif :

X 12001 | —— Objet 1 -
——Obje wo Objet 2
4 1100f i
1000 ... Objet 2 ) Capteur 1 (objet 1)
Capteur 1 (objet 1) 1000 Capteur 1 (objet 2)

800 Capteur 1 (ob;_et 2) 900} | -~ Capteur 3 (objet 1)
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(a) Suivi sans consensus. (b) Suivi avec consensus.

FIGURE 4.17: Suivi d’objets avec et sans consensus.

La figure 4.17(a) présente deux trajectoires simples de deux objets et les résultats du suivi obtenus
localement par les capteurs 1 et 3. Le résultat du suivi du capteur 2 est redondant a celui du
capteur 1. Il peut étre remarqué que ’aspect partiel des informations a disposition des capteurs
fait que leurs estimations des trajectoires sont faussées. La figure 4.17(b) montre que le suivi
collaboratif permet de compléter 'information a disposition des capteurs ainsi assurer un suivi

correct des trajectoires.

Résultats de la classification collaborative : un second exemple de simulation est présenté
dans la figure 4.18, il simule les trajectoires de deux véhicules sur une autoroute. La simulation
s’étend sur 100 pas de temps. L’objet 2 excede la vitesse maximale autorisée a partir du pas de

temps 60, comme illustré par la figure 4.18.

Dans ce qui suit on s’intéresse a la classification de I'objet 2. Les résultats de classification obtenus

localement par les capteurs 1 et 3 sont respectivement donnés par les figures 4.19(a) et 4.19(b).

Il peut étre remarqué que le capteur 1 surveillant ’axe = a pu détecter 'infraction du véhicule dans
la mesure ol 'accélération irréguliere est effectuée dans ’axe x. D’autre part, le capteur 3 ayant
une visibilité sur ’axe y de ’autoroute n’a pas pu détecté 'infraction. L’application de I'algorithme
de classification distribuée décrit dans la section 4.3.3 permet d’assurer une classification complete

au niveau de tous les capteurs.
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FIGURE 4.18: Reconnaissance des comportements de véhicules sur une autoroute.
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FIGURE 4.19: Résultats de classifications locales sans consensus.

172
Q
172}
172}
©
[}
s \
306 \
g % |—=—Régulier \
= En infraction !
5 \
5 04 i
£ x

0.2

0 L L L -~
20 40 60 80 100
Temps

FIGURE 4.20: Classifications avec consensus.

La figure 4.20 montre le résultat de classification obtenu par les trois capteurs a I’issue de I’application

de l’algorithme de classification distribuée. Il peut étre constaté que 'infraction commise par I’objet
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2 est détectée par les trois capteurs.

4.4 Conclusion

Deux solutions multi-capteurs, de suivi et de classification d’objets sont présentées dans ce chapitre.
La premiere est une solution centralisée, elle vise a assurer une robustesse par rapport aux in-
certitudes des mesures. L’étude présentée consiste a tester et comparer plusieurs stratégies de
fusions Bayésiennes et crédales sur un exemple de classification imprécis ou les classes sont im-
briquées. Cet exemple montre un avantage quant a l’'utilisation de la loi de fusion disjonctive
crédale. L’aspect conservateur de la fusion disjonctive permet d’avoir de bons résultats dans les
cas de grandes imprécisions, ce qui confirme les études théoriques sur les fonctions de croyance
[174]. La mise en pratique des solutions de surveillance centralisées est toutefois contrainte a des
systemes a dimensions spatiales limitées dans la mesure ou I’ajout de capteurs au systeme engendre

des communications trés coliteuses, voir irréalisables, avec le centre de fusion.

La deuxieme solution multi-capteurs est dite distribuée. C’est une solution qui a plusieurs avan-
tages, elle permet entre autre de construire une information complete a partir d’informations par-
tielles, a condition que ces derniéres soient complémentaires. Un autre avantage d’importance est
Iextensibilité, tel qu’il est possible de déployer autant de capteurs que nécessaire sans avoir a ef-
fectuer des communications de longues distances, les capteurs ne communiquent qu’avec leurs plus
proches voisins. Toutefois, ’application de la solution proposée en temps réel peut étre compro-
mise par la lourdeur en terme de calcul de I’'étape visant a échanger et ordonner les prédictions des
capteurs. Le calcul distribué de cette étape peut faire objet de futures études ainsi que ’extension

de la solution globale au cadre crédal.






Conclusion Générale

Le travail présenté dans cette these fait partie des études qui s’intéressent a la question : que

peuvent apporter les fonctions de croyance au domaine du suivi et de la classification d’objets ?

Les principales contributions ainsi que les perspectives a court et a long termes du travail présenté

sont résumées dans ce qui suit.

Aboutissements

Dans le chapitre 1, cette these présente un état de I’art des méthodes les plus abouties relevant du
domaine de suivi d’objets. L’état de ’art est accompagné de discussions et de comparaisons visant

a justifier les techniques utilisées dans ’ensemble des travaux présentés.

Le chapitre 2 propose une solution de suivi multi-objets consistant en une combinaison de plusieurs
algorithmes dispersés dans la littérature, notamment les IMMs, le GNN et les fonctions score.
Elle est construite en vue d’estimer les données cinématiques de plusieurs objets tout en tenant
compte des principales difficultés concernant leur environnement. Les données cinématiques es-
timées représentent les données en entrée des algorithmes de classification crédal et Bayésien qui
sont comparés a travers des simulations sous Matlab. L’avantage du classifieur crédal par rapport
au classifieur Bayésien est alors confirmé dans un cadre multi-objets pour le probleme de classifica-
tion considéré, notamment le cas ol les classes sont imbriquées et constantes dans le temps. Ceci
étant la premiere contribution du chapitre 2, la seconde contribution consiste a tester le classifieur
crédal sur un nouvel exemple visant & reconnaitre les comportements des piétons ou les classes
dans ce cas-ci se chevauchent et varient dans le temps. Il a été démontré qu’'une simple révision

de croyances concernant les classes permet au classifieur crédal de s’adapter au changements de
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classe des objets. L’application du classifieur crédal dans un cadre multi-objets est toutefois con-
ditionnée par I’algorithme mis en place pour suivre les objets, plus particulierement par la phase
d’association. En effet, comme le montre la section 2.6, il va de soi que si les observations des
objets sont confondues, leurs classifications seront altérées, d’ou la nécessité de revoir la phase

d’association qui est en ’occurrence, étudiée dans le chapitre 3.

Le chapitre 3 présente alors I’étude des méthodes d’association basées sur les fonctions de croyance.
Sa contribution est double : en premier temps, il reprend les principes de base des algorithmes
d’association basés sur les fonctions de croyance les plus récents, incluant ’algorithme de référence
GNN, et les compare a travers plusieurs simulations contenant les principales complexités concer-
nant les trajectoires conflictuelles et la gestion des apparitions et des disparitions d’objets. La
gestion des apparitions et des disparitions d’objets nécessite souvent la définition d’un parametre
qui est connu dans l'algorithme GNN par la distance d’apparition. Une relation entre le parametre
propre au GNN et le parametre propre aux méthodes crédales est par ailleurs formalisée dans
la section 3.4. La seconde et majeure contribution du chapitre est la proposition d’une nou-
velle méthode a deux variantes qui gere les apparitions et les disparitions d’objets différemment.
Au lieu de définir un seuil quelconque duquel depend la décision d’association ou non associa-
tion, la méthode proposée calcule d’une maniere dynamique les poids qui seraient accordés aux
hypothéses que des observations données soient de nouveaux objets. Ces derniers prennent en
compte les erreurs d’estimation et dote la méthode d’une certaine robustesse prouvée a travers
de différentes simulations et benchmark, ce au prix d’un surplus de complexité calculatoire par
rapport a l'algorithme GNN et I'algorithme proposé par Denceux et al. Le chapitre 3 teste les
différents algorithmes d’association a travers une panoplie de simulations réalisées sous Matlab, il
compare leurs performances par rapport : a la dépendance paramétrique, la sensibilité aux erreurs

d’estimation et/ou de mesure et la complexité calculatoire.

Les contributions des chapitres 2 et 3 portent essentiellement sur le suivi et la classification multi-
objets, mono-capteur. Le chapitre 4 s’intéresse aux solutions multi-capteurs et donc a la fusion
d’informations, il en propose deux. La premiere solution présentée dans la section 4.2 est une exten-
sion de la solution de suivi et de classification présentée dans le chapitre 2 au cadre multi-capteurs.
Un environment de capteurs incertains est considéré et 'objectif est alors de comparer des regles
de fusion Bayésiennes et crédales visant a assurer une meilleure classification globale des objets.
Il s’est avéré que la regle crédale disjonctive est plus adaptée au cadre de 'application étudiée.

Une seconde solution multi-capteurs est proposée dans la section 4.3. Cette solution ne fait pas
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intervenir de fonctions de croyance mais un algorithme de consensus qui a permis de distribuer les
calculs des algorithmes de suivi et de classification présentés dans le chapitre 2. Dans cette solution
aucun des capteurs n’observe completement 1’état des objets. Le calcul distribué permet a chaque
capteur de construire l'information compléete concernant 1’état des objets par le simple échange
d’informations avec les capteurs qui lui sont voisins, ce a travers les itérations de l'algorithme de
consensus. La solution proposée prouve son efficacité sur un exemple qui vise & reconnaitre le

comportement des véhicules sur une autoroute, ce qui est présenté dans la section 4.3.4.

Perspectives

La principale perspective autour du travail présenté dans le chapitre 2 et 3 est ’élaboration d’une
technique d’association multi-scan basé sur la solution proposée dans la section 3.3.6 du chapitre 3.
Comme cela est évoqué dans le chapitre sur ’état de I'art, la technique multi-scan permet d’apporter
une robustesse par rapport aux fausses alarmes (e.g. ombrage, fausses détections et autres). Cette
technique fait la force des méthodes Bayésiennes les plus abouties comme l'algorithme MHT ou
I’algorithme PMHT, nous estimons que les futures méthodes multi-scan crédales pourront apporter
un plus par rapport aux imprécisions liées a ce probléme de fausses alarmes, mais également dans
les situations conflictuelles telles qu’elles sont décrites dans la section 3.1.2 du chapitre 3. La
solution apportée dans la littérature a ce probleme de trajectoires conflictuelles est bien 'action
probabiliste comme dans les approches JPDA et PMHT, cette action probabiliste évite les décisions
d’association déterministes qui sont sujettes a des fausses associations lorsque les trajectoires se
confondent. Comme cela était évoqué, ces méthodes proposent de mettre a jour les objets suivis
a l'aide d’une somme pondérée de toutes les observations candidates. Cette action est tout &
fait possible en utilisant les méthodes d’association crédales actuelles décrites dans le chapitre 3, il
suffirait de mettre a jour les objets avec des sommes pondérées des observations ou les poids seraient
les probabilités pignistiques calculées dans le tableau 3.1 du chapitre 3 par exemple. Dans le cas ou
on voudrait prendre des décisions déterministes, les approches multi-scan crédales pourraient mieux
traiter ce probleme de trajectoires conflictuelles par rapport aux approches multi-scan Bayésiennes
qui ne font que propager le conflit sans le situer. En effet, dans le cas des méthodes d’association
crédales, il est tout a fait possible de distinguer les trajectoires conflictuelles des trajectoires qui ne
le sont pas, cela a travers les poids accordés aux ensembles et aux sous-ensembles. Par exemple :

si le probleme est d’associer une observation z; a trois objets existants O, O2 et O3 et qu'un
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poids majoritaire est accordé a ’ensemble {O1, 02} dans la fonction de masse, on saurait que les
trajectoires conflictuelles sont celles des objets O1, Oz et que celle de 'objet O3 n’intervient pas
dans le conflit, elle peut alors étre mise jours d’'une maniere déterministe. En résumé, cet exemple
illustre le probleme du conflit partiel évoqué dans la section 3.1.2 du chapitre 3. Sa résolution a
I’aide des fonctions de croyance est intuitive alors que dans le cadre Bayésien il faudrait faire appel a
des heuristiques qui testeraient les probabilités pour ainsi se prononcer sur les trajectoires qui sont
conflictuelles et celles qui ne le sont pas. L’objectif bien str est de pouvoir prendre des décisions
d’association pour les trajectoires non conflictuelles et de ne s’abstenir que pour les trajectoires

conflictuelles.

Sur le plan multi-capteurs, deux perspectives a court terme peuvent étre envisagées pour la solution
distribuée présentée dans la section 4.3. La premiere concerne la généralisation de ’étage de
classification au cadre des fonctions de croyance. Cette opération peut se faire sans encombre, il
suffirait de considérer les vraisemblances calculées d’une maniere distribuée (voir la section 4.3.3
du chapitre 4) comme étant des plausibilités et procéder a la classification crédale a l'aide du
GBT, comme cela est présenté dans le chapitre 2, pour ainsi bénéficier des avantages du classifieur
crédal. La seconde perspective concernant la solution multi-capteurs distribuée est bien la phase
d’association (track-to-track) qui actuellement associe les prédictions faites par les capteurs deux a
deux. Cette opération est fastidieuse, elle I’est encore plus avec un nombre de capteurs croissant.
Il serait intéressant d’adopter une solution d’association globale traitant toutes les données des
capteurs a la fois, on fait ici allusion a des méthodes de clustring comme par exemple les méthodes
KNN, SVM ou autres, qui pourraient évidemment traiter les imperfections des distances entre

estimations mais également gérer les apparitions et les disparitions d’objets.

Les perspectives venant d’étre citées ainsi que les tests des algorithmes présentés dans cette these
sur des données réelles motivent des travaux a court terme. Des travaux de plus long terme
peuvent également étre envisagés, ils concerneront la problématique du suivi en elle méme qui est
actuellement quasi-exclusivement basée sur le formalisme Bayésien. Smets a formalisé dans ces
travaux un cadre de fonctions de croyance sur les nombres réels, il en a ainsi pu proposer une
version généralisée du filtrage de Kalman par exemple. Il en est hélas avéré que le filtre de Kalman
généralisé n’améliore pas le filtre de Kalman classique [175]. D’autres travaux ont également tenté
d’aborder le probleme du suivi avec des fonctions de croyance [134], cependant aucune méthode
n’a pu surpasser les méthodes Bayésiennes. Le challenge pour les fonctions de croyance dans le

cadre du suivi multi-objets reste alors entier, il consisterait par exemple :
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e 2 dépasser les contraintes de Gaussienneté et de linéarité adoptées pour le filtrage de Kalman
optimal, sachant que pour ce faire les méthodes Bayésiennes font recours aux méthodes

d’échantillonnage Monte Carlo.

e Eventuellement relaxer les connaissances a priori sur les modeles d’évolution des objets.

D’une maniere plus générale, la perspective en question concerne le développement des travaux
qui étaient entamés par Smets sur l'inférence d’informations dans un cadre crédal. Smets se
basait sur 'interprétation probabiliste des variables aléatoires, a travers le calcul de vraisemblances
notamment, comme par exemple dans le cas du GBT. D’autres manieres d’interpréter les variables

aléatoires pourront offrir un cadre d’application digne de la souplesse du formalisme crédal.






Annexe A

Différentes dynamiques d’objets en

mouvement

Cette section récapitule les modeles qui sont souvent utilisés pour imiter I’évolution des objets.
A défaut de ne pouvoir élaborer un seul modele exhaustif tenant en compte de tous les mou-
vements possibles, plusieurs modeles sont développés. Ces modeles sont issus d’équations liées
a la dynamique des objets (vitesse constante, accélération, virage et autres comportements). Ces
modeles représentent des informations a priori utilisées par les algorithmes de filtrage (e.g. Kalman
dans le cas mono-modele, IMM dans le cas multi-modeles) afin de suivre les trajectoires d’intérét.

Quelques exemples de modeles sont décrits :

A.1 Modele de Singer [164]

Le vecteur d’état x = [z v a]’ dans le modele de Singer est composé de la position (z), la vitesse
(v) et laccélération (a) de 'objet en mouvement. L’évolution de 'accélération dans ce modele est

vue comme étant un processus aléatoire de premier ordre qui peut étre donné par :

a(k) = pma(k — 1) + opm/1 — p2w(k — 1), (A1)

avec Py = e‘BAT, B = 1/Tm ou T, et o, représentent respectivement la constante de temps et

I’écart-type de 'erreur de modélisation w.
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La matrice d’état qui en découle de cette modélisation est la suivante :

1 AT %(—Hﬂ AT + pm)
01 A-l4pm)

0 O Pm

ou AT représente la période d’échantillonnage. Dans le cas ou cette derniére est inférieure a la

constante de temps du mouvement (AT < 7,,), 'approximation suivante peut étre faite [23] :

La matrice de covariance ) du bruit d’état est donnée par :

q11 Q912 413
Q= 421 422 Q23 >

431 432 Q33

ou
i1 = ghs [l — e 2P AT 125 AT + 2587 _ 952(AT)? — 45 ATe P AT,
q12 = gorle ¥ AT +1—e P AT 128 ATe P AT — 28 AT + B2 (AT)?,

[
[
Qi3 = g5l — €7 AT 25 ATe™20 A7),
Q22 = 5hslde™P AT — 3 — 2720 AT 4 28 AT,
@23 = 55z

33 = 55(1 —

Plusieurs simplifications du modele décrit ci-dessus peuvent étre considérées. Notamment, dans
le cas ou la période d’échantillonnage est négligeable par rapport a la constante de temps du

mouvement (AT << 7,,), dans ce cas la matrice d’état F' et la matrice de covariance @) deviennent :

1 AT D7
im F=|10 1 AT |, (A.2)
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(AT)S  (AD)*  (AT)?

5,2 20 8 6
. _ 40, AT)*  (AT)3  (AT)?
Bk%n_m = ( 8) ( 3) ( 2) ) (A.3)
AT)3  (AT)2
6D D2 (A7)

Dans le cas d’une période d’échantillonnage tres grande devant la constante de temps du mouvement
(AT >> 7,,), U'estimation de l'accélération ne peut pas étre obtenue. Le modele d’état est alors
réduit a ’évolution de la position et la vitesse de 'objet. La matrice d’état F' et la matrice de

covariance () sont alors données par :

(AT)®  (AT)?

Q= 202 Tm 3 2
m A 2
B (am)

L’expérimentation montre que I’estimation correcte de I’accélération dans le modele de Singer dans
Pequation (A.2) n’est obtenue que si la vitesse de l'objet est mesurée. Autrement, si on ne mesure
que la position de l'objet, la période d’échantillonnage AT doit étre au moins dix fois inférieure &
la constante de temps du mouvement 7,,, pour permettre une estimation correcte de ’accélération.
Dans le cas contraire, il est préférable d’utiliser le modele (A.4) tenant compte de la position et la

vitesse uniquement [23].

A.2 Modele de vitesse constante et modele d’accélération con-

stante

Le modeéle de vitesse constante obtenu par la simplification du modele de Singer dans I’équation
(A.4) peut étre confirmé en prenant la variation de la vitesse comme étant un bruit blanc (bruit
borné) [23]. La matrice d’état de ce modele est similaire & celle donnée par I’équation (A.4) et la

matrice de covariance est donnée par :

(AT)®  (AT)?

Q=q| 2, °? (A.5)
(A2T) (AT)

La matrice de covariance rejoint la modélisation de Singer ou il suffit par identification de prendre

q = 202,71 [23].
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De la méme maniere, le modele d’accélération constante peut étre confirmé en considérant la
variation de 'accélération comme étant un bruit blanc. Le modele d’état qui en découle de cette
considération rejoint le modele de Singer donné par les équations (A.2) et (A.2) respectivement
pour la matrice d’état et la matrice de covariance lorsque la constante de temps du mouvement est

considérée largement supérieure a la période d’échantillonnage (AT << 7y,).

Le modele de vitesse constante est le modele d’accélération constante sont utilisés pour simuler
I’évolution des objets dans les travaux présentés dans ce manuscrit. Toutefois, les algorithmes
présentés sont indépendants des modeles d’état utilisés. Il peuvent étre utilisés avec d’autres
modeles. Quelques modeles représentant le movement circulaire des objets sont donnés dans ce qui

suit.

A.3 Modele d’un objet en mouvement circulaire

Un des modeles décrivant le mouvement circulaire d’un objet considere I’évolution de la position
et la vitesse (vg,vy) sur le plan (x,y) et 'évolution de la vitesse angulaire w. Le vecteur d’état est
alors donné par :

T = [J}, Y, Vg, Uy, w]/'

Les parametres contenus dans le vecteur d’état x évoluent selon les équations :

x(k+1) =x(k) + AT[SWuv, (k) + CWuy(k)], (A.6)
y(k+1) = y(k) + AT[SWv, (k) + CWuy(k)], (A.7)
o,
sinw AT 1 —cosw AT
SW = w AT , CW = wAT

L’évolution de la vitesse s’effectue comme suit :

vz (k4 1) = vy(k) cosw AT — vy(k)sinw AT, (A.8)

vy(k+1) = vy(k)sinw AT — vy(k) cosw AT, (A.9)
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la vitesse angulaire est considérée constante :

wk+1) =w(k).

Il peut étre remarqué que le modele d’état qui en résulte est non linéaire :

ek +1) = fz(k)). (A.10)

La linéarisation du modele d’état au voisinage de I’état estimé Z:(k) a 'instant k permet de mettre

le modele sous forme de matrice d’état F' executable par les filtres de Kalman :

1 (sinw AT)/w 0 —(1—cosw AT)/w Fis

0 cosw AT 0 —sinw AT Fos

F= %\f:(k) =1 0 (1—coswAT)/w 1 (sinw AT)/w Fs5 . (A.11)
0 sinw AT 0 cosw AT Fus
0 0 0 0 1

Les équations (A.6, A.7, A.8, A.9) permettent d’obtenir les parametres :

ox OV
Fis = 5=laky: Fas = 5 lath),

oy v
F35 = ab(k), Fys = T(j’fc(k)-

La matrice de covariance correspondante est donnée par :

B 0O2x2 02x1
Q=q]| 0o B 0921 , (A.12)
O1x2 O1x2 02 (AT)?/q

oil ¢ et o2 représentent respectivement I'erreur de modélisation de 1'accélération et de la vitesse

angulaire w. Le parametre B est donné par :

(AT)t  (AT)?

. ] 2
B=1{ are | (A.13)




Appendix C. Différentes dynamiques d’objets en mouvement 152

Ce modele est représentatif d’'un mouvement circulaire uniforme ot la vitesse angulaire est supposée

constante est ’accélération quasi-nulle, elle est modélisée par un bruit blanc de covariance gq.

L’extension des modeles présentés dans cette section a l’espace tri-dimensionnel ainsi que d’autres

modeles d’évolution d’objets peuvent étre trouvés dans [23, chapitre 4].
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Résumé
Suivi et Classification d’Objets Multiples : Contributions avec la Théorie des

Fonctions de Croyance

Cette these aborde le probleme du suivi et de la classification de plusieurs objets simultanément.
Il est montré dans la thése que les fonctions de croyance permettent d’améliorer les résultats
fournis par des méthodes classiques a base d’approches Bayésiennes. En particulier, une précédente
approche développée dans le cas d’un seul objet est étendue au cas de plusieurs objets. Il est montré
que dans toutes les approches multi-objets, la phase d’association entre observations et objets
connus est fondamentale. Cette these propose également de nouvelles méthodes d’association
crédales qui apparaissent plus robustes que celles trouvées dans la literature. Enfin, est abordée la
question de la classification multi-capteurs qui nécessite une seconde phase d’association. Dans ce
dernier cas, deux architectures de fusion des données capteurs sont proposées, une dite centralisée
et une autre dite distribuée. De nombreuses comparaisons illustrent I'intérét de ces travaux, que

les classes des objets soient constantes ou variantes dans le temps.

Mots clés: suivi et classification d’objets, association de données, fonctions de croyance.

Abstract

Multi-Object Tracking and Classification: Contributions with Belief Functions

Theory

This thesis deals with multi-objet tracking and classification problem. It was shown that belief
functions allow the results of classical Bayesian methods to be improved. In particular, a recent
approach dedicated to a single object classification which is extended to multi-object framework. It
was shown that detected observations to known objects assignment is a fondamental issue in multi-
object tracking and classification solutions. New assignment solutions based on belief functions
are proposed in this thesis, they are shown to be more robust than the other credal solutions from
recent literature. Finally, the issue of multi-sensor classification that requires a second phase of
assignment is addressed. In the latter case, two different multi-sensor architectures are proposed, a
so-called centralized one and another said distributed. Many comparisons illustrate the importance

of this work, in both situations of constant and changing objects classes.

Key words: multi-object tracking and classification, data assignment, belief function.
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